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Esipuhe

Tilastollisilla monimuuttujamenetelmilld kisitellddn nimensd mukaisesti usean
satunnaismuuttujan aineistoja. Koska muuttujia voi olla kymmenii - jopa sa-
toja, yleisend pyrkimyksend on vihentdd muuttujien midrdd tai yhdistelld
muuttujia sopivien sidintdjen mukaan. Koko aineistoon liittyvistd vaihtelusta
yritetdén siis karsia puhtaasti satunnainen osuus tiivistamalld tietoa ja nédin eh-
ki saadaan paljastetuksi tutkittavan ilmion taustalla olevat rakenteet. Edelld
sanottu koskee erilaisia kuvausmenetelmii, joita ovat esim. piikomponentti-
analyysi, faktorianalyysi, kanoniset korrelaatiot, erotteluanalyysi ja ryhmitte-
lyanalyysi.

Monimuuttujamenetelmien piiriin voi lukea myos suorat yhden muuttujan
menetelmien yleistykset. Ndin on mm. erdiden keskeisten tilastollisten testien
laita. Esim. tavallinen -testi yleistyy usean muuttujan tapauksessa Hotellingin
T>-testiksi.

Monimuuttujamenetelméksi ei sen sijaan katsota esim. usean selittivan muut-
tujan regressioanalyysia, koska tdssi tapauksessa satunnaisena muuttujana kési-
tellddn vain selitettivdd muuttujaa; selittdjéat voivat olla esim. koesuunnittelun
midrdamid systemaattisia tekijoitd. Luonnollisesti regressioanalyysia sovel-
letaan kuitenkin usein rinnan monimuuttuja-analyysien kanssa. Tyypillinen
toimintatapa saattaa olla se, ettd aluksi jollakin monimuuttujamenetelmalld
"puhdistetaan” selittdvien muuttujien joukkoa vihentiméilld muuttujien mai-
rad ja/tai tekemalld ne vihemmén toisistaan riippuviksi. Lopullinen tarkastelu
tapahtuu regressioanalyysilla timin puhdistuksen jéilkeen.

Monimuuttujamenetelmien suosio on vaihdellut niiden koko olemassaolo-
ajan aina 1930-luvulta ldhtien. Laskennallisten hankaluuksien vuoksi sovelta-
minen tositilanteissa saattoi alkaa vasta 1950-luvulla tietokoneiden ansiosta.
Téstd seurannut kdyton helpottuminen ja erdiden menetelmien, ennen muuta
faktorianalyysin, houkuttelevuus mekaanisiin soveltamisyrityksiin johti Suo-
messakin 1960-luvulla etenkin yhteiskunta- ja kiyttdytymistieteiden piirissi
laajamittaiseen ja joskus varsin perustelemattomaan kdytt6on. Tamin ylimi-
toitetun suosion romahdukseen vaikutti osaltaan 1960-1970-lukujen vaihtees-
sa vallinnut "positivistisen tieteen kritiikki". Tuntuu siltd, ettd olisi taas aika
tuon menetetyn maineen palautua kohtuullisiin mittoihin.

Monimuuttujamenetelmien niin kuin monien muidenkin teknisesti vaativien
tilastollisten keinojen opettamisen ongelmana on se, ettd, ne jotka niitd mene-
telmid tarvitsevat, eivit yleensd pysty kunnolla omaksumaan menetelmien
taustalla olevaa matemaattispitoista teoriaa. TAmén taustan ymmaértdminen on
tarkedd ainakin siltd osin, miki liittyy menetelmien kdyton ehtoihin ja rajoi-
tuksiin. Sen sijaan esim. joidenkin otos- tai testisuureiden jakaumien johta-
minen, mikd vaatii enemmén matemaattisen analyysin tuntemista, ei ole yhta
tarkedd, koska tillaiset tulokset on hyddynnettdvissd ilman, ettd osaisi ne itse
paitella.
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Useat etupédssi tilastotieteen puolella kirjoitetut oppikirjat ovat turhan tek-
nisid ja vailla yhteyksii todellisiin sovelluksiin. Soveltajille tarkoitetuissa esi-
tyksissd taas teoreettinen puoli saatetaan jopa sivuuttaa tai tarjota enemmalti
ilman perusteluja.

Omaksumassani ldhestymistavassa olen pyrkinyt vélttiméédn litkaa mate-
matiikkaa. Opettaessani aihetta yli 30 vuoden ajan olen pédtynyt ratkaisuun,
jossa perusteoria eli multinormaalijakauman ominaisuudet saatetaan johtaa
hyvin vihin eviin ldhtemilli liikkeelle ko. jakauman konstruktiivisesta méaéri-
telmastd. Tdlloin matematiikan osalta tdrkeimmaiksi perusvaatimukseksi nou-
see vain matriisilaskennan hallinta. Erityisen suuri merkitys on matriisin sin-
gulaariarvohajotelmalla ja erdilld siihen liittyvilld tuloksilla, joiden avulla
useat monimuuttujamallit ovat helpoiten johdettavissa. Tétd keinoa ei jostain
syystd ole mainittavasti kiytetty alan oppikirjoissa. Vaikka matriisilaskennan
merkint0jd ja perusteita ei tidssd yhteydessid kerrata, liitteessd 2 on kdyty ldpi
tarvittavat singulaariarvohajotelmaan liittyvit tarkastelut.

Asioiden geometrinen hahmottaminen on monille tirkedd. On mielenkiin-
toista mutta samalla valitettavaa, ettd kykymme osoittautuvat vajavaisiksi
yleistdessamme 2- tai 3-ulotteisia mielikuviamme useampiulotteisiin avaruuk-
siin, joissa monimuuttujamenetelmid koskevat tarkastelut yleensi liikkuvat.
Esim. on vaikea tajuta intuitiivisesti jo siti, ettd yleisissd perdkkéisissd koordi-
naatiston kierroissa vain kaksiulotteisessa tapauksessa ei ole vilid silld missa
jarjestyksessé kierrot tehdddn. Liite 1 sisédltdd esimerkkejd moniulotteisuuteen
liittyvistd ongelmista ja samalla néytteitd siitd miten geometrinen ajattelutapa
korvataan analyyttisella.

Tdmad esitys tukeutuu monella tavalla ATK-tekniikan suomiin mahdollisuuk-
siin. Kaikki numeeriset esimerkit on kuvattu Survo-jérjestelmén avulla val-
miina kaavioina. Itse asiassa on kysymys hypertekstistd, jonka erés esitys-
muoto on tdssd paperilla. Koko esimerkkimateriaali on koottu levykkeelle,
jolloin esimerkit, sovellukset ja simulointikokeet on toistettavissa Survon
avulla joutumatta uudelleen kirjoittamaan ja kopioimaan aineistoa késin. Liit-
teessd 3 kerrotaan esimerkkilevykkeestd hieman liséda.

My®és varsinainen tekstiosa kaavoineen ja kuvineen on laadittu Survolla ja
on jatkuvasti hallittavissa. Esim. pitdesséni kurssia voin helposti poimia minké
tahansa osan tistd aineistosta ja heijastaa sen luokassa kankaalle tdsméilleen
samassa ulkoasussa kuin se esiintyy tekstissd. Siis valmiiksi piirrettyjd kalvoja
ei tarvita lainkaan, vaan ne syntyvit opetuksen aikana. Samalla tavalla otetaan
kdyttoon esimerkit, toistetaan niitd koskevat analyysit ja muunnellaan sekéa
aineistoja ettd analysointitapoja jopa hetken mielijohteesta.

Hyvin paljon painoa on annettu simulointikokeille. Ndissa kokeissa luodaan
tiettyd monimuuttujamallia vastaavia satunnaisotoksia, joita sitten analysoi-
daan vastaavilla malleilla. Tarkoituksena on néyttdd, miten menetelmit toimi-
vat eri tilanteissa. Todellisilla aineistoilla on paljon hankalampi selvittdd me-
netelmien kyvykkyyttd, koska tuloksen ollessa huono on mahdotonta tietdd,
liittyyko ongelma itse menetelméén vai sopimattomaan aineistoon.
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Nykyiset PC-laitteistot ovat jo niin tehokkaita, ettd esim. Fisherin satun-
naistamisperiaatetta, jota yleensd on kiytetty pienten yhden muuttujan aineis-
tojen tutkimisessa, voidaan soveltaa myds todellisiin usean muuttujan otoksiin
ja johtaa aineistokohtaisia testisuureiden kriittisié rajoja simuloimalla. N&in on
tehty tdssd esityksessid faktorianalyysiin liittyvin tulosten vertailumenetelmin,
transformaatioanalyysin residuaalien tarkastelussa.

Vaikka esitystapa edelld kuvatussa suhteessa on hyvin Survo-painotteinen,
sen ei pitdisi olla esteend timin tekstin kdytolle tavanomaisena oppikirjana,
koska esimerkkikaaviot joko selittivit itsensé tai ne on varustettu asianmukai-
silla kommenteilla. Survoa hallitseva lukija kuitenkin hyotyy lisdd em. hyper-
tekstiominaisuuksista.

Monimuuttujamenetelmiin liittyvdd tietoa on nykyisin suunnattomasti. On
pakko rajoittua joihinkin keskeisiksi koettuihin asioihin. Tdmén esityksen pai-
nopiste on ehdottomasti klassisissa perusmenetelmissd, joiden tunteminen
kuuluu tilastotieteilijén yleissivistykseen.

Aloitamme konkreettisesta pdistd eli esittelemme keinoja, joilla moniulottei-
sia aineistoja kuvataan graafisesti. Sen jilkeen siirrytdén suoraan multinor-
maalijakauman méiritelméén ja sen perusominaisuuksiin. TAmi toimii vlttd-
mittdméind taustana itse menetelmien johtamiselle. Oman lukunsa muodostaa
multinormaalijakauman otossuureiden, keskiarvojen, varianssien ja kova-
rianssien tarkastelu ja jakaumaan liittyvit testit. Lopuksi kdyd&én lépi varsi-
naiset monimuuttujamallit.

Olisi suotavaa, ettd lukija heti alusta pitden myds omilla aineistoillaan kokeili-
si esiteltyjd keinoja. Téhin esitykseen on ollut mahdoton liittdd kovin monta
todellista tutkimustilannetta, koska jokaisen sellaisen pohjustaminen kullois-
takin sovellusalaa tuntemattomille veisi kohtuuttomasti tilaa.

Tami teksti pohjautuu puolittain aikaisempina vuosina pitdmiini kursseihin.
Nykyinen siséllys muotoutui kevitlukukauden 1994 luentojen aikana ja olen
sitd vield jonkin verran laajentanut kesall.

Kiitén erityisesti Seppo Hassia ja Simo Puntasta monista arvokkaista paran-
nuksista varsinkin liitteen 2 osalta. Samoin esitin kiitokseni Jevgeni Koeville,
Anna-Riitta Niskaselle, Marco Varjukselle ja Kimmo Vehkalahdelle keviin
1994 kurssin aikana ja sen jilkeen saamastani palautteesta.

Hituniemessi joulukuussa 1994

S.M.
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Kuvallisia keinoja 1

1. Kuvallisia keinoja

Tilastollisen aineiston graafisen esittamisen ongelmat korostuvat moniulottei-
sissa aineistoissa, silla esim. monikymmenulotteisen pisteparven litistaminen
tasoon tarkkuudesta tinkimattda on taysi mahdottomuus. Kolmiulotteisuus
esim. stereokuvapareina tai kuvaruudulla py6rivina ns. spin-kuvina ei tuota
juuri mitéan lisahyotya naissa tilanteissa. Parasta on tunnustaa tosiasiat ja esit-
taad se, mika esitettavissa on, tasossa.

Kuten tulemme ndkemaéan, erdat menetelmét tuottavat monen muuttujan ai-
neistoista vahaulotteisia esityksia esim. karsimalla tutkittavan ilmion kannalta
tarpeetonta satunnaisuutta. Talldin menetelmien tuloksia tarkasteltaessa graa-
fiset keinot tulevat paremmin ulottuvillemme.

Sopii kysya, onko moniulotteisen ilmién graafisessa esittdmisessa mitaan
mieltd, koska itse ilmidlla on harvoin suoraa suhdetta fysikaaliseen, nakyvaan
todellisuuteen. Kaikki kuvalliset keinot ovat talldin taysin sopimuksenvarai-
sia. On kuitenkin kiistatonta, ettd ihmisen on jopa huonostikin suunnitellusta
kuvallisesta esityksesta helpompi nahda asioiden vélisia yhteyksia kuin katse-
lemalla pelkkaa lukujen muodostamaa havaintomatriisia. Kuvien hahmotta-
misessa ihminen on jatkuvasti ylivoimainen tehokkaimpiinkin tietokonerat-
kaisuihin verrattuna.

Miltei kaikkien kuvallisten keinojen perustana ovat tavanomaiset kaksiulottei-
set, suorakulmaiset koordinaattiesitykset, joissa havainnot nakyvat pisteind
tai pisteen laajennuksina. Laajennuksella tarkoitetaan sita, etta "pisteet” voivat
olla erikokoisia, -muotoisia ja -varisia. Niiden ympérille voi kasautua myds eri
muuttujista riippuvaa tietoa erimittaisilla ja -suuntaisilla janoilla tai kayran-
patkilla kuvattuina. Siis erilaisilla pisteen liitdnndisilla saadaan kuvaan jollain
tavoin mukaan hyvinkin monen muuttujan osuus.

On voitu paatya hyvinkin erikoistuneisiin ratkaisuihin, joista eksoottisimpia
ovat ns. Chernoffin naamat. Niissd muuttujat asetetaan vastaamaan kasvon eri
piirteitd. Menetelman viehatys piilee siina, ettd tukeudutaan suoraan ihmisen
opittuun kykyyn tunnistaa lahimmaisensa kasvoista.

1.1 Hajontakuvien yleistykset

Kahden muuttujan hajontakuvissa, joita my6s kutsutaan korrelaatiodiagram-
moiksi, tarkastellaan ko. muuttujien keskinaisia riippuvuuksia. Kutakin ha-
vaintoa vastaa kaksiulotteisessa koordinaatistossa piste, jonka asema x-akselin
suunnassa maaraytyy ensimmaisen muuttujan arvon ja y-akselin suunnassa
toisen muuttujan arvon mukaan.

Tahan kuvaustapaan voi lisata tietoa muista muuttujista laajentamalla eri
tavoin "pisteen” ulkoista muotoa. Survon grafiilkassa tama kay helpoiten kayt-
tamalla POINT-tdsmennysta yleisimmassd muodossaan, kuten tapahtuu seu-
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raavassa esimerkissad. Tdlloin otetaan mukaan kolmas muuttuja, joka vaikuttaa
pistettd vastaavan symbolin kokoon. Myo6s LINE-tismennys, varsinkin
LINE=6 (kts. Survo-kirjan ss. 262-3), eri laajennuksineen tarjoaa vield moni-
puolisempia ja useammasta muuttujasta riippuvia tehostuksia.

Seuraavassa diagrammassa on piirretty vastakkain Suomen kunnista (Survon
esimerkkiaineisto KUNNAT) muuttujat Tulotaso ja SYNT (syntyneisyys
1000 asukasta kohti) siten, ettd kuntaa vastaavan nelioméisen "pisteen" sivun
pituus on verrannollinen muuttujaan Ayriero=Ayri-12. Ko. muunnos vero-
dyri-muuttujassa tehdéén, jotta ko. erot todella nikyisivit kuvassa.

27 1 SURVO 84C EDITOR Thu Jul 21 17:53:39 1994 C:\M\MON\ 100 100 0
l *

*VAR SYNT=1000*Synt./Vdestd TO KUNNAT
*VAR Ayriero=Ayri-12 TO KUNNAT

*

*GPLOT KUNNAT, Tulotaso, SYNT.
*POINT=5,10,Ayriero, 8

*

~N O WN

Diagram of KUNNAT
SYNT

25

20 —

10

I I I I
5000 10000 15000 20000 25000 30000
Tulotaso

Kuvasta ilmenee paitsi tulotason ja syntyneisyyden riippuvuus myos se, ettéd
verodyri on odotetusti alhaisen tulotason kunnissa suurimmillaan ja korkean
tulotason kunnissa pienimmilldén.

Rivin 6 POINT-tdsmennys méadrdd, mitd kussakin tapauksessa tulee pisteen
paikalle. Ensimméiinen parametri 5 valitsee symboliksi avoimen nelién. Toi-
nen parametri 10 ilmoittaa nelion peruskoon ja kolmas parametri (Ayriero)
kokoon vaikuttavan muuttujan. Peruskokoa kiytetizin, kun Ayriero on viimei-
sen parametrin (8) suuruinen. Yleisesti nelion koko (sivun pituus) on suhtees-
sa muuttujan Ayriero arvoon.
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Nelion asemasta voidaan symboliksi valita suorakaide, jonka leveytta ja kor-
keutta sdddelldédn eri muuttujilla. Nédin yhdesséd kuvassa esitetdin 4 eri muuttu-
jan riippuvuutta samanaikaisesti.

Survossa tillaisen kuvan laatiminen edellyttdd yleisempdd piirrostekniik-
kaa, jossa piirrettdavd symboli médritelldédn erillisten, muuttujan arvoista riip-
puvien janojen yhdistelména.

Piirroskaaviossa on erikseen annettu yleiset sdddot (rivit 13-19). Nailld
kuvataan sellainen suorakaide, jonka keskipiste on (VX,VY), leveys vx ja
korkeus vy. Suorakaide piirretdédn neljdstd palasta (suorakaiteen sivut) koostu-
vana jatkuvana kdyrdnd. Paloittelua sédtelee parametri T, joka saa perdkkiin
arvot 0,1,2,3,4 . Namai yleiset sdddot muodostavat "piirrosohjelman”, jota so-
veltajan ei edes tarvitse yksityiskohtaisesti ymmartia.

Erikseen annetaan aineistokohtaiset saadot (rivit 2-11), joilla soveltaja maia-
rittelee aineistonsa (tdssdé DATA:KUNNAT) neljdn muuttujan ja piirrospara-
metrien VX,VY,vx,vy vastaavuudet. Ndiden joukkoon voi kuulua piirrosta
yleisesti ohjaavia tdsmennyksid kuten tdssd kuvan otsikko (HEADER rivilld
3), asteikot (XSCALE ja YSCALE rivilld 6) sekd akselien nimet (XLABEL ja
YLABEL rivilld 7).

22 1 SURVO 84C EDITOR Sat Jul 23 09:59:09 1994 C:\M\MON\ 100 100 0
1*

2 *AINEISTOSTA RIIPPUVAT SAADOT:

3 * HEADER:KUNNAT:_Suorakaiteen_leveys:_ZO—Ayri Korkeus=_Maamet+1
4 *  X-Y-muuttujat:

5 * VX=DATA:KUNNAT, Tulotaso VY=DATA:KUNNAT, SYNT

6 * XSCALE=7000,10000,20000,30000 YSCALE=0(5)30

1 * XLABEL=Tulotaso YLABEL=Syntyneisyys

8 * Suorakaidemuuttujat:

9 * VX=DATA:KUNNAT,Ayri Vy=DATA:KUNNAT, Maamet

10 * Muunnokset :

11 * vx=100* (20-Vx) vy=(Vy+1) /6

12 *

13 *YLEISET SAADOT: suorakaiteen leveys vx, korkeus vy, keskipiste (VX,VY)

14 * xx=VX-vx/2 yy=VY-vy/2 vasen alakulma

15 * T=0,4,1

16 * X1=if(T<=1)then(xx+T*vx)else(X2) Y1=if(T<=1)then(yy)else(Y2)

17 * X2=if (T<=2)then (xx+vx)else (X3) Y2=1if (T<=2)then (yy+(T-1) *vy)else(Y3)
18 * X3=if (T<=3)then(xx+vx-(T-2)*vx)else(X4) Y3=if(T<=3)then(yy+vy)else(Y4)
19 *  X4=xx Y4=yy+vy—(T-3) *vy

20 *

21 *GPLOT X(T)=X1,Y(T)=Y1l_
22 *
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KUNNAT: Suorakaiteen leveys= 20-Ayri  Korkeus= Maamet+1
Syntyneisyys
25 -
; = - -
20 — ;
15 — L=
10 -
5 —
0 \ \
7000 10000 20000 30000
Tulotaso

1.2 Hajontakuvamatriisit

Hajontakuvamatriisilla (Draftsman’s display) tarkoitetaan kuvakoostetta, joka
asettelultaan vastaa esim. korrelaatiomatriisia, mutta jonka "alkioina" ovat
asianomaisten muuttujien korrelaatiodiagrammat. Englanninkielinen nimitys
juontaa alkunsa teknisten laitteiden projektiopiirrostekniikasta. Tutkittavan
aineiston kaikkien mahdollisten kaksiulotteisten hajontakuvien samanaikainen
esittiminen antaa melko hyvidn kokonaisndkemyksen riippuvuuksien luon-
teesta. Se ei kuitenkaan voi tuottaa tdydellistd kuvaa aineiston kokonaisvaihte-
lusta, koska minkddnulotteiset reunajakaumat eivit madrittele yhteisjakaumaa
yksikisitteisesti. Téstd huolimatta hajontakuvamatriisin piirtdminen on oival-
linen keino tutustua uuden aineiston kdyttdytymiseen ja auttaa esim. sopivien
muuttujatransformaatioiden 16ytdmisessa.

Suomen suurimpien kuntien (asukasluku yli 10000) 10 valitusta muuttujasta
tehty hajontakuvamatriisi ndyttdd seuraavalta. Kussakin korrelaatiodiagram-
massa Helsinki erottuu suurempana pisteeni.
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Suomen suurimmat kunnat Helsinki

Vaestd . [ . L e -
. Synt. .

Ll

: : Ala

b oo o

i i

Lw~ oiﬁw o

-+, |Palvelu

T 3

. |Tulotaso| "

L JSYNT

Téllainen kuva syntyy Survon avulla vdhimmillddn PLOT- (kuvaruutuun
GPLOT-) komennolla, joka on varustettu tismennykselld TYPE=DRAFTS. Hyvin
vahidluokkaisten muuttujien osalta on hyotyd JITTER-tdsmennyksestd, joka
taristdd muuten péillekkiin tulevat pisteet "oikean" paikan ympdrille satun-
naiseksi pisteparveksi. Ilman téristystd diskreettien muuttujien hajontakuvat
surkastuvat usein mielenkiinnottomiksi hilapisteistoiksi eikd riippuvuuden
luonteesta saa kunnon kisitysti.

Tissé tapauksessa, koska yksi havainto halutaan erottaa muiden joukosta ja
seurata sen asemaa kussakin osakuvassa erikseen, kuva rakennetaan kahdessa
vaiheessa. Ensin piirretddn koko aineisto (rivit 2-6) tallettaen sekd kuva
(OUTFILE-tdsmennys) ettd automaattisesti valitut piirrosasteikot (OUTSCALE-
tasmennys). Tdmén pidille saadaan sopeutettu kuva toisesta aineistosta (tai
kuten tédssd yhdestd havainnosta) eri vérilld tai toisentyyppisind pisteind mer-
kittynd muuten vastaavalla kaaviolla (rivit 8-14) kéyttien kohdistukseen
INFILE- ja INSCALE-tdsmennyksi:

13 1 SURVO 84C EDITOR Sat Jul 23 15:45:38 1994 C:\M\MON\ 100 100 0
*

*Koko aineiston piirto (skaalausten valinta ja tdristys):
*GPLOT KUNNAT / TYPE=DRAFTS OUTSCALE=SKAALAT.TXT JITTER=30
*IND=Vaestd&,10000,500000

*XDIv=0,1,0 YDIV=0,10,1 HEADER=Suomen_suurimmat_kunnat
*MASK=--AAAAAAAAAA MODE=VGA OUTFILE=A

*

*Yhden havainnon lisdys isommalla merkinndlla:
*GPLOT KUNNAT. / TYPE=DRAFTS INSCALE=SKAALAT.TXT
*

OO IO U WN

10
11 *Xp1v=0,1,0 YDIV=0,10,1 HEADER=

12 *MASK=--AAAAAAAAAA MODE=VGA INFILE=A POINT=[RED], 0,3 TEXTS=Kunta
13 *CASES=Kunta:Helsinki Helsinki voidaan vaihtaa

14 *Kunta=Helsinki, 500,450 mihin tahansa muuhun kuntaan.

15 *
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1.3 Havaintomatriisi rasterikuvana

Toinen tapa yleiskuvan saamiseksi on piirtdd koko havaintomatriisi matriisi-
diagrammana siten, ettd havaintoarvojen paikalla ovat niiden suuruuksia vas-
taavat tummuusasteeltaan vaihtelevat viivat tai laatikot. Esim. muuttujakoh-
taisesti saddetddn, miten tummuusaste muuttuu mustasta valkoiseen arvon kas-
vaessa tai pdinvastoin.

Suomen suurimmat kunnat
Vaestd Ala Teoll  Asuin  Tulotaso
Synt. Maamet Palvelu Ayri SYNT
Helsinki Tampere Turks 1
Espoo
Vantaa Lahti ouls
. Pori
Kuopio yvaskyla o
Vaasa
Leppeenranta Joensuu Hameenlinna
Hyvinkaa
Imatra -
Kajaani Kokkola Kouvola
Rauma -
Rovaniemi Mikkeli )
Kemi Savonlinna
Varkaus dyvaskylan mk g
Riihiméaki Nokia Kerava rvonpa
Valkeakoski Kuusankoski saimi
Nurmijarvi Tuusula
) Tornio . ) ||
Pietarsaari ) .
Salo Anjalankoski
Kirkkonummi Forssa
Lieksa
Porvoon mlk
Porvoo Kangasala Raahe
Rovaniemen m"haisio — —
Kuusamo Hollola — ||
Vihti
Yammaia Heinola Lohjan kunta
Janakkala s Kauhsjoki -
. Lapua
Lohja Kuhmo AL — ||
Pieksamaki Nastola
Laukaa .
Suomussalmi Mustasaari Kankaanpa —
Kaarina Orimattila Keuruu
T Sipoo
Kemijarvi Uusikaupunki Yisjarvi
. . Lempaala —
Aénekoski .
venkalaht - wiiketin mi |, —
Kiuruvesi Joutseno o
limajoki Pudasjarvi
Haukipudas Leppavirta Nurmes
Ylivieska —
Sotkamo Mansaa o
. Kitee -
Suolahti Tammisaari Parainen
. Narpid
Ulvila -
Hper Valkeala Hamina -
Nivala
Alawes Somero Saarijarvi
e Outokumpu Sodankyla . .

Esimerkkinimme on jélleen Suomen suurimpia kuntia kuvaavat 10 muuttujaa.
Kunnat on jérjestetty asukasluvun mukaan suurimmasta pienimpién, jolloin
kuvasta voi padtelld helpommin, mitkd tiedot korreloivat hyvin asukasluvun
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kanssa. Tidssd esitystavassa kannattaa kiinnittdd huomiota poikkeaviin tapauk-
siin, jotka nédkyvit silmiinpistidvind "spektriviivoina".

Kuva on saatu aikaan seuraavasti:
1 SURVO 84C EDITOR Sat Jul 23 17:40:34 1994 C:\M\MON\ 100 100 0

16 *IND=Vdestd,10000,500000
17 *FILE SORT KUNNAT BY -Vdestd TO KUNNAT2
*

19 *MASK=A-AAAAAAAAAA——
20 *HEADER=Suomen_suurimmat_kunnat
21 *PLOT KUNNAT2. / TYPE=MATRIX SCREEN=NEG DEVICE=PS, KUNNAT4.PS
22 *SIZE=1164,1500 XDIV=620,514,30 YDIV=30,1370,100
23 *ROWLABELS=[Swiss(6)],1,4,10 COLUMNLABELS=[Swiss(7)]1,1,2
*

Tiedoston KUNNAT mukaan otettavat havainnot on ensin lajiteltu vikiluvun
mukaan laskevaan jérjestykseen havaintotiedostoksi KUNNAT2 (rivit 16-17).
Kuvan piirto tapahtuu riveilld 19-23 olevalla PLOT-kaaviolla, jossa kuvatyy-
pin midrdd tdismennys TYPE=MATRIX. Tdsmennys SCREEN=NEG tarkoittaa,
ettd muuttujanarvon vihetessi myOs tummuusaste vihenee. Tdsmennysten
ROWLABELS ja COLUMNLABELS avulla rivi- ja sarakeotsikot saadaan lomit-
tumaan niin, etteivit ne ahtaudu paillekkiin.

1.4 Andrews-kiyrit

Kokonaan toisenlaisen ndkokulman moniulotteisen aineiston graafiseen
tarkasteluun tarjoaa D.F.Andrewsin (1972) esittimi Fourier-kdyritekniikka.
Kutakin p muuttujan X=(X, ,Xz,...,Xp) havaintoa vastaa funktion

K@= X1/\/2 + X, sin(?) + X5 cos(?) + X, sin(21) + X5cos(21) + X sin(31) + ...

kuvaaja vililld -1t < ¢ < 1. Kun havainnot esitetddn samassa koordinaatistossa,
toisiaan muistuttavia havaintoja edustavat luonnollisesti toisiaan muistuttavat
kiyrat. Kédyrien etdisyys toisistaan vastaa jopa tarkkaan havaintojen euklidista
etdisyyttd p-ulotteisessa avaruudessa siind mielessd, ettd havainnoille X ja Y
patee

T

= J U@ = fy@Pdi= X =Y [P =X, =Y’ + = V) + ..+ (X, - V).

—_

Tt
-Tt

Andrews kéytti erdidnéd esimerkkinédédn pientd ihmis- ja apinalajien sekd mui-
naisisten fossiilien leukaluista tehdyistd mittauksista koottua aineistoa. Alku-
perdiset 8 muuttujaa on seuraavassa havaintotaulukossa korvattu erotteluana-
lyysin antamilla erottelumuuttujilla, jolloin eri lajien ja rotujen poikkeamat
nikyvit muuttujissa X,-Xg voimakkuusjirjestyksessd. Yleensdkin muuttujat
kannattaa asettaa tdrkeysjérjestykseen, koska niiden vaikutukset itse kédyrissd
ilmenevit sitd paremmin. mitd alhaisemmasta "frekvenssistd" on kysymys.

Erityisesti ensimméinen muuttuja (X,) médrdd yksinkertaisesti, milld perus-
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1.4

tasolla havaintoa vastaava kayri kulkee.

Aineiston kolme ensimmadistd havaintoa vastaavat nykyisid ihmisrotuja
(lansi-afrikkalainen, britti, australialainen), 6 seuraavaa tunnettuja apinalajeja
ja loput 6 muinaisia 10ydoksid. Mielenkiintoista on tarkastella viimeistd (Pro-
consul Africanus), jota ainakin joskus on pidetty apinoiden ja ihmisten vilise-
nd "puuttuvana renkaana".

1 SURVO 84C EDITOR Sun Jul 24 14:24:08 1994

C:\M\MON\ 150 100 0

X1
-8.
-9.
-8.

6.
4.28
5.
3
3

09
37
87
28

11

.60
.46

3.
6.
-5.
=7.
=7.
-8.

1.

05
73
90
56
79
23
86

1

1*

2 *DATA FOSSIILIT
3 * Laji

4 * Westafr
5 * British
6 * Austral
7 * Gorillal
8 * Gorilla2
9 * Orangl
10 * Orang2
11 * Chimpanl
12 * Chimpan2
13 * Pith.Pek
14 * Pith.P2
15 * Par.Robu
16 * Par.Cras
17 * Megantro
18 * Proc.Afr
19 *_

oo

SO WWs WO RN

X2

X3
0.
-0.
0.
0.
0.
-0.
-1.

NP RFRORFROO

18
44
36
43
71
72
05

.17
.14
.89
.66
.42
.13
.14

X4
0.
-0.
-0.
-0.
-0.
0.

0
-0
0
2
1.
0
0
-0
-1

X5

-0.

0.

-0.

0.
0.

-0.
-0.
-0.

0.

-1.
-1.
-2.
-1.
-1.

2.

X6
-0.
0.
-0.
-0.
0.
0.
-0.
-0.
0.
0.
1.
-1.
-0.
-0.
1.

X7
0.
0.
0.
0.
0.
0.
0.
0.
0.

1
1
0
0.
0
2

04
01
01
07
07
03
11
09

.23
.53
.68

04

.28
.61

Tunnus

Tdmén aineiston Andrews-kayrit

1

Andrews’ function plots: FOSSIILIT

-2

0

pi

syntyvét seuraavalla Survon piirroskaaviolla:
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1 SURVO 84C EDITOR Sun Jul 24 14:27:16 1994 C:\M\MON\ 150 100
19 *
20 *GPLOT FOSSIILIT. / TYPE=ANDREWS LABEL=[Small], Tunnus
21 * YSCALE=-2(1)1
22 *
23 *VARIABLES: A B Term
24 *X1 0 1 1/sqrt(2)
25 *X2 0 1 sin(t)
26 *X3 0 1 cos (t)
27 *X4 0 1 sin(2*t)
28 *X5 0 1 cos (2*t)
29 *X6 0 1 sin(3*t)
30 *X7 0 1 cos (3*t)
31 *X8 0 1 sin(4*t)
32 *END of plotting specifications
33 *

PLOT-komennossa tidsmennys TYPE=ANDREWS tuottaa Andrews-kdyrit. Se
edellyttdd erityistd VARIABLES-luetteloa, joka on tissd riveilld 23-32. Luet-
telossa kerrotaan muuttujat X (tdrkeysjirjestyksessd). Jokaista on lupa skaala-
ta muotoon (X—A)/B antamalla parametrit A ja B. Téssé tapauksessa on A=0 ja
B=1 kaikilla muuttyjilla eli muuttujanarvoja kéytetdén sellaisenaan. Eri
havaintoja vastaavien kdyrien tunnistamiseksi annetaan LABEL-tdsmennys. Se
ilmoittaa muuttujan, jonka arvoilla jokainen kdyristd merkitdin sopivasti por-
rastetuin vilein. Havaintotaulukon viimeisend sarakkeena on muuttuja Tunnus
tatd tarkoitusta varten.

Ensimmdisen erottelumuuttujan X1 mukaisesti Andrews-kdyridt jakautuvat
kahteen ryhmiin, joista ylemméssd ovat apinat, alemmassa ihmisrodut ja
useimmat fossiilit. Mystinen Proconsul Africanus (F6) kulkee etupiédssé api-
noitten puolella poiketen kerran ihmisten seuraan.

Kun havaintoja on runsaasti, kuvasta saattaa tulla melko sotkuinen. Jos kiyrit
piirtdd eri kuvina, niitd taas on vaikea erottaa toisistaan. Erds tapa saada ne
helpommin hahmotettaviksi on siirtyd napakoordinaattiesitykseen, jolloin jo-
kaisesta havainnosta muodostuu origon ympdrilld kieppuva kdyrd. Survossa
téllaiset piirrokset syntyvit kdyttdmailla tdsmennysta
TYPE=ANDREWS, POLAR, C .

Tdssd C on yliméérdinen additiivinen vakio (minimisdde), joka etddnnyttda
kdyrid origosta ja edelleen parantaa hahmottamista.

Niin piirrettyni fossiiliaineisto ndyttdd seuraavalta:
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Andrews’ function plots: FOSSIILIT

> o o O O
Westafr British Austral Gorilla1 Gorilla2
O O o
Orang1 Orang2 Chimpan1 Chimpan2 Pith.Pek
» O O @ 07
Pith.P2 Par.Robu Par.Cras Megantro Proc.Afr

Kuva on saatu aikaan kaaviolla:
1 SURVO 84C EDITOR Sun Jul 24 18:06:46 1994 C:\M\MON\ 150 100 0

51 *GPLOT FOSSIILIT. / TYPE=ANDREWS,POLAR, 0.2 LABEL=Laji
*

52 FSCALING=0,1.5

53 *

54 *VARIABLES: A B Term

55 *X1 0 1 1/sqrt(2)
56 *X2 0 1 sin(t)
57 *X3 0 1 cos(t)
58 *x4 0 1 sin(2*t)
59 *X5 0 1 cos(2*t)
60 *X6 0 1 sin(3*t)
61 *X7 0 1 cos(3*t)
62 *X8 0 1 sin(4*t)
63 *END of plotting specifications

64 *

Periaatteessa jokainen Andrews-kédyrd maédrittelee oman aaltomuotonsa, joka
on mahdollista realisoida myos ddnena tai sointivérind. Ei ole tiedossa, onko
tdllaista koskaan kokeiltu. Huomautettakoon, ettd Survossa voi kylld tunnistaa
ddnen avulla yksittdisen muuttujan havaintosarjasta jaksollisuuksia ja poik-
keavia havaintoja. Tdmai tapahtuu FILE SHOW-operaation yhteydessa.
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1.5 Chernoff-naamat

Tédssd piirrostavassa, jonka H.Chernoff on esittinyt vuonna 1973, muuttujat
asetetaan vastaamaan karkeasti piirrettyjen kasvojen eri piirteitd. Survossa on
seurattu tarkasti Chernoffin alkuperiistd ehdotusta, jossa valittavia piirteité oli
kaikkiaan 18. Jos aktivoidaan PLOT-komento varustettuna pelkilli TYPE=
FACES tidsmennykselld, toimituskenttddn kopioituu mallikaavio, jota muok-
kaamalla soveltaja liittdd muuttujat ja kasvojen piirteet toisiinsa. Tamén mal-
lin keskeinen osa on VARIABLES-luettelo:

20 *_

21 *VARIABLES: xmin Xmax Features fmin fmax
22 *<X1> <min X1> <max X1> Radius_to_corner_of_face_OP 0.6 1.0
23 *<X2> <min X2> <max X2> Angle_of_ OP_to_horizontal 0.0 0.6
24 *<X3> <min X3> <max X3> Vertical_size_of_face_OU 0.6 1.0
25 *<X4> <min X4> <max X4> Eccentricity_of_upper_face 0.5 1.5
26 *<X5> <min X5> <max X5> Eccentricity_of_lower_face 0.5 1.5
27 *<X6> <min X6> <max X6> Length_of_nose 0.1 0.5
28 *<XT> <min X7> <max X7> Vertical position_of_mouth 0.2 0.8
29 *<X8> <min X8> <max X8> Curvature_of_mouth_1/R -4.0 4.0
30 *<X9> <min X9> <max X9> Width_of_mouth 0.2 1.0
31 *<X10> <min X10> <max X10> Vertical position_of_eyes 0.0 0.4
32 *<X11> <min X11> <max X11> Separation_of_eyes 0.3 0.8
33 *<X12> <min X12> <max X12> Slant_of_eyes -0.5 0.5
34 *<X13> <min X13> <max X13> Eccentricity_of_eyes 0.3 1.0
35 *<X14> <min X14> <max X14> Size_of_eyes 0.1 0.2
36 *<X15> <min X15> <max X15> Position_of_pupils -0.1 0.1
37 *<X16> <min X16> <max X16> Vertical_position_of_eyebrows 0.2 0.4
38 *<X17> <min X17> <max X17> Slant_of_eyebrows -0.5 0.5
39 *<X18> <min X18> <max X18> Size_of_eyebrows 0.1 0.5
40 *END of plotting specifications

41 *

Mallitaulukon viimeisini sarakkeina ovat kasvojen piirteiden selitykset (Featu-
res) ja niiden luonnolliset minimi- ja maksimiarvot. Soveltajan tehtidva on pii-
vittdd kolme ensimmdistd saraketta, joissa nimetdén eri piirteisiin vaikuttavat
muuttujat ja niiden minimi- ja maksimiarvot. T4ll6in muuttujien arvot kuvau-
tuvat piirteiksi lineaarisella muunnoksella, joka asettaa minimit minimeja vas-
taan ja maksimit maksimeja vastaan. Muuttujien minimejid ja maksimeja ei
tarvitse erikseen laskea aineistosta, vaan minimin paikalle voi kirjoittaa mer-
kinndn * ja maksimin paikalle ** . Kuvauksen voi kdintdd vastakkaiseen
suuntaan asettamalla minimin paikalle ** ja maksimin * .

Jokaisen aktivoinnin jilkeen pelkét * ja ** merkinnit korvautuvat todelli-
silla arvoilla, joiden perdssd edelleen on * tai ** . Poistamalla tdhdet saadaan
kyseinen raja aineistosta riippumattomaksi vakioksi.

Erityisesti kun muuttujia on vdhemmén kuin naaman piirteitd, tdrkeina
pidettyjd muuttujia kannattaa kiyttda useasti. Naaman piirteen voi vakioida
(minimin ja maksimin keskiviliin) panemalla muuttujan paikalle merkinnin — .

Fossiiliaineistoa piirrettdessd on houkutus yrittdd valita vastaavuudet siten, ettd
ihmisistd ja apinoista tulee jossain médrin itsenséd nékoisid. On kuitenkin koh-
tuutonta kuvitella, ettd niin saataisiin fossiilit my0s ndyttimédn "oikeilta".
Voimme vain havaita, etti Chernoffin naamoina useimmat fossiilit ovat
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enemmin ihmisen kuin apinan kaltaisia ja ettd Proconsul Africanus on tidssi
seurassa tosi outo ilmestys.

Ihmisten, apinoiden ja fossiilien leukaluumittaukset
o G
O | ©
Westafr Gorillal Gorilla2
o o oo SO - —
‘ ‘ | | @ fa>]
- — S N
Orang1 Orang?2 Pith.Pek
— T~
~— 7
Pith.P2 Par.Robu Par.Cras Megantro Proc.Afr

Survon Chernoff-ohjelmassa kuvaruudulla on my6s mahdollista kéyttid véreja
ja esim. "maalata" kasvot ja silm@munat. Tekniikasta on kehitetty myds muita
variaatioita. Naamakuvien todellinen hy6ty kidytdnnon sovelluksissa on kui-
tenkin jadnyt vihiiseksi alkuperdisen idean hauskuudesta huolimatta.

1.6 Profiili- ja tihtikuvat

Moniulotteisen aineiston havaintokohtaisia profiileja piirretdédn Survossa
PLOT-komennolla, jolla on tismennys TYPE=PROFILES. Télloin havaintoa
Xl,Xz,...,Xp vastaa pisteet (1,Y)), (2,Y,), ... (p,Yp) yhdistdvd murtoviiva. Téssd
Y:t ovat skaalattuja havaintoarvoja

Y, =X./max(|X;]),i=12,...p.
Fossiiliaineisto ndyttdd tidlloin GPLOT-kaaviolla kuvaruutuun piirrettynd seu-
raavalta:
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Profiilikuva fossiiliaineistosta

Westafr British Austral Gorillat Gorilla2

Orang1 Orang2 Chimpan1 Chimpan2 Pith.Pek

Pith.P2 Par.Robu Par.Cras Megantro Proc.Afr
Kuva on saatu aikaan GPLOT-kaaviolla:

16 1 SURVO 84C EDITOR Mon Jul 25 10:39:16 1994 C:\M\MON\ 100 100 0

19 *

20 *HEADER=Profiilikuva_fossiiliaineistosta
21 *GPLOT FOSSIILIT. / TYPE=PROFILES LABEL=Laji
22 *

Tahtikuvissa kutakin havaintoa vastaa origoa kiertdva suljettu murtoviiva siten,
ettd eri muuttujia vastaavat tasavilein suunnatut vektorit. Vierekkdisten vek-
toreiden kirkipisteet on yhdistetty. Muuttujaa X vastaavan vektorin pituus on
(1-C)(X—min(X))/[max(X)—min(X)]+C , missd C on vakio (oletusarvona 0.2).
Tihtikuva syntyy tdsmennykselld TYPE=STARS, C :

16 1 SURVO 84C EDITOR Mon Jul 25 10:52:37 1994 C:\M\MON\ 100 100 0

19 *

20 *HEADER=T&htikuva_fossiiliaineistosta

21 *GPLOT FOSSIILIT. / TYPE=STARS LABEL=Laji
22 *
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Tahtikuva fossiiliaineistosta

S

Westafr British Austral Gorillat Gorilla2

Orang1 Oran;Z Chimpan1 Chimpan2 Pith.Pek

Pith.P2 Par.Robu Par.Cras Megantro Proc.Afr
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2. Multinormaalijakauma

2.1 Alustavaa johdattelua

Monimuuttujamenetelmissd multinormaalijakaumalla on ehka viela keskei-
sempi asema kuin normaalijakaumalla yhden muuttujan tilastollisissa tarkas-
teluissa. Multinormaalijakauma on suora normaalijakauman yleistys.

Se voidaan johtaa usealla tavalla. Havainnollisinta on maéritella se toisis-
taan rippumattomien, normaalijakaumaa noudattavien muuttujien erilaisten
painotettujen summien yhteisjakaumana esim. seuraavasti:

Olkoot zizzzp riippumattomia, standardoitua normaalijakaumaa N(0,1)
noudattavia muuttujia. Muodostetaan uudet muuttujX;X..,X, Z-muuttu-
jien lineaarisina yhdistelmin&

X =0yt Ot gLty
X=Clit Gttt oLt |,

%= Gulit Golpt o Gy T Iy
eli matriisimuodossa
X=CZ+yp

missa X=(%,X >$) on X-muuttujien muodostama pystyvektori ja vastaa-
vasti Z:(Zi,ZZ,...,Zp), u:(ui,uz,...,HJ) sekéd C pxp-kerroinmatriisi.

Muuttujien X,X,,.... %, yhteisjakaumaa sanotaan multinormaalijakaumaksi
ja sen maarittelevat taydellisesti parametrit p ja C. Itse asiassa tulemme néke-
maan, ettd jakauman maarittelemiseksi riittaa tuntea odotusarvovektorin p
ohella kovarianssimatriisi > = CC’ .

Multinormaalijakauman syntytapa tulee viela havainnollisemmaksi kaytta-
malla hyvéksi kerroinmatriisin C singulaariarvohajotelmaa C = UDV’ , missa
U ja V ovat pxp-ortogonaalisia matriiseja ja D (ei-negatiivisten) singulaa-
riarvojen muodostama lavistajamatriisi.

Tallsin
X=CZ+pu=UDVZ+p.

Tulemme osoittamaan, ettéd Z-muuttujien ortogonaalinen muunnos (téassa V’'Z)
sdilyttda muuttujat riippumattomina (0,1)-normaalisina. Nain ollen X-muuttu-
jat voitaisiin maaritella suoraan muodossa

X=UDZ+ .
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Tamd merkitsee, ettd multinormaalijakauman voi aina ajatella syntyvin
(0,1)-normaalisista muuttujista kolmessa vaiheessa. Ensin tehdiddn muuttujit-
tain venytyksid ja kutistuksia (DZ), sitten kierretdédn koordinaatistoa (UDZ) ja
lopuksi siirretdin jakauman keskipiste pois origosta (lisdamalla ).

y/ DZ UDZ UDZ+p

~

Tulemme nidkemaéin, ettd multinormaalijakauman kaikki eriulotteiset reunaja-
kaumatkin ovat (multi)normaalisia. Tdma merkitsee mm. sitd, ettd multinor-
maalijakauman em. syntyhistoriassa Z-muuttujia voisi olla enemmén kuin lo-
pullisia X-muuttujia. Vaikka Z-muuttujat eivét olisikaan normaalisia, mutta
niitd on "paljon", on osoitettavissa keskeisen raja-arvolauseen tapaan, ettd X-
muuttujien yhteisjakauma melko viljin ehdoin ldhestyy multinormaalijakau-
maa.

Samoin tarkasteltaessa osaa X-muuttujista, ndiden ehdollinen yhteisjakau-
ma, kun muut X-muuttujat asetetaan vakioiksi, on multinormaalinen ja regres-
siofunktiot (ehdolliset odotusarvot) ovat vakioksi asetettujen X-muuttujien li-
neaarisia funktioita. Tdmi viimeinen ominaisuus on myds po. jakauman méaé-
ritelmén veroinen.

Multinormaalijakauman syntyessd riippumattomien muuttujien lineaaristen
yhdistelmien kautta on ilmeisté, ettd X-muuttujien vililld voi vallita vain li-
neaarisia riippuvuuksia eli korrelaatiokertoimet paljastavat kaiken, miké kos-
kee muuttujien vilisid riippuvuuksia. Téssd tapauksessa siis korreloimatto-
muus takaa myods muuttujien riippumattomuuden; seikka, miki ei vilttimatta
pide yleisesti moniulotteisissa jakaumissa.

Téamin pohjalta tulee ilmeiseksi, ettd kaikki multinormaalisuutta edellytti-
vit tarkastelut saatetaan tehdd muuttujien odotusarvojen, keskihajontojen ja
korrelaatiokertoimien avulla. Niiden tunnuslukujen tavanomaiset empiiriset
vastineet satunnaisotoksesta laskettuina ovat tyhjentdvid otossuureita eika
esim. korkeamman asteen momentteja tarvita muuta kuin erdissd multinor-
maalisuutta tutkivissa testeissi.

2.2 Multinormaalijakauman mééritelmé ja perusominaisuudet

Tarkennamme idskeistd kuvausta seuraavasti. Olkoot U,,U,,...,U, riippumat-
tomia ja (0,1)-normaalisia satunnaismuuttujia ja U=(U,,U,,...,U,) niiden
muodostama satunnaisvektori. T#lloin odotusarvovektori E(U)=0 ja kovarians-
simatriisi cov(U)=I .
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Jokaisen U, tiheysfunktio on muotoa
Ou,) = 21 Pexp(-1/2u7) .

Tilloin U-muuttujien riippumattomuuden perusteella satunnaisvektorin U ti-
heysfunktio voidaan kirjoittaa ndiden komponenttimuuttujien tiheysfunktioi-
den tulona

Sfa) = fluuy,... ) = Quy)@uy)...@uy)
= QM) exp(-1/2(u3 + U3 + ... + u}))
= 21 exp(-1/2u’u) .
Midritellddn uusi muuttujavektori X=(X, ,Xz,...,Xp) lineaarikuvauksella

X,=cy U +cp Uy +.o+ e U+ 1
X, = U+ U, + .o+ e U + |,

X,=c, U +cyUy+ .. +c, U+,

eli
(1) X=CU+yp.

Oletetaan, ettd p<k ja matriisin C aste r(C)=p . Muussa tapauksessa muuttu-
jat X olisivat lineaarisesti toisistaan riippuvia eikd jakauma olisi aidosti
p-ulotteinen.

Muuttujien X odotusarvovektori on
EX)=CEU)+pu=Cl0+pu=p

ja kovarianssimatriisi
2 = cov(X) = EX-p)(X-p)’ = E(CUU’C’) = C(EUU’)C’'=CC’ .

Koska r(C)=p, on Z=CC’ >0 (eli positiivisesti definiitti).

Madritddn nyt X-muuttujien yhteisjakauman tiheysfunktio.

Todistetaan ensin apulause:

Olkoot U,,U,,...,U, riippumattomia ja N(0,1). Tilldin myds muuttujat
V=(V.V,....,V,)=QU, ovat riippumattomia ja N(0,1), jos matriisi Q on orto-
gonaalinen (eli Q’Q=QQ’=D).

Koska kddntien U=Q’V ja

Ju(w) = c exp(-1/2u’u),
tulee muuttujien V tiheysfunktioksi (sijoittamalla tdhin tiheysfunktioon
u=Q’v ja kertomalla vastaavalla funktionaalideterminantilla, joka kuvaus-
matriisin Q’ ortogonaalisuudesta johtuen on 1)
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Jy(¥) = cexpl-3(Q V) (Q'V)]

= c exp(-3V'V) = fy(V) .

Osoitetaan nyt, ettd jos (1) pitee, on olemassa satunnaisvektori
V:(VI,VZ,...,VP), jonka komponentit ovat riippumattomia ja (0,1)-normaalisia
siten, ettd X voidaan lausua myos niiden avulla muodossa

2) X=AV+y,

missd A on pXp-matriisi ja det(A)Z0.

Tdmai todistetaan ldhtemilld pxk-matriisin C singulaariarvohajotelmasta C =
SDT’ , missd D on singulaariarvojen d, 2 d, = ... 2 d,J > 0 (r(C)=p) muo-
dostama ldvistdjdmatriisi ja S pxp-ortogonaalinen sekid T kXp-pystyriveittdin
ortogonaalinen eli T'T=I. Valitsemalla nyt V=T’U ja A=SD saadaan haluttu
esitys X = CU + L =SDT’U + 4= AV + Q. Tédssd muuttujat V ovat apulau-
seen perusteella riippumattomia ja N(0,1), silld matriisi T on aina tiydennetta-
vissd kxk-ortogonaaliseksi matriisiksi.

Huomattakoon lisiksi, ettd 2 = cov(X) = AA’ = CC’ ja det(X)=det(A)* .
Koska matriisi A on sddnndllinen, saadaan kiintien V = A (X-p) ja
K(X) =fy(v(x)) [IB(VI,vz,...,vp)/(?(xl,xz,...,xp)|
=(2m*? exp(—%v’v) det(A™)
= 27" det(2) *exp[-5(x-)’ (A") A (x-W)]
= 27 det(Z) " expl-5 (x-W) = (x-W)] .

Siis
EX)=pjacov(X)=2>0
madradvit X-muuttujien yhteisjakauman yksikésitteisesti.

Sanomme, ettd X noudattaa p-ulotteista normaalijakaumaa 1. multinormaalija-
kaumaa N(|L,2) .
Merkitdan X ON(W,Y), fx(X)=n(x | Y,Z), jolloin esim. V DN(O,IP) .

Kovarianssimatriisin ldvistdjdlld ovat muuttujien varianssit 0,;,0y,....0,,,
Niille kdytetddn myos merkintoja

0,=02, i=1,2,...p,
elio 1502550, tarkoittavat muuttujien keskihajontoja. Keskihajontojen muo-
dostamaa lavistdjdmatriisia merkitdin

D, = diag(0},0,....,0,),
jolloin muuttujien X korrelaatiomatriisi P, iso kreikkalainen p (rho), saadaan
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kaavasta
P=D, D] .

Multinormaalisen satunnaisvektorin X tiheysfunktiota hallitsee positiivisesti
definiitti nelidmuoto (x—u)’Z'l(x—u). Tiheysfunktio on suurimmillaan, kun
x=| ja sen arvot vihenevit tistd pisteestd etddnnyttidessd siten, ettd (hyper)-
ellipsit eli hajontaellipsit (x-p)’Z"!(x-p) = vakio toimivat tasa-arvokayrini.

10 —+

-10 —+

\
-10 0 10

Kuvassa on sellaisen 2-ulotteisen normaalijakauman tasa-arvokdyrid, jossa muuttujien
hajonnat ovat 5 ja 3 sekid korrelaatiokerroin 0.7. Kéyridt vastaavat todennikoisyystasoja
0.1,0.2,...,0.9 eli todennikoisyysmassasta 90% on uloimman hajontaellipsin sisdlla.

Edelldkayty tarkastelu osoittaa, ettd p-ulotteinen satunnaisvektori X voidaan
aina médritelld p riippumattoman (0,1)-normaalisen muuttujan avulla.

Annetulla multinormaalisella X-vektorilla parametrit [l ja 2 ovat yksikisit-
teiset, mutta V ja A voidaan ajatella valittavaksi useilla tavoilla. Olettaessam-
me, ettd satunnaisvektori X noudattaa multinormaalijakaumaa N(|,%), emme
siis voi tuntea tédstd jakaumasta saatujen havaintojen tdsmdllistd syntytapaa,
mutta kaikissa jakauman ominaisuuksia koskevissa tarkasteluissa on lupa
kéyttdd konstruktiota (2), kun vain A tayttida ehdon 2=AA’.

Kun siis X ON(W,2) , A-kuvaus voidaan saada esim. matriisin 2 Cholesky-
hajotelmasta >=AA’, missd A on yldkolmiomatriisi tai spektraalihajotelmasta
2=SAS’, missd S on ortogonaalinen ja /A ominaisarvojen muodostama lavist4-
jamatriisi, jolloin A=SA"? .
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Edelld on oletettu matriisi A tdysiasteiseksi, jolloin silld ja kovarianssimatrii-
silla  on kéédnteismatriisi. Télloin jakauma on aidosti p-ulotteinen ja sille voi-
daan kirjoittaa edelld todettu tiheysfunktion lauseke.

Voimme jo johdannossa mainitulla tavalla vield yksinkertaistaa miadritelméaé
(2) matriisin A singulaariarvohajotelman A=SDT’ avulla. T4ll6in

X=AV+u=SDT’V+pu=SDW + 1
eli
(3) X=SDW + 1,
missd W ON(0,I) edelld olevan apulauseen nojalla, D on positiivisten singu-
laariarvojen d; 2 d, 2 ... 2 d[J > 0 muodostama ldvistdjamatriisi ja S pXp-
ortogonaalinen matriisi.

Kuten myShemmin tulemme nidkemé#in, muuttujat DW=(d1W1,---,dep)
ovat muuttujien X padkomponentteja, joiden voimakkuuksia (itse asiassa kes-
kihajontoja ja geometrisesti hajontaellipsoidien pddakseleiden pituuksia) vas-
taavat singulaariarvot.

Esittimdmme konstruktiivinen mééritelmé antaisi mahdollisuuden késitelld
vaivatta my0s vajaa-asteisia tapauksia, joissa osa singulaariarvoista on nollia,
mutta jatkossa tarkastelemme ldhes poikkeuksetta vain tdysiulotteista multi-
normaalijakaumaa.

Tutkiessamme multinormaalijakauman ominaisuuksia kdytdmme usein apuna
konstruktiivisia médritelmid (1), (2) ja (3), jotka yleensd tekevit tarkastelut
yksinkertaisemmiksi kuin jos perustaisimme ne multinormaalijakauman
tiheysfunktion esitykseen. Useimmat oppikirjat ldhtevit liikkeelle suoraan
esim. tiheysfunktiosta tai karakteristisesta funktiosta, jolloin helposti kadote-
taan jakauman luonnollinen tausta.

2.2.1 Reunajakaumat

Tulemme useasti tarkastelemaan p komponentin satunnaisvektoria X kahden
osavektorin X'V ja X® yhdistelmini siten, etti XD kisittdd ¢ (g<p) ensim-
miistd muuttujaa XV=(X,X,,....X ) Ja X®@ loput p-¢ muuttujaa XP=
X qul,X q+2,...,Xp). Mikéd tahansa muuttujien osajoukko saadaan nididen tar-
kastelujen piiriin jarjestimillda muuttujavektorin X komponentit sopivasti uu-
delleen.

Ositettujen matriisien merkintédtapoja noudattaen on siis

xM
X =
X
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jolloin odotusarvovektorin [ ja kovarianssimatriisin 2 ositetut esitykset ovat

u 2,2
u: Z:
@ 252

Osoitamme nyt, etti muuttujavektorin X jakauma on N(u(l),ZU). Tami
tapahtuu médritelmén (2) avulla eli kirjoittamalla X = AV + U ositetussa muo-
dossa

XM A1 u(l)
X= = V+
X®@ A2 |—1(2)

jolloin
XD =AV+ub.
T4lloin madritelmén (1) mukaan
XD ONU®D, A A) = NuD.T,)) .

2.2.2 Muuttujien vaihto

Konstruktiivisen méaritelmian mukaan on miti ilmeisinté, ettd multinormaali-
suus sdilyy muuttujien lineaarisissa kuvauksissa. Ndytamme tdsméllisemmin,
ettd jos X 0 N(W,2) ja Y=BX, missi B on tiysiasteinen mXp-matriisi
(r(B)=m, m<p ), niin Y UNBY,BZB’).

Tdmaén todistamiseksi kdytdmme mééritelméaa (2) eli X=AV+, jolloin

Y =BX=BAV + Bj
eli Y syntyy mééritelmén (1) mukaan (0,1)-normaalisista V-muuttujista kiyt-
tden kuvausmatriisia BA ja lisdystd BU. Siis Y O N(BU,BAA’B’) eli Y [
NBY,BZB’) , sillda AA’=3.

Erityisesti havaitaan, ettd jokainen X-muuttujien lineaarinen kombinaatio
noudattaa tavallista yksiulotteista normaalijakaumaa seuraavasti. Olkoon

o=(a,,d,,...,.d p) p komponentin pystyvektori. Tall6in

Y=0,X, +0,X, +...+0a X =’ X IN@'|, a’20) .
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2.2.3 Ehdolliset jakaumat

Ehdolliset jakaumat johdetaan tavallisesti operoimalla yhteisjakauman ja reu-
najakaumien tiheysfunktioiden avulla. Konstruktiivinen méaritelmdmme tar-
joaa tissédkin periaatteessa yksinkertaisemman ja selvemmén tavan.

Tarkastellaan osavektorin X" jakaumaa ehdolla X®=c®. Toimitaan mii-
ritelmén (2) X=AV+| pohjalta ja valitaan A kovarianssimatriisin > Choles-
ky-hajotelmasta >=AA’, jossa A on yldkolmiomatriisi.

Osittamalla vektori V samalla tavalla kuin X saadaan

x(D A Ay | VO u®
X = = +
X 0 Ayl |V® u®

jolloin
. X = A22V(2) + u(2) =c? eli V@ = A-ZIZ(CQ) — u(Z))
ja
XD = Allv(l) + A12V(2) + u(l)
=A, VP + A LA (€® - pu@) +u® .

Midéritelmin (1) perusteella toteamme, ettd XD ehdolla X®=c® noudattaa
multinormaalijakaumaa
NED +A AL - @), A A ).

Kirjoittamalla yhtdlo Z=AA’ ositetussa muodossa

le z12 All A12 A’ll 0
2= =
Z21 z22 0 A22 A’12 A’22

ndytetddn "helposti”, ettd
s _ -1
ApA =2y m 25252
ja
1 _ -1
ApAR =212

Niin ollen XV ehdolla X®=c¢® noudattaa multinormaalijakaumaa
NP+ 2,25 - u?), 2, - 2,55,) .

Matriisista

2 2122_212221’
jota sanotaan jddnnOs- tai osittaiskovarianssimatriisiksi, kdytetddn tavallisesti
lyhennysmerkintdd

21272~ Z122_212221 .
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On huomionarvoista, ettd 2, , ei riipu lainkaan siitd, mille tasolle ¢? ehto-
muuttujat X? on asetettu. Tillsin on oikeutettua sanoa, ettd %,,, kertoo
kovarianssimatriisina muuttujien XV vilisisti riippuvuuksista, kun muuttujien
X@ vaikutus on poistettu.

Toinen merkittdvd seikka on ehdollisten odotusarvojen eli regressiofunk-
tioiden

EXD 1 XP=¢®) = O 4+ 553 (e® - u@)
rakenne. Ne riippuvat ehtomuuttujien arvoista ¢® vain lineaarisesti. Timi on
ominaisuus, joka on voimassa vain multinormaalijakaumassa.

g*qg-osittaiskovarianssimatriisin 2, , alkioita merkitdin

Oii g W=12,00q
jolloin ehdollisen jakauman korrelaatiokertoimet eli osittaiskorrelaatiokertoi-
met ovat

=0 /o ij=1,2,...,.g .

pij. q+l,...p ij. q+1,...p ii. q+l,‘,.,po-jj. g+l,...p

Esim. 1
Tarkastellaan tapausta p=2, g=1 eli kaksiulotteista normaalijakaumaa ja en-
simméisen muuttujan X, jakaumaa ehdolla, ettd toinen muuttuja X, on vakio
x,. Téllin
D_ 2)_ — 2 _ — 2

u=y,, p?=p,, =0}, 2,,=0,0,p, %,,=0;,
missd P on muuttujien vilinen korrelaatiokerroin. Edelleen

2112 =01 ~ 0,0,p050,0,p = 07(1-p’)
eli kyseinen jakauma on

N(H1+Glp/02(x2—llz), 0-%(1_p2)) .

Esim. 2: "Kopiointiprosessi'

Mitataan tietyn kappaleen pituus X, ja yritetdéin tehdi siitd kopio, mutta ko-
pioinnissa syntyy satunnaisvirhettd niin, ettd kopion pituudeksi tulee X,. Jat-
ketaan kopioimalla kopio, jolloin saadaan kappale, jonka pituus on X,, ja
toistetaan kopioiden kopioimista niin, ettd saadaan kaiken kaikkiaan mittaus-
tulokset X=(X, ,Xz,...,Xp).

Oletetaan, ettd X noudattaa multinormaalijakaumaa ja ettd perdkkiisten "su-
kupolvien" X, ja X;,, vilinen korrelaatiokerroin on vakio p kaikilla arvoilla
i=1,2,...,p-1. Kopioinnin luonteen perusteella oletetaan lisdksi, ettd kaikki tieto
pituudesta "sukupolvien" i ja i+2 vilillda kulkee sukupolven i+1 kautta. Siis
vaaditaan, ettd p; ., ;,,=0 kaikilla i=1,2,...,p-2.

Katsotaan, mité tidstd voi piitelld yleensd korrelaatiomatriisin rakenteen
suhteen. Koska korrelaatiokertoimet ja osittaiskorrelaatiokertoimet sdilyvit
muuttujien erillisissd, positiiviskertoimisisissa lineaarisissa muunnoksissa,
riittdd yksinkertaisuuden vuoksi tarkastella tilannetta, jossa muuttujien keski-
hajonnat ovat 1 eli =P .
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Rajoitutaan tapaukseen p=3, jolloin korrelaatiomatriisi P on muotoa

[38)
w
w2
S5}

X 1 p
p|> P=|x1p
1 ppl
Téssd x:11d on merkitty tuntematonta korrelaatiokerrointa p,;=p5,; ja osittais-
kovarianssin 0, , laskemisen helpottamiseksi on vaihdettu muuttujien X, ja
X; paikat, jolloin saadaan ylld toisena oleva korrelaatiomatriisi P". Kun siis

muuttujan X, vaikutus poistetaan, saadaan osittaiskovarianssimatriisiksi
muuttujien X, ja X, vililld

-1
1 x p [1} [p p} 1-p* x-p

2 2

x 1 p x-p° 1-p
jolloin vaatimuksesta O 13.2=)c-p2=0 seuraa x=p°. Harjoitustehtiviksi jid osoit-
taa, ettd yleisesti pij:pI U ij=1,2,.p .

Harjoitustehtdvéksi jatetddn myos selvittdd, miten matriisi A tulisi valita, jotta
médritelmi (2) X=AV+U antaa muuttujavektorille X juuri edelld esitetyn kor-
relaatiorakenteen.

2.2.4 Muuttujaryhmien riippumattomuus

Muuttujaryhmit XV ja X ovat toisistaan riippumattomia vain jos niiden
syntyyn vaikuttavat eri V-muuttujat konstruktiivisessa maéritelméssd (2)
X=AV+U. On siis voimassa esim.

XD = AIIV(]) + p_(l) ,
X = Asz(z) + U(Z)

eli A,=0ja A,,=0. Téll6in

z11 Z12 All 0 A,ll 0 AllA,ll 0
> = = =
ZZI z22 0 A22 0 A’22 0 A22A’22

eli 2,,=0 (samoin kuin Z,,=0) ja muuttujaryhmien viliset korrelaatiokertoi-
met ovat nollia.

Kéintéen, jos 2,,=0, XD ehdolla XP=c? on N(u(l),le), mikd on
X":n reunajakauma. Muuttujaryhmiit ovat tilldin siis my6s riippumatttomia.
On huomattava, ettd korreloimattomuudesta ei yleisesti seuraa riippumatto-
muutta. Tdmé ominaisuus koskee vain multinormaalijakaumaa, jossa korreloi-
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mattomuus (eli lineaarinen riippumattomuus) ja yleinen riippumattomus ovat
ekvivalentteja.

2.2.5 Muuttujaryhmien riippuvuus
Jos 2,,#0, muuttujaryhmien XM ja X@ vililld on riippuvuuksia, jotka edel-
14 todetun perusteella voivat olla luonteeltaan vain lineaarisia ja ilmaistavissa
korrelaatiokertoimien avulla. T4t riippuvuutta kuvaavat tehokkaimmin kano-
niset korrelaatiot ja tapauksessa g=1 yhteiskorrelaatiokerroin.

Tavoitteenamme on tédssi tarkastella yhteiskorrelaatiokerrointa, mutta aloi-
tamme yleisesti tapauksesta, jossa g ei ole vilttimattd 1 eli kummassakin
muuttujaryhmésséd on useita komponenttimuuttujia. Yritimme etsid mahdolli-
simman hyvii riippuvuutta muuttujaryhmien XV ja X@ vililli méirittele-
milld kummassakin yleisen lineaarisen yhdistelmén

g))((((zl))fg];(, +J:xéX§(+ ++ (X_z%;(

- F1%g+1 2%g+2 T PP

siten, ettd ndiden yhdistettyjen muuttujien vilinen korrelaatiokerroin tulee
mahdollisimman suureksi. Voimme yleisyyttd loukkaamatta olettaa, ettd odo-
tusarvot ovat nollia ja ettd O- ja B-kertoimet on normeerattu siten, ettd yhdis-

tettyjen muuttujien varianssit ovat ykkosid.
Téllsin korrelaatiokertoimen maksimointi tarkoittaa lausekkeen

cov(a’ XV B X?) = (@’ XX B) = o’ ,B
maksimointia kerroinvektoreiden d ja 3 suhteen ehdoilla

var(@ X)) = E(@ XXy =a’s, 0= 1,
var(B'X®) = EBXPX®B) =pL,,B=1.

Otamme kéyttoon Cholesky-hajotelmat
2,,=88, ja 2,=S’8,

sekd uudet vektorit u=S,a ja v=S,f3 . Télloin tehtivimme muuntuu lausek-
keen

u’(S'll)’ZIZS'Zlv =uwAv
maksimoinniksi ehdoilla w’u=v’v=1. Tdssd on merkitty lyhyyden vuoksi
A=SLLS)

ja A on muodoltaan gX(p-q)-matriisi.

Kuten liitteessd 2 osoitetaan, yleisesti u’Av maksimoituu ehdoilla w’u=v’v=1,
kun matriisin A singulaariarvohajotelmasta A=UDV’ valitaan suurin singu-
laariarvo d, seki titd vastaavat (ensimmidiset) pystyvektorit u® ja v orto-
gonaalisista matriiseista U ja V. Singulaariarvo d, on samalla lausekkeen
u’Av maksimiarvo eli suurin mahdollinen korrelaatiokerroin. Sitd sanotaan
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ensimmadiseksi kanoniseksi korrelaatiokertoimeksi. Tdhén palataan yleisesti
myOhemmin kanonisen analyysin yhteydessa.

Nyt kiinnostaa ldhinni tapaus g=1, jolloin puhutaan muuttujan X, ja muuttu-
jaryhmin X® yhteiskorrelaatiokertoimesta. Se on analoginen lineaarisen re-
gressioanalyysin yhteiskorrelaatiokertoimen kanssa. T#lloin matriisi A on p-1
komponentin vaakavektori

A= 0]3,8]
ja sen singulaariarvohajotelma surkastuu muotoon

A=1a,x"

Koska v\"'v(V=1, niin d% on yksinkertaisesti AA’ eli
di=AA =0,2,,8,(8;) 2,07 =%,55,3, /oy

Télloin muuttujan X, yhteiskorrelaatiokerroin muuttujien Xz,...,Xp suhteen
on
g 1
Ry 3 ,=d = \/212222221 /0.

Her#d kysymys, miki on se kerroinvektori [3, joka antaa timin maksimikorre-
laation. Todetaan suoraan edellisten tulosten perusteella, etté
-1, 1Q-1y s s’

B=SvV 0SS Z), =252,

eli
v — -14(2)

Bx=%,5x
on X;:n ehdollinen odotusarvo 1. regressiofunktio, kun X@=x? ja otetaan
huomioon, ettd odotusarvot on oletettu nolliksi.

Yhteiskorrelaatiokerroin R, ,; , voidaan lausua usein eri tavoin, jotka ilmene-
vit seuraavasta harjoitustehtiavsté:

Osoita, ettd ositetun >-matriisin determinantti voidaan esittdd muodossa
— _ -1 —
1Z] =125 12 = 2102525 | = [Zp] 12, ]
ja tamin perusteella, ettd
|Z]

1-R} ,, = ———
1.23..p >
0,,12,,1

— — R2 :
01123, =0 (1 =Ry »; ) Ja

Ry . ,= V1-1/p',

kun korrelaatiomatriisin kiifinteismatriisin alkioita merkitiin P-'= [p"].
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2.2.6 Karakteristinen funktio
Satunnaisvektorin X:(XI,XZ,...,XP) karakteristinen funktio (cf) maiiritellddn
muodossa

() = @t) = E(e"™) = E(cost’X) + iE(sint’X) ,

missi t=(tl,t2,...,tp) on reaalinen vektori. Jos muuttujat X, ,XQ,...,XP ovat riip-
pumattomia,

Qt) = E(exp(i(t1X1+...+thp))) = E(exp(ithl))[DE(exp(ithp)) :(le(tl)D]ﬂl&y(tp) .

Johdamme nyt multinormaalijakauman N(J,%) karakteristisen funktion sen
tiedon pohjalta, ettd N(0,1)-muuttujan karakteristinen funktio on

o(u) =t

Multinormaalijakauman konstruktiivisen mééritelmén (2) mukaan satunnais-
vektori X voidaan lausua muodossa

X=AV +|,
missd muuttujat V:(VI,VZ,...,VP) ovat N(0,1)-jakautuneita ja riippumattomia.
sekd AA’=%. Muuttujavektorin V karakteristinen funktio on

(pV(S) = (pvl(sl) DIRPV (Sp) = 6'%S%D:I]]2'%S§ = e-zls’s .
P
Talloin
(px(t) = E(eit’X) — E(eil’(AVﬂJ)) - eil‘uE(ei(A’t)’V) — eit’ue‘%(A‘t)’(A’t)
eli

o) = pitH—3t'Tt

Karakteristisen funktion avulla on mahdollista todistaa monia multinormaali-
jakauman keskeisid ominaisuuksia. Niistd erds merkittdvimpid on se, ettd vain
multinormaalijakaumassa kaikki muuttujien lineaarikombinaatiot ovat nor-
maalisia:

Oletetaan, ettd Y on satunnaisvektori, jolla s’Y on normaalinen jokaisella vek-
torilla s. Olkoon E(Y)=l ja cov(Y)=2. Tilloin E(s’Y)=s"H ja var(s’Y)=sZs.
Satunnaismuuttujan s’Y karakteristinen funktio on

o) ’Y(t) — E(eits’Y) — eits’u —étzs’zs
) .
Kun yksinkertaisesti asetetaan =1, saadaan
. PR P
E(els Y) _— H—58'2s — (pY(s)

eli
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Y ONWS) .

Tdmén tuloksen kéytidnnolliseen merkitykseen palaamme aivan kohta. Tdssé
kuitenkin toteamme ensin, kuinka karakteristisen funktion avulla on helppo
osoittaa, ettd riippumattomien multinormaalisten (samanulotteisten) muuttuja-
vektorien summa edelleen noudattaa multinormaalijakaumaa. Todistus perus-
tuu tunnettuun karakteristisen funktion ominaisuuteen: Jos X ja Y ovat riippu-
mattomia,

Pxy() = G(DQy(P) .
Olkoot siis muuttujavektorit XV, ..., X™ riippumattomia ja
X ON@P, 59, j=12,...,N.

Tillsin N
Py x4 4 xm(t) = |_|] exp(it’ “(]) - %t’ Z(/)t)
j:

=exp[itt (U + ... + kM) = EV + .+ TVt

eli saadusta karakteristisen funktion esitysmuodosta seuraa suoraan
XD+ 4+ X ONPD + L+ p®, 5D 4 Wy

2.2.7 Reunajakaumat ja multinormaalisuus
Usein varsinkin soveltajat kuvittelevat, ettd tutkittaessa usean muuttujan ai-
neistoa, riittdisi multinormaalisuuden olemassaoloon reunajakaumien normaa-
lisuus. Niin ei ole asian laita, vaan reunajakaumien ohella myos kaikkien
mahdollisten muuttujien lineaaristen yhdistelmien tulee olla normaalisia.
Naytdimme tdssd pienelld simulointikokeella, ettd voi olla olemassa aineis-
toja, joissa reunajakaumat ovat normaalisia, mutta yhteisjakauma on kaukana
multinormaalisesta.

Seuraavassa kuvaparissa vasemmanpuoleinen esittdd 1000 havainnon otosta
2-ulotteisesta X- ja Y-muuttujan normaalijakaumasta, jossa muuttujien kes-
kiarvot ovat 0 ja hajonnat 1 seki korrelaatiokerroin 0.8 . Oikeanpuoleinen ku-
va esittdd samankokoista otosta, jossa todennikoisyydelld 0.5 sellainen havain-
to, joka osuu vasemmanpuoleisen kuvan A-ruutuun siirretddnkin 1.8 yksikkod
ylospédin B-ruutuun ja vastaavasti todenndkoisyydelld 0.5 C-ruudun havainto
siirtyy alaspdin D-ruutuun. Tdmd muunnos ei muuta lainkaan X-arvoja ja
symmetriasyistd se sdilyttdd Y-muuttujan jakauman, vaikka yksittédiset Y-arvot
muuttuvatkin.
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Kuitenkin jo silmdmaiiridisesti on selvad, ettd ndin muunnettu yhteisjakauma ei
voi olla normaalinen. Tami nékyy vield paremmin piirtdmélld regressiofunk-
tioita approksimoivat regressiokdyrdt (tdssd Survon SMOOTH-operaatiolla),
jolloin aidon multinormaalijakauman tapauksessa saadaan miltei suora viiva,
mutta muunnetussa tapauksessa (oikeanpuoleinen kuva) mutkia syntyy mel-
koisesti.

a8

Kuitenkin tarkasteltaessa muunnetun jakauman reunajakaumia, jotka on piir-
retty tdssd histogrammeina, saadaan hyvin kauniisti normaalijakaumaa vastaa-
vat tulokset. Verrattaessa X-muuttujan jakaumaa normaalijakaumaan X°-tes-
tilld, saadaan x’=18.77 vapausastein df=18, jolloin P=0.41. Vastaavat arvot
Y-muuttujalle (kuvassa oikealla) ovat X?=20.52, df=19, P=0.36 .
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3. Multinormaalinen otos

3.1 Parametrien estimointi

Tarkastelemme N riippumattoman havainnon
XD, X3, N

otosta p-ulotteisesta multinormaalijakaumasta N(u,%). Yleensa on syytéa olet-
taa, ettd havaintojen lukumaard N on huomattavasti suurempi kuin muuttujien
lukuméaara p. Erdissd monimuuttujamenetelmissa ei ole oikeastaan mitaan
valttamattomia rajoituksia; tulokset jaavat vain epaluotettavammiksi, kun ha-
vaintoluku on alhainen. Tassa yhteydessa on kuitenkin syyta olettaa, etta N>p,
silla se esim. takaa todenndkdisyydella 1, etta tdysiasteisessa tapauksessa
my0s otoskovarianssi- ja korrelaatiomatriisi ovat saannollisia (taysiasteisia).

Koko otos (havaintoaineisto) voidaan kuvata pxN-matriisina

.
X=[x® x@ . xM] =15, %, .. Xy
Y, ||

Multinormaalijakauman kannalta keskeisia otossuureita ovat keskiarvovektori

X =

Zl-

N
le(“)= ] B

N
%' Zl)%a ]

ja momenttimatriisi

T

A =§ oL - (x@ -%y = [a;],
=1
jonka alkiot ovat
N p— P ..
g = Zzlogu —X)(%q =%), 1i=12,..p.
Matriisin A avulla méaaritellaan edelleen otoskovarianssimatriisi

—1 A_
S—mA—[ﬁj].
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Matriisit A ja S ovat ei-negatiivisesti definiittejd. Tamai todetaan kirjoittamalla
A muodossa

A=X-X)X-X),

missi

X=[xXx..X]
on samaa muotoa kuin havaintomatriisi X, mutta jokainen havaintoarvo on
korvattu ao. muuttujan keskiarvolla. Kun merkitidén

C=X-X,

niin neliomuoto
x’Ax=x"CCx=(Cx)’(C’x)=y’y=20, missi y=Cx,

eli A=0 . Koska S on vakiotekijdd vaille sama kuin A, myos S=0 . Itse asiassa
voidaan todistaa, ettd esim. S on positiivisesti definiitti (S>0) todennidkoisyy-
delld 1, jos X on téysiasteinen ja N>p.

Harjoitustehtiviksi jdtetddn sen osoittaminen, ettd A voidaan kirjoittaa myos
muodossa

N
A= ; x@Ox(@" — NxXX .
=]

Voidaan todistaa, ettd X ja A ovat multinormaalijakauman N(|,Z) tyhjentdvii
otossuureita jaettd Xja A/N ovat parametrien |l ja Z suurimman uskottavuu-
den estimaattorit.

Todistuksen osalta viittaamme esim. teokseen T.W. Anderson: An Introduc-
tion to Multivariate Statistical Analysis (Wiley 1958), ss. 44 - 47. Todettakoon
tdssd kuitenkin, ettd maksimoitava uskottavuusfunktion logaritmi on suoraan
multinormaalijakauman tiheysfunktion mukaisesti

N
log L(.2) = = 3[pNlog(2m) + Nlog|2] + ;l(x(“) — W =& @ - W

ja se voidaan saattaa muotoon
log L(W,Z) = = 3[pNlog(2m) + Nlog|Z| + tr(Z'A) + NX - )’ 'x - )] .

Tistd esityksestd nidhdddn suoraan, ettd uskottavuusfunktio riippuu otoksesta
vain parametrien X ja A kautta. Ne ovat siis tyhjentédvid otossuureita. Lisdksi
nihdéin, ettd funktion maksimipisteessi =X eli x on odotusarvovektorin suu-
rimman uskottavuuden estimaattori.

Se, ettd funktio maksimoituu 2:n suhteen, kun 2=A/N, on hankalampi to-
distaa. Viittaamme téltd osin em. Andersonin kirjaan.

Analogisesti yhden muuttujan tapauksen kanssa kovarianssimatriisin Z esti-
maattorina kéytetddn tavallisesti kuitenkin matriisia S=A/(N-1), koska tdméin
odotusarvo on Z eli se on harhaton estimaattori, kuten jatkossa tullaan ndytté-
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maan.

Vastaavasti korrelaatiomatriisin P suurimman uskottavuuden estimaattorik-
si saadaan tavanomainen tulomomenttikorrelaatiokertoimista muodostuva mat-
riisi R = [rl.j] , missi

o Ss 1.2 . 2 _
rp= —&S‘S‘,u_ 2, .,p Jasi=s;.
v
Kun otetaan merkintd D  hajontojen s, s,, ..., s, muodostamalle ldvistéjd-
matriisille, saadaan yhteys

R=D;SD;'.
On helppo néyttis, ettd R=0 . Tilanteessa 2>0 ja N>p R on jopa positiivisesti
definiitti (R>0) todennékodisyydella 1.

Myds esim. osittaiskovarianssien, osittaiskorrelaatiokertoimien ja yhteiskorre-
laatiokertoimien suurimman uskottavuuden estimaattorit saadaan vastinkaa-
voilla em. estimaattoreista X, S ja R.

3.2 Otossuureiden jakaumista

Yhden muuttujan normaalisen otoksen tapauksessa tiedetdin, ettd otoskeskiar-
VO ja otosvarianssi ovat riippumattomia satunnaissuureita. Otoskeskiarvo nou-
dattaa edelleen normaalijakaumaa alkuperiiselld odotusarvolla mutta pienem-
milld hajonnalla ja otosvarianssin jakauma on vakiotekijii vaille X’-jakauma.

Multinormaalijakauman tapauksessa pétee vastaavien otossuureiden riippu-
mattomuuden osalta sama tulos. My0s otoskeskiarvovektori on edelleen mul-
tinormaalinen ja otoskovarianssimatriisi noudattaa ns. Wishart-jakaumaa, joka
on X*-jakauman moniulotteinen yleistys. Tulemme nyt johtamaan nimi tulok-
set.

Kuten yksiulotteisessakin tilanteessa, piittelyt perustuvat otoksen ortogo-
naaliseen muunnokseen, jolla erotetaan toisistaan keskiarvoja ja kovariansseja
koskevat termit. Taémin vuoksi nidytetddn ensin toteen hiukan yleisempi apu-
lause:

Olkoot x'V, ..., x™ riippumattomia satunnaisvektoreita ja
X ONUDS), a=1,..,N.

Olkoon edelleen C:[CGB] ortogonaalinen NxN-matriisi. Merkitdan

N

Talloin on voimassa
N
y @ =; cepx® ONV@.Z), a=1,..,N
=1

ja muuttujavektorit y, ..., y™ ovat riippumattomia.
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Todistukseksi riittdd osoittaa, ettd y-muuttujien odotusarvot ja kovarianssi-
matriisit ovat viitteen mukaiset, silld ne ovat ilman muuta multinormaalisesti
jakautuneita riippumattomien x-muuttujien lineaarisina kombinaatioina.
Odotusarvojen osalta tilanne on selvi, silld

N

E(y®@) = ; cagBxP)=v @ a=1,..,N.

=1

Tutkitaan sitten kahden y-vektorin y@ ja y vilistid kovarianssimatriisia:

COV(y(a),y(y)) — E[(y(d) — V(u))(y(v) — V(V))’]

N N
B copx™ =MLY X =1

N N
;1 ;cchyeE[(X(B) - H(B))(X(S) - u(i))’]

N N
;l ;CGchsaﬁsz (3p=1, jos B=¢, muuten 33.=0)

N

;lcascvﬁz = 0>

eli muuttujavektorien y® ja y vilinen kovarianssimatriisi on 0, kun azy,

mikd merkitsee samalla ndiden muuttujavektoreiden riippumattomuutta. Jos
taas 0=y, kovarianssimatriisi on 2, kuten viitettiin.

Toisena aputuloksena tarvitsemme seuraavan:

N N ,
Z x@x(@ = z yOy@
:] :1

Tama todetaan oikeaksi suoralla laskulla
N . N N N ,
;ly(a)y(a) — ;1(;1%[3,(([3))(;‘ cayx(y) )
L yX By’ L (Bl (V) il (B (B
= (ch)xxy: O x PxY =) xPx®
;1; , apCay 2 & B -

Sovellamme nyt nditd aputuloksia multinormaalijakaumasta N(|1,2) saatuun N
havainnon otokseen x(l), X(z), x™. Valitsemme NXN ortogonaalisen
matriisin C siten, ettd sen viimeisen vaakarivin jokainen alkio on 1/VN .
Otoksesta lasketun momenttimatriisin A voimme Kirjoittaa muodossa

N . . N , -
A= (Z x@ -x)(x@ -x) = Z x@x@ - NXX .
=1 4
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Olkoon nyt

7@ = S CGBX(B) ,a=12 ..N,
jolloin erit;}sesti viimeinen ndistid on

™ =VNX,
koska matriisin C viimeisen vaakarivin jokainen alkio on 1/VN . Kiyttdmélld
hyviksi tulosta

N N ,
Z £ Dz Z MONC
=1 =]

toteamme, etta
N N N-1
A= (Z xOx@ — NX X’ = (Z 2 @7@ _ N, (N _ (Z 72 @7@"
:1 =1 =1
Koska muuttujavektorit

2D, 7@ W

apulauseen perusteella ovat riippumattomia satunnaissuureita ja otoskeskiarvo
X riippuu vain niistd viimeisestd sekd momenttimatriisi A N-1 ensimméisesti,
voimme todeta, ettd X ja A ovat toisistaan riippumattomia.

Edelleen apulauseen perusteella
N
7z ~ N(; Cophh 2) 5 =12, N
=1

Tilloin erityisesti

™V ~ N(VNu, Z)
eli
x=z™NN ON, Z/N) .

Kun a#N,
N N
E@®) = ; Caph = u; Cap =0
:1 :1

silld koska ortogonaalisen matriisin C viimeisen vaakarivin alkiot ovat samo-
ja, kaikkien muiden vaakarivien alkioiden summat ortogonaalisuudesta joh-
tuen ovat nollia.

Yhteenvetona voimme todeta, etti multinormaalisesta otoksesta laskettu otos-
keskiarvovektori ja momenttimatriisi ovat riippumattomia satunnaissuureita.
Otoskeskiarvovektori noudattaa multinormaalijakaumaa alkuperiiselld odotus-
arvolla Y, mutta kovarianssimatriisi tulee jaetuksi otoksen koolla N.
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Momenttimatriisi A on jakautunut kuten summa

(Z 2 @@
=

missid satunnaisvektorit z'V, z®, ..., z™D ovat riippumattomia ja niisti jo-
kainen noudattaa multinormaalijakaumaa N(0,%) .

Tatd jakaumaa, joka riippuu parametreista N-1 ja %, sanotaan Wishart-
jakaumaksi ja merkitdin A ~ W(N-1,Z) . Naemme vilittomaisti, ettd

N-1 CON-L
EA) = ; E(z®z®) = z cov(z®) = (N-1)X .
=1 =
Titen siis otoskovarianssimatriisi S=A/(N-1) on kovarianssimatriisin 2 harha-
ton estimaattori multinormaalijakaumassa.

Samoin kuin multinormaalijakauma on tavallisen yksiulotteisen normaalija-
kauman yleistys, Wishart-jakauma, jonka on esitellyt John Wishart v. 1928,
on X’-jakauman yleistys. Jitimme harjoitustehtiviksi todeta, etti erikoista-
pauksessa p=1 edelld johdetut tulokset palautuvat tuttuihin normaalista otosta
koskeviin tuloksiin ja erityisesti W(n,1)-jakauma on sama kuin X’-jakauma n
vapausasteella.

Huomattakoon kuitenkin, ettd p-ulotteisessa tilanteessa Wishart-jakauman
todellinen ulotteisuusluku on p(p+1)/2 eli timén jakauman hallitseminen on
hankalampaa, kuin sen taustana olevan multinormaalijakauman.

Tarkempaa tietoutta Wishart-jakaumasta 16ytyy mm. kirjoista 7.W.Ander-
son (1958), C.R.Rao (1965) ja G.A.F.Seber (1984). Tulemme kdyttdmiin
ndissd kirjoissa esitettyji tuloksia esim. multinormaalijakaumaan liittyvissa ti-
lastollisissa testeissd.
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3.3 Multinormaalisen otoksen simulointi

Kun jatkossa esittelemme erilaisia multinormaalijakaumaan perustuvia
menetelmid, tulemme aitojen aineistojen ohella kiyttiméan myos simuloituja,
Monte Carlo-menetelmillé tehtyjd aineistoja. Kokeillessamme jotain menetel-
mid aitoon aineistoon ja havaitessamme, ettei menetelmd anna toivottuja tu-
loksia, emme voi olla varmoja siitd, johtuuko epdonnistuminen menetelmin
huonoudesta vai siitd, ettei aineisto ole otos multinormaalijakaumasta. Simu-
loitujen aineistojen kohdalla jilkimmadiselle epdilylle ei ole sijaa ja niinpé ne
tarjoavat hyvét edellytykset eri menetelmien kokeiluun ja kéyttokelpoisuuden
arviointiin.

Multinormaalisen otoksen simulointi tapahtuu helpoimmin suoraan kon-
struktiivisen médritelmén (2) X=AV+ avulla. Jos siis tarvitsemme havaintoja
jakaumasta N(M,2), laskemme kovarianssimatriisin 2 spektraalihajotelman
T=UAU’ ja valitsemme A=UA'2, jolloin Z=AA".

Survossa tétd varten on kéytettidvissd sukro MNSIMUL, joka luo N havain-
non otoksen jakaumasta N(|1,2). Parametrit annetaan kahden matriisitiedoston
R ja M avulla, missd R:n tulee vastata rakenteeltaan Survon CORR-operaa-
tiolla saatua CORR.M-tiedostoa (korrelaatiomatriisi) ja M:n CORR-operaa-
tiolla saatua MSN.M-tiedostoa, jonka kahtena ensimmdisend pystyrivind ovat
odotusarvot ja keskihajonnat.

16 1 SURVO 84C EDITOR Sat Feb 12 14:26:48 1994 D:\M\MONI\ 100 100 0
1*

2 *MATRIX R

3 x/// X1 X2 X3

4 *X1 1 0.4 -0.7
5 *X2 0.4 1 -0.2
6 *X3 -0.7 -0.2 1
7*

8 *MATRIX M

9 */// Keski Hajonta
10 *X1 0 1

11 *X2 1 2

12 *X3 -2 0.5
13 *

14 *MAT SAVE R

15 *MAT SAVE M

16 */MNSIMUL R,M,0T0S,1000 / RND=rand(1)

17 *

18 *CORR OTOS,CUR+1.

19 *Means, std.devs and correlations of OTOS N=1000

20 *Variable Mean Std.dev.

21 *X1 -0.016924 1.030074

22 *X2 0.999173 2.011132

23 *X3 -1.982124 0.484458

24 *Correlations:

25 * X1 X2 X3

26 * X1 1.0000 0.3699 -0.6876
27 * X2 0.3699 1.0000 -0.1868
28 * X3 -0.6876 -0.1868 1.0000
29 *

Oheinen esimerkki ndyttdd 3 muuttujan tapauksessa, miten MNSIMUL-sukroa
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kdytetddn. Lahtomatriisit on kirjoitettu riveille 2-12 ja ne talletetaan matriisi-
tiedostoiksi R.MAT ja M.MAT riveilld 14 ja 15 olevilla MAT SAVE-komen-
noilla. Rivin 16 /MNSIMUL-sukrokomento generoi matriisien R ja M avulla
havaintotiedoston OTOS, johon lasketaan 1000 havaintoa.

Tulos on tarkastettu rivin 18 CORR-komennolla, jonka antamat tulokset
ovat riveilld 19-28. Ndhdain vilittomaésti, ettd estimoidut keskiarvot, hajonnat
ja korrelaatiokertoimet nayttivit riittdvidn hyvin vastaavan jakauman teoreetti-
sia parametrin arvoja.

Sukro /MNSIMUL kédyttdd RND-tismennykselld médriteltyd generaattoria
luodessaan tasaisesti jakautuneita pseudosatunnaislukuja, jotka muunnetaan
muuttujia V vastaaviksi riippumattomiksi N(0,1)-satunnaisluvuiksi. Tédssd on
generaattoriksi valittu rand (1) rivilld 16.

Jos RND-tdsmennysti ei anneta, kidytetddn funktiota rnd (0) eli koneen kel-
losta riippuvaa siemenlukua, jolloin koetta toistettaessa saadaan joka kerralla
eri tulokset. Niiden tulisi kuitenkin ldhes aina vastata odotettuja arvoja etenkin
silloin, kun otoskoko (tdssd 1000) on riittdvén suuri.

Jos muuttujia on vain kaksi, suorempi generointitapa on luoda ensin kaksi riip-
pumatonta satunnaisarvoa V, ja V, jakaumasta N(0,1) ja laskea lopulliset muut-
tujat X, ja X, kaavoilla

X, =0,V + 1
X,=0,(pV, + VI -p* V) + 1,

Se ettd ndin syntyy muuttujapari (X,,X,), jonka odotusarvot ovat (H;,Hl,),
hajonnat (0,,0,) ja korrelaatiokerroin p, jéitetdin harjoitustehtidviksi.

Seuraava Survon laskentakaavio osoittaa, miten nimi kaavat toimivat kéytin-
nossi:

1 SURVO 84C EDITOR Fri Feb 11 16:07:45 1994 D:\M\MONI\ 100 100 0
31 *
32 * Pituuden ja painon arvonta:
33 * keskiarvo hajonta
34 * Pituus ml=175 cm sl=6
35 *  Paino m2=72 kg 52=5
36 * Pituuden ja painon korrelaatiokerroin r=0.82
37 *
38 *  Vl=probit(rnd(0)) V2=probit(rnd(0))
39 * Pituus=int (s1*V1+ml) int () ottaa lausekkeen kokonaisosan
40 * Paino=int (s2* (r*V1l+sqrt (1-r*r) *vV2) +m2)
41 *
42 * Pituus.=169 Paino.=89
43 *

Tidssd kaaviossa simuloidaan "ihmispopulaation” kdyttdytymistd pituuden ja
painon suhteen. Rivilld 38 rnd (0) tarkoittaa tasaisesti vililtéd (0,1) arvottua sa-
tunnaislukua ja probit-funktio (normaalijakauman kertyméfunktion kifinteis-
funktio) muuntaa sen (0,1)-normaaliseksi. Varsinaiset laskukaavat ovat riveilld
39-40 ja aktivoimalla kumpi tahansa rivin 42 kohteista saadaan tille riville ai-
na uusia pituuden ja painon arvoja riveilld 34-36 annettujen perusparametrien
ja 2-ulotteisen normaalijakauman mukaisesti.



33 Multinormaalijakauma 39

Tamai laskentakaavio on helppo ottaa pohjaksi, jos halutaan tallentaa ko. ja-
kaumaa noudattava otos havaintotiedostoon tai -taulukkoon Survon VAR-
operaatiolla. Seuraava Survo-kaavio ndyttdd, miten 30 havainnon otos luodaan.
Tissé oletetaan, ettd kaavio on suoraa jatkoa edellisen kaavion riveille 31-43:

26 1 SURVO 84C EDITOR Fri Feb 11 16:08:30 1994 D:\M\MONI\ 100 100 0
43 *

44 N IICEW IRV TG  / Aktivoimalla uudelleen syntyy uusia otoksig
45 *DATA 0OTOS2,A,A+29,N,M

46 M 111 111

47 N Pituus Paino

48 A 180 73

49 * 182 77

50 * 174 70

51 * 177 76

52 * 175 68

53 * 171 68

54 * 178 71

55 * 173 70

56 * 172 71

57 * 172 66

58 * 188 80

59 * 174 64

60 * 179 77

61 * 170 72

62 * 179 75

63 * 167 65

64 * 173 69

65 * 178 71

66 * 174 67

67 * 170 68

68 * 179 78

69 * 172 69

70 * 176 72

71 * 170 69

72 * 180 75

73 * 173 74

74 * 184 75

75 * 166 64

76 * 175 68

77 * 187 80

78 *

JERRCORR 0T0S2, CUR+1M

80 *Means, std.devs and correlations of OT0S2 N=30
81 *Variable Mean Std.dev.
82 *Pituus 175.6000 5.353697
83 *Paino 71.40000 4.515109
84 *Correlations:

85 * Pituus Paino

86 * Pituus 1.0000 0.8285
87 * Paino 0.8285 1.0000
88 *

Tulos on tarkastettu laskemalla otoksesta saadut tunnusluvut CORR-operaa-
tiolla.

Vield vilittomdmmin yleistd kaksiulotteista normaalijakaumaa luodaan kaa-
voilla

X, =W, + 0, V-2log(U,) cos(2mU,) ,

X, =W, + 0, V-2log(U,) sin(21U, +arcsin(p)) ,

missd U, ja U, ovat riippumattomia, tasaisesti vililld (0,1) jakautuneita
satunnaislukuja. Erikoistapauksessa p=0 (ja U,=l,=0, 0,=0,=1), jolloin saa-
daan kaksi riippumatonta N(0,1)-muuttujaa, kaavat tunnetaan Box-Miillerin
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nimelld. Nyt esitetyn yleistyksen havaitsin aikoinaan johtaessani hajontaellip-
sien yhtilot, jotka mainitaan kohdassa 4.2.1 .

Viimeksi mainituista kaavoista on hyotyd kaksiulotteisen normaalijakau-
man generoinnissa, jos ne ohjelmoidaan suoraan esim. C-kielelld. Survossa
kaikki toimituskenttiin kirjoitettujen kaavojen mukaiset laskennat tapahtuvat
kuitenkin tulkkaamalla, jolloin laskentanopeus riippuu enemmin kaavojen
pituudesta kuin niiden matemaattisesta yksinkertaisuudesta. Tdmén vuoksi
aikaisemmin todettu tapa on Survossa nopeampi.

3.4 Multinormaalijakaumaan liittyvia testeja

Multinormaalijakauman tapauksessa voidaan tutkia hyvin monenlaisia hypo-
teeseja. Keskitytdiin ensin odotusarvoja koskeviin testeihin ja tarkastellaan
tapausta, jossa nollahypoteesina on pu=p”, kun oletetaan kovarianssimatriisi
2 tunnetuksi. Tarvitsemme seuraavan apulauseen:

Jos Y noudattaa p-ulotteista normaalijakaumaa N(0,%), niin neliomuoto Y’ >y
noudattaa X>-jakaumaa p vapausasteella.

Multinormaalijakauman konstruktiivisen médritelmédn (2) mukaisesti Y voi-
daan lausua muodossa

Y=AV,
missd V = (VI,VZ,...,VP) ON(0,I). Matriisi A on sdénnollinen ja AA’=%.
Talloin

Y'Y =VAMAA)YAV=VV=V[+V + ..+ V]
eli riippumattomien (0,1)-normaalisten muuttujien Vl,Vz,...,Vp nelididen
summana Y’Z 'Y noudattaa X>-jakaumaa p vapausasteella.
Koska multinormaalisessa otoksessa

VN (X =) ~ N0.D),
apulauseen mukaan

NE-W ZIX - ~ X -
Niin ollen hypoteesin H: p=p® ollessa voimassa

NE-pOy Z'x-u®) ~ x2.
Valitaan kriittinen taso € ja olkoon P{)(f7 > XIZ,(S)} =€.

Testattaessa hypoteesia H,: p=p® hypoteesia H;: pzU® vastaan, testin
kriittinen alue on siis

NX = Oy T (X - p@) 2 x2e).

Tdmaé testi voidaan johtaa myOs osaméiriperiaatteella, miki jdtetddn harjoi-
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tustehtaviksi.

Kiytinnossd kovarianssimatriisia 2 ei yleensd tunneta, joten testi tdssd muo-
dossa on kéyttokelpoinen vain hyvin suurilla otoskoilla, kun X korvataan otos-
kovarianssimatriisilla S. Parempi on kuitenkin kiyttii Hotellingin T>-testid,
joka on tdysin analoginen, mutta jossa testisuureen jakauma nollahypoteesin
tapauksessa muuntuu F-jakaumaksi.

3.4.1 Mahalanobis-etiisyydet

Yksittdisen havainnon x poikkeamalle jakauman N(,2) keskipisteestd, kun [
ja X korvataan otoksesta lasketuilla estimaateillaan, on edellisen tarkastelun
valossa sopiva kayttdd mittaa

D*=x-x)S!'x-X),

jota sanotaan Mahalanobis-etiisyydeksi. Jos S olisi I, kyseessd on tavallisen
euklidisen etiisyyden nelio. D* on euklidista etiisyytti parempi mitta, koska
se ottaa huomioon muuttujien keskiniisen riippuvuuden eiké ole riippuvainen
kidytetyistd mitta-asteikoista.

Mahalanobis-etdisyydet tarjoavat erdéin mahdollisuuden tutkia otoksen mul-
tinormaalisuutta, silld suurilla otoskoilla, edelld todetun perusteella, D? nou-
dattaa X>-jakaumaa p vapausasteella.

Esimerkkini tarkastelemme edelld luvussa Multinormaalisen otoksen simu-
lointi luotua 3 muuttujan multinormaalista otosta. Seuraava Survo-kaavio
ndyttdd, miten ko. otoksesta lasketaan Mahalanobis-etdisyyksien muunnokset
vélin (0,1) tasaiseen jakaumaan (MAHAL-operaatio) ja tdmén perusteella piir-
retdin jdrjestetty D’-arvojen otos X2(3)-paperille. Tillsin multinormaalisen
otoksen tulisi kuvautua likimain suoralle y=x.

1 SURVO 84C EDITOR Tue Feb 15 09:12:01 1994 D: \M\MONI\ 100 100 0

*

*VAR C2=MISSING TO OTOS

*MAHAL OTOS / VARS=X1(A),X2(A),X3(A),C2(P)
*FILE SORT OTOS BY C2 TO OTOS2

*VAR P=(ORDER-0.5)/N TO OTOS2

*GPLOT 0T0S2,C2,P-/ SCALE=0(0.2)1 POINT=11
*

~N O U W N
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DP-jarjestetty jakauma x2(3)-paperilla (OTOS)

P(x?)
1
0.8 —
0.6 —

7

04 —
0.2 —
0 \ \ \ \

0 0.2 0.4 0.6 0.8 1

P(D?)

Jos samaa yritetddn tehdd esim. 3 muuttujan 1000 havainnon otoksella, jossa
muuttujat ovat tasaisesti vililld (0,1) jakautuneita, otos (TASA3) luodaan ja
piirretiin X*(3)-paperille esim. seuraavasti:

1 SURVO 84C EDITOR Tue Feb 15 09:15:58 1994 D: \M\MONI\ 100 100 0

10 *

11 *FILE CREATE TASA3,20,5

12 *FIELDS:

13 *1 N 4 U1

14 *2 N 4 U2

15 *3 N 4 U3

16 *END

17 *

18 *FILE INIT TASA3,1000

19 *VAR U1,U2,U3 TO TASA3

20 *Ul=rand(1l) U2=rand(1l) U3=rand(1)

21 *

22 *VAR C2=MISSING TO TASA3

23 *MAHAL TASA3 / VARS=U1l(A),U2(A),U3(A),C2(P)
24 *FILE SORT TASA3 BY C2 TO TASA32

25 *VAR P=(ORDER-0.5)/N TO TASA32

26 *GPLOT TASA32,C2,P_/ SCALE=0(0.2)1 POINT=11
27 *
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DP-jarjestetty jakauma x3(3)-paperilla (TASA3)
P(x?)

0.2 —+

!
0 02 04 06 08 1
P(D?)

Suora muuttuu S:n muotoiseksi kéyriksi, mikd osoittaa, ettei voi olla kyse
multinormaalisesta otoksesta.

3.4.2 Hotellingin 7>-testi (yhden otoksen tapaus)

Tutkimme edelleen hypoteesin Hy;: p=p® testaamista multinormaalisen
otoksen tapauksessa, mutta nyt oletamme, ettei kovarianssimatriisia tunneta.
Tamad tilanne on p-ulotteinen yleistys tavallisesta yhden otoksen #-testisté ja se
voidaankin johtaa tdimén perusteella erddnlaisella maksimointiperiaatteella.

Hypoteesi H;, on sama kuin hypoteesi:
a'l= a’u(o) on voimassa kaikilla vektoreilla a:(al,az,...,ap) .
Jokaisella vektorilla a
(% = 110
a) = VN (x-H')ya
Vva’Sa

on hypoteesin Hy(a): a’y = a’u®  tavanomainen r-testisuure. Pyrimme
nyt méiradméin sen vektorin a, joka maksimoi tdmén testisuureen itseisarvon
tai sen nelion, mikd on teknisesti yksinkertaisempaa. Etsimme siis p-ulottei-
sesta otosavaruudesta sen suunnan a, jossa tavallisen z-testin H(a)-hypoteesi
olisi heikoimmin voimassa.

Maksimointitehtdvid (hankalan nimittdjén vilttdmiseksi) on paras pukea muo-
toon: On maksimoitava
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[VN [(X - 1)’ a]? ehdolla a’Sa = vakio .

Ottamalla kayttoon kovarianssimatriisin S Cholesky-hajotelman S=C’C ja
madrittelemélld b=Ca, jolloin a=C"'b, tehtivd muuntuu muotoon: On maksi-
moitava

[VN (x - u@)’C'b]2 ehdolla b’b = [[b|]? = vakio .
Merkitsemalla
w =VN (x-pOyc’!

voimme kirjoittaa maksimoitavan lausekkeen muodossa (u’b)*=b’uu’b, joka
saavuttaa maksiminsa ehdolla |[b|[=vakio, kun b on matriisin uu’ suurinta omi-
naisarvoa vastaava ominaisvektori. Timé pXp-matriisi uu’ on vain astetta 1 ja
sen ainoaa nollasta eroavaa ominaisarvoa vastaava ominaisvektori on u. Siis
maksimin antava b on u ja maksimiarvo on

buw'b/b’b=wu=Nx-puOCcl(Clyx-pu? = Nx-pQySst(x-p?).
Saatua testisuuretta merkitdin
=N - pOrs (X - u?)

ja voidaan osoittaa, etti nollahypoteesin tapauksessa 7> on kerroinvakiota
vaille F-jakautunut eli

(N-p)

W 7’ O Fp Nop (kts. esim. Anderson ss. 105-107).
- p »

T?-testi voidaan johtaa mys osaméiriperiaatteella (Anderson, luku 5).

Esim. Vertailu #-testiin kahden muuttujan X, ja X, tapauksessa:

Osoitamme nyt tapauksessa p=2, miten T°-testisuure voidaan lausua yhden
muuttujan t-testisuureiden lausekkeena.

Otoskovarianssimatriisi S ja sen kiisnteismatriisi S™! ovat

2 2
85 51858 1 55 -8, S,r
S= T e
- 22
2 s2s3(1-r%) 2
S8, 55 1°2 -8 1S,r 8
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jolloin 7% voidaan kirjoittaa muodossa

) N Dby s Xl |85 ssisr || X
= vain ™ . .
172 S8 5 XKy
N 2= N2 20% 2 - -
= W [s50x -1 )7 + 57001y = 2r(x-H (x5
- L 2+r-2
—W(Zl+ 5 rtltz),
missé
=N R s
s

ovat muuttujien X, ja X, tavallisia ¢-testisuureita.

Esityksestd

7 ZTIP (& +15-2rt,t,)

ndemme selviisti, miten korrelaatiokerroin r vaikuttaa testisuureen 72 arvoon.

Esim. jos ¢,>0 ja t,>0 mutta r<0, T>-testi tillaisessa ristiriitatilanteessa voi
hylitd nollahypoteesin, vaikka kumpikaan yksittiisistd r-testeistd ei sitd tekisi-
kiin. Jos kuitenkin my6s 7>0, T°-testi muuttuu paljon konservatiivisemmaksi.

Tamai nikyy selvisti seuraavasta esimerkistd, jossa on oletettu, etti N=100,
t,=t,=1 ja jossa kummallakin r-testilld P=0.32 . Jos r=-0.7, kuitenkin T>-testi
antaa melkein merkitsevin eron (P=0.041). Jos sen sijaan r=0.7, ero nollahy-
poteesin mukaiseen tilanteeseen osoittautuu erillisidi r-testejd heikommaksi
(P=0.56).

Alla olevan Survon laskentakaavion avulla on helppo tehdd liséd vastaavia
vertailuja:
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1 SURVO 84C EDITOR Wed Feb 09 09:37:16 1994 D: \M\MONI\ 100 100 0

t-testin ja T2-testin vertailu 2 muuttujan tapauksessa

N=100 p=2 Tulostustarkkuus: ACCURACY=4
tl=1 t2=1 (oletetut t-testisuureen arvot)

*Hylkdystodenndkdisyys kummallakin t-testilld erikseen:

1

1 *
2 *
3 *
4 *
5
6 *
7 *
8

9

* P1=2*(1-t.F(N-1,t1)) P1.=0.3197
10 *Vastaava F-testi:
11 * PF=1-F.F(1,N-1,tl*tl) PF.=0.3197

12 *T2-testi:

13 * T2(r) :=1/(1-r*r)* (t1*t1+t2*t2-2*r*tl1*t2)

14 *T2-testin hylkdystodenndkdisyys eri korrelaatiokertoimen r arvoilla:
15 * P2(r):=1-F.F(p,N-p, (N-p) / (N-1) /p*T2(r))

16 * P2(+0.7).=0.5605
17 * P2(-0.7).=0.041
18 * P2(+0.0) .=0.3753
19 *

Otamme toiseksi esimerkiksi simuloidun kolmen muuttujan ja 1000 havain-
non otoksen, joka luotiin edelld luvussa Multinormaalisen otoksen simulointi.
Seuraava Survon laskentakaavio osoittaa, miten 7>-testin avulla tarkastetaan,

ettd otoksesta laskettu keskiarvovektori on sopusoinnussa generoinnin l&hto-
kohtana olleen odotusarvovektorin kanssa.

1 SURVO 84C EDITOR Sat Feb 12 14:40:05 1994 D:\M\MONI\ 100 100 0
30 *
31 * T2-testi 3 muuttujan simuloidulle aineistolle
32 *
33 * N=1000 p=3
34 *

35 *Kovarianssimatriisin S laskeminen:

36 *MAT D=MSN.M(*,2) / Erotetaan hajontojen pystyrivi.

37 *MAT D!=DV (D) / Muunnetaan se ldvistdjdmatriisiksi.

38 *MAT S=D*CORR.M / *S~D*R(0OTOS) 3*3

39 *MAT S=S*D / *S~D*R(0OTOS) *D 3*3

40 *

41 *Nollahypoteesin mukainen odotusarvovektori (0,1,-2) on matriisin M
42 *ensimmdinen pystyrivi.

43 *
44 *T2-testisuureen laskeminen:
45 *MAT MO=M(*,1) / Erotetaan odotusarvovektori

46 *MAT K=MSN.M(*,1) / Erotetaan keskiarvojen pystyrivi.
47 *MAT E!=K-M0 / *E~MSN.M(*,1)-M(*,1) 3*1

48 *MAT T=INV(S) / *T~INV(D*R(OTOS)*D) 3*3

49 *MAT T2=T*E / *T2~INV(D*R(OTOS)*D) *E 3*1

50 *MAT E=E’ / *E~E’ 1*3

51 *MAT T2=E*T2 / *T2~E’*INV(D*R(OTOS)*D)*E D1*1

52 *MAT T2=(N)*T2 / *T2~(N)*E’*INV(D*R(OTOS) *D) *E D1*1
53 *

54 *MAT LOAD T2,CUR+1

55 *MATRIX T2

56 *(N)*E’*INV(D*R(0OTOS) *D) *E

57 */// mean

58 *mean 1.519949

59 *

60 *1-F.F(p,N-p, (N-p)/(N-1)/p*1.519949)=0.67846441461669
61 *

Sama tehtdvé, joka edelld on yksityiskohtaisesti toteutettu Survon matriisitul-
kin ja editoriaalisen laskennan avulla, on mahdollista suorittaa automaattisesti
tdtd varten laadittua sukroa /MTEST-T2/1 kiyttden. MTEST on sukrokokoel-
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ma, joka sisdltdd erilaisia monimuuttujatestejd. Namai testit soveltavat tarvitta-
via Survon operaatioita, etenkin matriisiketjuja ja editoriaalista laskentaa ja
antavat lopputuloksen tiivistetyssd muodossa.

Niinpé edellinen tehtdvi toteutetaan yksinkertaisimmin aktivoimalla sukro
/MTEST-T2/1 seuraavasti:

1 1 SURVO 84C EDITOR Sun Feb 13 11:06:28 1994 D: \M\MONI\ 100 100 0

63 *

64 */MTEST-T2/1 CORR.M,MSN.M,M

65 *Hotelling’s one-sample T2 test for the mean vector:
66 *T2=1.51995 p=3 n=1000

67 *1-F.F(p,n-p, (n-p)/(n-1)/p*T2)=0.67846

68 *

Sukrokomennon parametreina (rivilld 64) ovat otoksesta laskettu korrelaatio-
matriisi CORR.M, keskiarvojen, hajontojen ja havaintoluvun muodostama
matriisi MSN.M ja nollahypoteesia vastaava odotusarvovektori talletettuna
tdssd matriisitiedostoksi M. MAT .

Testaustulokset tulevat komentorivin alapuolelle (rivit 65-67) ja ovat samat
kuin edelld saadut.
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3.4.3 Hotellingin T’-testi (kahden otoksen vertailu)
Olkoon

xV(@), x2(), ..., xXMi)

otos jakaumasta N(U”,Z) ja olkoot otokset i=1,2 toisistaan riippumattomat.
Testataan hypoteesia H: u® = p® | kun perusjakaumille yhteinen ko-
varianssimatriisi Z on tuntematon. On luonnollista perustaa testi otoskeskiar-
vovektorien erotukseen X'V — x?,
Nama keskiarvovektorit ovat toisistaan riippumattomia ja

<) _ 3@ 1 1.
X x [O N, (N1 + Nz)Z) .
Olkoon
1
S=— (AD+A®),
N+N,-2 ( )
missi

AV = z xD3) = xNx @) -xP)y , i=1,2.
=1
Téllsin
(N +N,-2)S = (AD+A®) O W(N,+N,-2,%)

ja S ja X —=x?® ovat toisistaan riippumattomia satunnaissuureita.

T>-testikriteeri, analogisesti edellisen tapauksen kanssa, saa tilloin muodon

2= g0 _geyeiEh o0
N +N,
Jos H,, piitee,
N1+N2—p—1 )
-1 2t T F .
(N, +N,-2)p PNENy =l

Esimerkkini timén testin toimivuudesta luomme kaksi 50 havainnon otosta
2-ulotteisesta normaalijakaumasta. Jakaumilla on sama kovarianssimatriisi
mutta eri odotusarvovektorit. Seuraava Survo-kaavio luo ndmai otokset:
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OO WN

10
11
12
13
14
15
16
17
18
19
20

*

WFILE CREATE N2

* Kaksi otosta 2-ulotteisista normaalijakaumista::

* 50 ensimmdistd havaintoa: mll=0 ml2=0 s1l1=1 s12=1 r=0.8
* 50 viimeistd havaintoa: m21=0.2 m22=-0.2 s21=1 s22=1
*FIELDS:

*1 N 4 X

*2 N4Y

*END

*
GFILE INIT N2,100)
*

EIVAR

*X=1f (ORDER<51) then (X1)else (X2)

*Y=if (ORDER<51)then(Y1l)else(Y2)

*X1=71 Yl=r*Z1+s*72 s=sqrt (1-r*r)
*X2=71+0.2 Y2=r*z1+s*72-0.2

*Zl=probit (rand(5))

*Z2=probit (rand(5))

*

Kun

otokset piirretdin XY-koordinaatistoon, voidaan todeta, ettei ero nidyti

kovin suurelta. Kuvaan on lisdtty kummankin perusjakauman osalta hajon-
taellipsit, joiden sisille ao. jakauman havainto osuu todennikoisyydelld 0.9.

Otokset 2-ulotteisista normaalijakaumista

3

Y

-3 -2 -1 0 1 2 3
X

Kuva on synnytetty seuraavilla PLOT- ja PRINT-komennoilla:
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P,
22 XSV W / HEADER=Otokset_2-ulotteisista_normaalijakaumista

23 *DEVICE=PS,N21.PS FRAME=1

24 *S17E=1000,1000 XDIV=100,800,100 YDIV=100,800,100

25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42

*SCALE=-3(1)-1,0:_0,1:_1,2:_2,3:_3
*POINT=0

*IND=ORDER, 1, 50

*CONTOUR=0.9 BINORM=0,0,1,1,0.8

*

TP / HEADER-
*DEVICE=PS,N22.PS FRAME=1
*SIZE=1000,1000 XDIV=100,800,100 YDIV=100,800,100
*SCALE=-3(1)-1,0:_0,1:_1,2:_2,3:_3
*POINT=3

*IND=ORDER, 51,100

*CONTOUR=0.9 BINORM=0.2,-0.2,1,1,0.8

*
*|

PRINT CUR+1, CUR+3

% 1200
- picture N21.PS, *,*
- picture N22.PS, *,*

*

Otosten vertailu tapahtuu T2-testilli laskemalla kummastakin keskiarvot, ha-
jonnat ja korrelaatiokertoimet CORR-operaatiolla, kopioimalla tulosmatriisit
ja kdyttimilld sukroa /MTEST-T2/2 seuraavasti:

43

71
72
73
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L3

44 *Means, std.devs and correlations of N2 N=50
45 *Variable Mean Std.dev.

46 *X 0.026603 1.076433

47 *Y 0.040381 0.893974

48 *Correlations:

49 * X Y

50 * X 1.0000 0.7686

51 * Y 0.7686 1.0000

52 *

SEEMMAT R1=CORR. / *R1~R(N2) S2*2

SESMAT MSN1=MSN. / *MSN1~MSN(N2) 2*3

55 *

56 *COYPMEUIs / IND=ORDER, 51,100

57 *Means, std.devs and correlations of N2 N=50
58 *Variable Mean Std.dev.

59 *X 0.141632 1.103820

60 *Y -0.283632 1.182205

61 *Correlations:

62 * X Y

63 * X 1.0000 0.8895

64 * Y 0.8895 1.0000

65 *

[YMAT R2=CORR. / *R2~R(N2) S2*2

[YERMAT MSN2=MSN. / *MSN2~MSN (N2) 2*3

68 *

2R/ MTEST-12/2 RL, MSN1, R2, MSN2B

70 *Hotelling’s two-sample test for equality of mean vectors:

MO euSsl / IND=ORDER, 1,50

*T2=13.0487 p=2 nl1=50 n2=50
*1-F.F (p,nl+n2-p-1, (n1+n2-p-1)/ (n1+n2-2) /p*T2)=0.00232
*

Hypoteesi odotusarvovektorien samuudesta hylédtdin niin erittdin selvésti
(P=0.00232). Jos keskiarvoja verrataan erikseen tavallisella kaksisuuntaisella
t-testilld, joka voidaan tehdd myds em. sukrolla valitsemalla CORR-operaa-
tiossa vain yksi muuttuja kerrallaan, saadaan P-arvoksi X-muuttujalla 0.6 ja
Y-muuttujalla 0.13 eli ndin tarkasteltuna ero ei paljastu lainkaan.
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3.4.4 Kovarianssimatriiseja koskevia testeji

Tarkastelemme aluksi multinormaalijakauman N(|,2) tapauksessa hypoteesin
H,: 2 = %, testaamista hypoteesia H;: Z # X, vastaan, kun [l on tuntematon.
Kun otoskoko N on suuri, on kéytettdvissi testisuure

X% = Np(logN — 1) - Nlog|Z;'A| + tr(Z;'A)

joka noudattaa Hj:n pitiessd asymptoottisesti X*-jakaumaa p(p+1)/2 vapaus-
asteella. Tdmin ja muut tédssid jaksossa esitettdvit testit on alunperin esittdnyt
G.E.P.Box vuonna 1949 (kts. esim. Anderson 1958 ja Giri 1977).

Survossa timi testi suoritetaan sukrolla /MTEST-COV1 seuraavasti. Kiy-
taimme jélleen esimerkkiotoksena 3 muuttujan ja 1000 havainnon aineistoa,
joka luotiin kohdassa Multinormaalisen otoksen simulointi. Havainnollisuu-
den vuoksi toistamme tidssd my0s otoksen generoinnin.

1 *

2 *MATRIX R

3 *%/// X1 X2 X3
4 *X1 1 0.4 -0.7
5 *X2 0.4 1 -0.2
6 *X3 -0.7 -0.2 1

7 *

8 *MATRIX M

9 */// Keski Hajonta
10 *X1 0 1

11 *X2 1 2

12 *X3 -2 0.5
13 *

14 *MAT SAVE R

15 *MAT SAVE M

16 */MNSIMUL R,M,0T0S,1000 / RND=rand(1)

17 *

18 *CORR OTOS, CUR+1

19 *Means, std.devs and correlations of OTOS N=1000

20 *Variable Mean Std.dev.

21 *X1 -0.016924 1.030074

22 *X2 0.999173 2.011132

23 *X3 -1.982124 0.484458

24 *Correlations:

25 * X1 X2 X3

26 * X1 1.0000 0.3699 -0.6876
27 * X2 0.3699 1.0000 -0.1868
28 * X3 -0.6876 -0.1868 1.0000
29 *

30 */cov SO,R,M

31 *

32 */MTEST-COV1 CORR.M,MSN.M, SO_

33 *HO: Covariance matrix = SO Test statistics X2=12.211212397085
34 *1-Chi2.F(df,X2)=0.0574194164358 df=6

35 *

Hypoteettinen (téssd todellinen) 2, (S0) on laskettu edelld olevassa kaaviossa
sukrolla /COV matriiseista R ja M (rivilld 30). Sukrokomennossa
/MTEST-COV1 (rivilld 32) ovat parametreina otoksesta laskettu korrelaatio-
matriisi (CORR.M), keskiarvojen ja hajontojen matriisi (MSN.M) ja Hyn
mukainen kovarianssimatriisi (S0).

Tissé tapauksessa testin P-arvo on 0.0574, miki antaisi aihetta lieviin epii-
lyksiin H,:n paikkansapitdvyydestd. Tulee kuitenkin muistaa, ettd yli yksi 20
tillaisesta otoksesta antaa ainakin yhtd "huonon" tuloksen. Kannattaa toistaa
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koetta vaihtelemalla satunnaislukugeneraattoria (RND-tdsmennys rivilld 16) ja
katsoa, miten hyvin testi toimii tdssd nollahypoteesin mukaisessa tilanteessa.

On aina mahdollista verrata yksittédisid korrelaatiokertoimia esim. Fisherin z-
muunnokseen perustuvalla testilld. Téassd tapauksessa suurin yksittdinen ero
ndyttdisi olevan muuttujien X, ja X, teoreettisen korrelaatiokertoimen (0.4) ja
otoksesta saadun (0.3699) vililld. Ero ei kuitenkaan ole merkitsevi, kuten ha-
vaitaan seuraavan laskentakaavion avulla.
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37 *

38 *Fisherin z-muunnos korrelaatiokertoimelle r:

39 * z(r):=0.5*log((1l+r)/(1-r))

40 *

41 *Jos todellinen korrelaatiokerroin on rho0,

42 * U=sqrt(n-3)*(z(r)-z(rho0))

43 *noudattaa likimain normaalijakaumaa N(0,1).

44 *

45 *Testattaessa hypoteesia HO: rho=rho0 hypoteesia Hl: rho<>rho0 vastaan
46 *testin kriittinen taso on

47 * P=if (r<rho0)then(2*N.F(0,1,U))else(2*(1-N.F(0,1,0)))
48 *

49 *0Olkoon n=1000 rho0=0.4 ja r=0.3699 .

50 *T4116in U.=-1.1159246081983

51 * P.=0.26445440729275

52 *

On helppo todeta, ettd muilla korrelaatiokertoimilla P-arvo on vieldkin suu-
rempi. Se, ettd koko kovarianssimatriisin vertailussa saadaan merkitsevampi
ero, johtunee tidssd tapauksessa siité, ettd kaikki korrelaatiokertoimet sattuvat
olemaan itseisarvoltaan "oikeita" korrelaatiokertoimia pienempid, jolloin
epdilys nollahypoteesia kohtaan kasautuu.

Verrattaessa useita multinormaalisista otoksista saatuja kovarianssimatriiseja
on olemassa vastaavanlainen suurille otoksille tarkoitettu testi (kts. Anderson
1958). Téssé testissd nollahypoteesina on se, ettd kaikki otokset on saatu mul-
tinormaalijakaumista, joissa kovarianssimatriisi > on sama, mutta odotusarvo-
vektorien ei tarvitse olla samoja. Survossa téllainen vertailu tehdédédn sukrolla
/MTEST-COV2. Esimerkkinid olemme jakaneet alkuperdisen 1000 havainnon
otoksen kolmeen osaan, joissa otoskoot ovat 300, 300 ja 400. Vertaamme
ndistd osaotoksista laskettuja kovarianssimatriiseja seuraavasti:
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17 *

18 *CORR OTOS / IND=ORDER, 1,300

19 */cov covl

20 *CORR OTOS / IND=ORDER, 301,600

21 */COV COvV2

22 *CORR OTOS / IND=ORDER,601,1000

23 */COV Cov3

24 *

25 *Cov=Cov1l,Cov2,Cov3

26 *SIZES=300,300,400

27 */MTEST-COV2.

28 *HO: Equality of covariance matrices Test statistics X2=8.950502838093
29 *1-chi2.F(df,X2)=0.70715224310358 df=12
30 *
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Sukro /MTEST-COV2 edellyttdd, ettd ao. otoksista on laskettu kovarianssi-
matriisit (tdssié CORR-operaation jdlkeen /COV-sukrolla). Vertailtavien kova-
rianssimatriisitiedostojen nimet annetaan COV-tdsmennykselld (rivi 25) ja
otoskoot SIZES-tdsmennykselld (rivi 26). Itse sukrokomennossa ei tarvita
mitiddn parametreja. Tulokset ndkyvit riveilld 28-29 ja osoittavat, ettei ole ai-
hetta epdilld nollahypoteesia.

3.4.5 Sama multinormaalijakauma

Edellisen testin yleistyksen avulla voidaan tutkia, ovatko otokset saatu samasta
multinormaalijakaumasta. Yleinen hypoteesi on siis, ettd jokainen otos on
multinormaalinen ja nollahypoteesi, ettd otokset on saatu samasta jakaumasta
N(M,2), missd sekd [ ettd 2 ovat tuntemattomia. Vastahypoteesina on se, ettid
ainakin yksi otoksista on kotoisin jostain muusta multinormaalijakaumasta.
On huomattava, ettd tarkastelu tapahtuu ehdolla, ettd kyseessd ovat multinor-
maaliset otokset; testilla ei siis voi tutkia multinormaalisuutta.

Survossa tdmi testi lasketaan sukrolla /MTEST-SAMEMULT, joka on sa-
manrakenteinen kuin edelld kiytetty /MTEST-COV2, mutta jossa COV-tds-
mennyksessid annetaan ensimmdisend koko yhdistetyn otoksen kovarianssi-
matriisi ja vastaavasti SIZES-tdsmennyksessé tamin yhdistetyn otoksen koko.
Askeinen esimerkki muuntuu tll6in seuraavasti:
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17 *

18 *CORR OTOS / IND=ORDER,1,1000
19 */COV COoV

20 *CORR OTOS / IND=ORDER, 1,300
21 */COV COV1

22 *CORR OTOS / IND=ORDER, 301,600
23 */COV COV2

24 *CORR OTOS / IND=ORDER,601,1000
25 */COV Cov3

26 *

27 *COV=COV,COV1,COV2,COV3

28 *SIZES=1000,300,300,400

29 */MTEST-SAMEMULT.

30 *HO: Same multivariate normal distr. Test statistics X2=14.77240369512
31 *1-chi2.F(df,X2)=0.25411968306762 df=12
32 *

Testin antamat tulokset ovat riveilld 30-31. P-arvo 0.254 on huonompi kuin
edellisessd testissd, jossa tutkittiin vain kovarianssimatriisien samuutta, mutta
nollahypoteesi yhteisestd multinormaalijakaumasta jdd selvésti voimaan.

3.4.6 Yksittiisten korrelaatiokertoimien testaaminen
Yksittdisid multinormaalisesta otoksesta laskettuja korrelaatiokertoimia voi
verrata teoreettisiin arvoihin kdyttimilld hyvéksi Fisherin z-muunnosta. Téstd
oli esimerkki edellisessi jaksossa.

Jos nollahypoteesina on se, ettd korrelaatiokerroin p on 0, tiedetdén, ettd
tdmin hypoteesin ollessa voimassa otoksesta lasketulle korrelaatiokertoimelle
r patee se, ettd
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r=VN-2
V1-7

noudattaa t-jakaumaa N-2 vapausasteella.

Kun tutkitaan korrelaatiomatriisia, Survossa on erityinen sukro /LOADCORR
korrelaatiomatriisin tulostusta varten siten, ettd ne korrelaatiokertoimet, jotka
em. z-testin mielessd ovat merkitsevésti nollasta poikkeavia tulostetaan tehos-
tettuina (virillisind) vieldpd siten, ettd riskitasoille P=0.001, P=0.01 ja P=0.05
on kullekin oma tehosteensa.

Téllainen tarkastelu helpottaa mielenkiintoisten korrelaatioiden 16ytamista.
On kuitenkin syytd huomata, ettd muuttujamiirén ollessa suuri, merkitsevin-
tuntuisia korrelaatiokertoimia ilmestyy luonnostaan sattumalta ylldttavin pal-
jon, koska lukuja matriisissa on runsaasti.

Varoittavana esimerkkind luomme Survolla 100 havainnon otoksen 25 riip-
pumattomasta normaalisesta muuttujasta seuraavasti:
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*
*p=25
*

*MAT R=IDN(p,p)

*MAT RLABELS X TO R
*MAT CLABELS X TO R
*MAT MS=ZER(p,2)

*MAT Y1=CON(p,1)

*MAT MS(1,2)=Y1l

10 *MAT RLABELS X TO MS
11 *MAT MS(0,1)="Keski"
12 *MAT MS(0,2)="Hajonta"
13 *

14 */MNSIMUL R,MS,KOE100,100- / RND=rand(3)
15 *

OO IO U WN

Otos syntyy /MNSIMUL-sukrolla, jolle annetaan parametreiksi korrelaatio-
matriisi R=I muuttujista X,,X,....,.X,s ja matriisi MS, jonka ensimméinen
sarake "Keski" on keskiarvojen muodostama nollista koostuva vektori ja toinen
sarake "Hajonta" koostuu keskihajonnoista =1. Kyseiset matriisit on rakennet-
tu riveilld 4-12 olevilla matriisikiskyilld. /MNSIMUL arpoo tiltd pohjalta 100
havainnon otoksen Survon havaintotiedostoksi KOE100.

Koetta jatketaan nyt (seuraava kaavio) laskemalla otoksesta KOE100 kes-
kiarvot, hajonnat ja korrelaatiokertoimet. Viimeksimainitut tallentuvat auto-
maattisesti matriisitiedostoon CORR.M . Koska CORR-komennossa ei ole
annettu tulostusrivid, Survon toimituskenttdin ei tdssd vaiheessa ilmaannu
mitédén tuloksia.

Rivin 17 REDIM-komennolla tehd&dén riittdvisti tilaa tulostettavalle korre-
laatiomatriisille ja erityisesti varataan paikat 80 (vérilliselle) varjoriville.

Varsinainen tulostus (riveille 19-103) syntyy yksinkertaisesti pelkélla
/LOADCORR-komennolla, joka kirjoittaa korrelaatiomatriisin sopivasti loh-
kottuna toimituskenttdéin. Ottamalla huomioon otoskoon N=100 se laskee
kriittisid tasoja P=0.001, P=0.01 ja P=0.05 vastaavat korrelaatiokertoimien
vihimmadisarvot ja ilmoittaa ne tdssé rivilla 21 tehostuksineen. Matriisi tulos-
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tetaan timén jilkeen ndiden sopimusten mukaisesti.
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15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77

*

*CORR KOE100

*REDIM 120,100, 80

* /LOADCORR_
*

*LIMITS=-0.324,-0.253,-0.196,0.196,0.253,0.324,1 SHADOWS=7,1,6,0,6,1,7

*Limits: P=0.001 P=0.01 0.253
*LOADM CORR.M,12.123,CUR+1

*R(KOE100)

* X1 X2 X3 X4
*X1 EMIL 0.072 -0.103 -0.051
*X2 0.072 0.225 0.048
*X3 -0.103 0.225 0.063
*X4 -0.051 0.048 0.063
*X5 -0.094 0.003 0.015 0.003
*X6 -0.063 -0.051 0.104 -0.144
*X7 -0.110 0.000 0.252 -0.033
*X8 -0.106 -0.033 -0.034 -0.011
*X9 0.069 0.160 0.031 0.076
*X10 0.095 -0.048 -0.017 -0.044
*X11 -0.018 0.009 -0.072 0.258
*X12 -0.113 -0.125 -0.108 -0.068
*X13 -0.131 0.001 -0.103 -0.184
*X14 0.059 0.133 0.234 -0.151
*X15 -0.071 0.218 0.113 -0.105
*X16 0.141 -0.178 0.043 0.000
*X17 0.064 -0.212 -0.049 0.178
*X18 0.047 -0.090 0.028 0.067
*X19 0.015 -0.043 -0.177 0.090
*X20 -0.065 -0.013 0.256 0.238
*X21 0.077 0.158 0.101 0.040
*X22 0.121 0.001 -0.053 -0.040
*X23 0.061 0.038 0.084 0.018
*X24 0.065 -0.048 -0.055 -0.118
*X25 0.155 -0.038 -0.056 -0.113
*

* X10  X11  x12  x13
*X1 0.095 -0.018 -0.113 -0.131
*X2 -0.048 0.009 -0.125 0.001
*X3 -0.017 -0.072 -0.108 -0.103
*X4 -0.044 0.258 -0.068 —0.184
*X5 0.022 0.060 -0.072 0.108
*X6 -0.148 -0.016 -0.077 -0.099
*X7 -0.015 0.058 -0.014 -0.007
*X8 -0.122 -0.010 -0.023 -0.048
*X9 0.067 -0.021 -0.092 -0.006
*X10 EMIN o0.172 0.009 0.162
*X11 0.172 0.144 -0.049
*X12 0.009 0.144 -0.033
*X13 0.162 -0.049 -0.033
*X14 0.115 -0.001 -0.198 0.005
*X15 0.080 0.068 0.058 0.293
*X16 0.009 -0.054 -0.160 0.041
*X17 -0.034 -0.238 -0.009 0.139
*X18 0.021 -0.084 0.054 -0.003
*X19 -0.006 0.145 -0.047 -0.133
*X20 0.015 0.096 -0.057 0.058
*X21 0.181 -0.044 -0.040 -0.091
*X22 0.155 -0.109 -0.120 -0.146
*X23 0.187 0.145 0.074 0.164
*X24 -0.061 -0.151 -0.057 0.057
*X25 -0.050 -0.127 0.057 0.046
*

P=0.05 0.196
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.038
.082
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.022
.022
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T %

78 * X19  X20  X21  X22  X23  X24  X25
79 *X1 0.015 -0.065 0.077 0.121 0.061 0.065 0.155
80 *X2 -0.043 -0.013 0.158 0.001 0.038 -0.048 -0.038
81 *X3 -0.177 0.256 0.101 -0.053 0.084 -0.055 -0.056
82 *X4 0.090 0.238 0.040 -0.040 0.018 -0.118 -0.113
83 *X5 -0.032 0.247 0.032 0.010 -0.128 0.022 0.043
84 *X6 -0.084 -0.015 0.007 0.011 -0.227 -0.051 0.034
85 *X7 0.022 -0.195 -0.129 -0.018 0.079 0.073 -0.038
86 *X8 -0.028 -0.010 0.085 0.098 0.229 0.082 -0.009
87 *X9 -0.249 0.058 0.175 -0.051 -0.081 0.029 -0.113
88 *X10 -0.006 0.015 0.181 0.155 0.187 -0.061 -0.050
89 *X11 0.145 0.096 -0.044 -0.109 0.145 -0.151 -0.127
90 *X12 -0.047 -0.057 -0.040 -0.120 0.074 -0.057 0.057
91 *X13 -0.133 0.058 -0.091 -0.146 0.164 0.057 0.046
92 *X14 -0.029 0.006 0.010 0.093 0.065 0.182 -0.083
93 *X15 -0.142 0.065 0.105 0.011 0.054 -0.008 -0.052
94 *X16 0.235 -0.066 0.112 0.079 0.063 0.129 0.011
95 *X17 -0.074 -0.003 -0.042 0.119 -0.047 0.006 0.126
96 *X18 -0.072 -0.072 0.083 -0.079 0.148 0.058 -0.048
97 *X19 -0.196 -0.033 0.008 -0.055 -0.010 0.011
98 *X20 -0.196 0.125 -0.191 0.007 0.026 -0.198
99 *x21 -0.033 0.125 0.017 -0.068 0.111 0.034
100 *Xx22 0.008 -0.191 0.017 0.049 0.016 0.032
101 *x23 -0.055 0.007 -0.068 0.049 0.131 -0.068
102 *x24 -0.010 0.026 0.111 0.016 0.131 0.024
103 *X25 0.011 -0.198 0.034 0.032 -0.068 0.024
104 *

"Merkitsevit" korrelaatiokertoimet erottuvat vérindytdssd huomattavasti pa-
remmin kuin tdssd paperille siirretyssd esityksessd. Esim. vihreind nikyvit
laimeimmat korrelaatiot ovat ylld kursiivilla.

Korrelaatiomatriisissa on p(p-1)/2=300 erilaista alkiota, kun ykkoslavistdjai
ei oteta lukuun. Tdma merkitsee siti, ettd esim. tasolle P=0.01 yltdviad korre-
laatiokertoimia on keskiméirin 3 ja tasolle P=0.05 jopa 15. Téssé tapauksessa
ndmd lukumaédrit ovat 3 ja 14, mikd hyvin vastaa odotuksia. "Merkitsevid"
korrelaatiokertoimia siis syntyy, vaikka mitdédn riippuvuuksia ei perusjakau-
massa todellakaan esiinny.

On siten vaarallista ldhted tekemdédn pédtelmid pelkédn korrelaatiomatriisin
avulla. Jos esim. tositilanteessa tason P=0.01 ylittdvid kertoimia olisi 9 ja ta-
son P=0.05 ylittdavid 45, niin tiedimme edellisen perusteella, ettd noin kolmas-
osa niistd saattaa olla pelkén sattuman aiheuttamia.

Monimuuttujamenetelmien erdidné tehtdviana onkin pyrkié tiivistimiin kor-
relaatiomatriisiin siséltyvdid tietoa siten, ettd todella merkitsevit piirteet erot-
tuvat satunnaisista riippuvuuksista.

Korrelaatiomatriisi on usein hyva esittaa vektoridiagrammina, kuten
nakyy sivuilla 4-5 verkkodokumentissa
http://www.survo.fi/tmp/VectorDiagrams.pdf
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4. Paakomponenttianalyysi

Paakomponenttianalyysin tehtava on l16ytadd muuttujien toisistaan riippumatto-
mia lineaarisia yhdistelmia, jotka keraavat mahdollisimman suuren osan alku-
peraisten muuttujien kokonaisvaihtelusta. Teknisena tavoitteena on usein yk-
sinkertaisesti vahentda tutkittavaa ilmiota kuvaavien muuttujien lukumaéaraa
mahdollisimman paljon. Padkomponenttianalyysi voidaan maaritella usealla
eri tavalla ja siita on olemassa erilaisia esitysmuotoja.

4.1 Paakomponenttien maaraaminen |
Etsimme muuttujien X=(¥X,,...,X)) sellaista lineaarista yhdistelmaa
Y=hX; +bBX, + ... + t%Xp: b'X,

jonka varianssi on mahdollisimman suuri. Tehtava ei ole mielekas, ellei ker-
toimien h,b,,...,h, absoluuttista suuruutta saadella jollain tavoin. Teknisesti
mukavin rajoitus on asettaa kertoimien nelibsumma ykkoseksi eli b’b=1.

Toistaiseksi ei tarvitse olettaa X:n jakaumalta multinormaalisuutta. Olkoon
E(X)=p ja cov(X)=2=0. Tehtdvéna on siis maksimoida

var(Y)=b’cov(X)b=b’Zb ehdolla b’b=1 .

Tulos saadaan suoraan matriisin Z spektraalihajotelmasta,
5 = BAB' = AbWb® + A b@p@ + .+ ) bPp®"

missa A on ominaisarvojen, & A, 2 ... 2 A, 2 0 lavistajamatriisi ja B =
bW b@,... bP] ominaisvektorien B),0@,... 0P muodostama ortogonaa-
linen matriisi.

Matriisihajotelmia koskevassa liitteessa esitetyn tuloksen mukaan nelio-
muoto b’Zb saavuttaa maksimiarvon,kun b=BY. Muuttujaa Y=b®'X
sanotaan 1. paakomponentiksi ja sen varianssi on siis suurin ominaigarvo A

Tehtavaa voidaan jatkaa etsimalla uutta yhdistettya muuttujaa Y=b’X, joka
on korreloimaton ensimmaisen paakomponentitkafssa ja jonka varianssi
ehdolla b’b=1 on maksimaalinen. On ilmeistd, etta talldin ¥bP'X ja
sen varianssi onA

Yleisesti i. padkomponentti on Y=b’X§9b(=Yi ja silla on maksimaalinen
varianssi ehdoilla b'b=1 ja

p(Y,Y) =0, k=1,2,...,i-1.

Yleensa sovelluksissa tarvitaan vain muutamia ensimmaisia padkomponentte-
ja, mutta joskus viimeinenkin elip¥b(p)'x voi olla mielenkiintoinen, silla se
ehdolla b’b=1 minimoi yhdistetyn muuttujan Y=b’X varianssin.
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4.2 Paikomponenttien midraiminen II

Toinen tapa johtaa pidikomponentit perustuu geometriseen ajatteluun. Tdssd
yhteydessd multinormaalisuusolettamus on vélttiméton. Koska huomio koh-
distuu yksinomaan muuttujien véliseen riippuvuuteen, odotusarvot voidaan
yksinkertaisuuden vuoksi olettaa nolliksi. Olkoon siis X L N(0,2), jolloin ja-
kauman tiheysfunktio on

n(x |0,%) = 27 det(Z) " exp(-1x’Z'x) .

p-ulotteiset hajontaellipsoidit X’ 'x=c, missi ¢ on positiivinen vakio, mii-
radvit tdysin muuttujien X yhteisvaihtelun luonteen. Pdédkomponentit vastaa-
vat ndiden ellipsoidien pédiakseleita. Tdmé todetaan seuraavasti:

Pidakselin pédtepisteessi x, vektorin x pituus |x|| saa paikallisen dériarvon.
Nimi potentiaaliset diriarvopisteet saadaan maksimoimalla [|x|’=x"x ehdolla
x’Y 'x=c . Titd tehtivid vastaa kii@ntien neliomuodon x’>x maksimointi eh-
dolla x’x=vakio eli pddakselien pituudet |[x|| ovat verrannollisia kovarianssi-
matriisin >~ ominaisarvojen )‘1’)‘2""’)‘1) neliGjuuriin.

Sama asia havaitaan tekemilld muunnos u=B’x (kun >=BAB’), joka vastaa
koordinaatiston kiertoa. Tdmi muunnos saattaa ellipsoidit X’ 'x=c tuttuun
padakselimuotoon w’A'u=c eli

2 2 2
u u u
S+ 2+ +=2=c,
TN A

p

mistd jilleen voidaan pidtelld, ettd i. padakselin pituuden nelio on verrannolli-
nen ominaisarvoon A, joka on sama kuin i. pidkomponentin Y, varianssi.

4.2.1 Kahden muuttujan padakselit ja hajontaellipsit
Aikaisemmin todettiin, ettd (X-p)’Z'(X-p) noudattaa X*-jakaumaa p vapaus-
asteella. Luottamustasolla P hajontaellipsin yhtlo on siten

(x-p)' T (x-W) = X (P) -

Vaativahko harjoitustehtdvd on ndyttdd, ettd 2 muuttujan tapauksessa tdmin
ellipsin yhtdlo on kirjoitettavissa kétevissid parametrimuodossa

x, = H, + 0, V-2log(1-P) cos(t) ,
X, =W, +0, V-2log(1-P) sin(¢+arcsin(p)), 0 <1< 2T,

josta selvésti nidkyy, miten ellipsi riippuu jakauman perusparametreista. Esim.
kun p=0 ja 0,=0,, palaudutaan ympyrin napakoordinaattiesitykseen.
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Piddakseleiden yhtilot ovat kirjoitettavissa esim. muodossa
X, = W, + tan(u+k102)(x; —l,), k=0,1,

missi
1 2 _ 2
u = yarctan[20,0,p/(0; — 0;)] .

Seuraavat Survon piirroskaaviot piirtdvat ao. kdyrit kuvaruutuun:

*HEADER=Hajontaellipsit_ja_pddakselit_(0,=5,_0,=3,_p=0.7)
*SIZE=479,479 XDIV=1,8,1 YDIV=1,8,1 SCALE=-15,0,15 TICK=1,1 MODE=VGA
*p=0.1,0.9,0.1 *GLOBAL*

*r=0.7 sl=5 s2=3

*GPLOT X(t)=sl*sqrt(-2*log(l-p))*cos(t),

* Y(t)=s2*sqgrt (-2*log(l-p)) *sin(t+arcsin(r))
*t=[line_width(2)],0,2*pi,pi/20 pi=3.14159265

*QUTFILE=A

*

*GPLOT Y (X)=X*tan(u+k*pi/2).
*u=0.5*arctan(2*sl*s2*r/(sl*sl-s2*s2)) k=0,1,1
*INFILE=A

*

= e
W WN R OW® 00T WK

27 1 SURVO 84C EDITOR Mon Feb 28 17:12:22 1994 D:\M\MEN\ 100 100 0
*

Hajontaellipsit ja pa&akselit (0,=5, 0,=3, p=0.7)

15

-15
15

Vastaavat hajontaellipsoidit ja padakselit syntyvit tarvittaessa automaattisesti
piirrettdessd otosta kaksiulotteisesta jakaumasta. Seuraavassa Survo-esimer-
kissd on ensin luotu 100 havainnon otos em. jakaumasta ja sitten piirretty se

PLOT-kaaviolla, jossa CONTOUR-tdsmennys ilmoittaa valitut luottamustasot.



60 Monimuuttujamenetelmit 8.4.1994/S .Mustonen 4.2

Poikkeuksellisesti arvo O tarkoittaa pddakselien piirtdmistd. BINORM-tdsmen-
nykselld vuorostaan ilmaistaan jakauman parametrit. Jos se puuttuu, ne esti-

moidaan otoksesta.

59 *MATRIX R2

60 */// X1 X2

61 *X1 1 0.7

62 *X2 0.7 1

63 *

64 *MATRIX MS2

65 */// Keski Hajonta

66 *X1 0 5
67 *X2 0 3
68 *

69 *MAT SAVE R2

70 *MAT SAVE MS2

71 */MNSIMUL R2,MS2,0T0S2,100 / RND=rand(1994)

72 *

73 *HEADER=100_havainnon_otos

74 *SIZE=479,479 XDIV=1,8,1 YDIV=1,8,1 SCALE=-15,0,15 TICK=1,1 MODE=VGA
75 *GPLOT OTOS2,X1,X2_

76 *CONTOUR=0,0.1,0.2,0.3,0.4,0.5,0.6,0.7,0.8,0.9

77 *BINORM=0,0,5,3,0.7

78 *

18 1 SURVO 84C EDITOR Mon Feb 28 17:20:51 1994 D:\M\MEN\ 100 100 0
58 *

100 havainnon otos

15

-15

15

X1
Huomattakoon, ettd uloimman, luottamustasoa 0.9 vastaavan ellipsin ulkopuo-
lelle on joutunut 9 tai 10 havaintoa, miké vastaa odotettua mairad.
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4.3 Paikomponenttien ominaisuuksia

Edelld esitetyn perusteella muuttujien X, joilla E(X)=U ja cov(X)=2=BAB’,
padkomponentit ovat Y=B’(X-p). Télloin E(Y)=0 ja cov(Y)=A, missi ldvistd-
jdmatriisin A muodostavat Z:n ominaisarvot A; 2 A, 2 ... 2 A ilmaisevat pad-
komponenttien Y,,Y,,..., Y]7 varianssit.

Spektraalihajotelman

S =BAB =AD" + A b@b® + .+ A bPH?”

perusteella on ilmeistd, ettd jidnnoskovarianssimatriisi, kun paikomponentin
vaikutus poistetaan, on
Y, vaikut tet

covX 1Y =c)=2 - )\kb(k)b(k)’ .
Niytdmme tdmin toteen, kun k=1. Muilla k:n arvoilla todistus menee aivan
samalla tavalla (merkinnit vain hieman mutkistuvat). Olkoon myds H=0.
Talloin, koska kddntden X=BY,

X =bY, + .. +bPY,, i=12,..p
ja

EX;|Y,=c)=bPc, i=1,2,...p.
Edelleen

cov(X,.X; | Y,=c) = E[(X; = b{Ve)(X; = b{Ve) | Y,=c]

2 2
=E[(bPY, + .. + bPY) BPY, + .. + bPY )]
2)1,2

= MbPD + 4+ N pPbY
eli yhteisesti kaikilla 7,j-yhdistelmilld kirjoitettuna

cov(X | Y;=¢) = A,pPb? + .+ A bPBP =5 - A b Db

Vastaavasti jos esim. 7 ensimmdisen padkomponentin vaikutus eliminoidaan
muuttujien X yhteisvaihtelusta, saadaan jadnndskovarianssimatriisiksi
r
cov(X | Y=c,, i=1.2,.../) = Z = Z Abp@ = f ApIp",
1= i=r+1
Edelld kuvattu kokonaisvaihtelun ositus padkomponenteille oikeuttaa puhu-
maan "kokonaisvarianssista"

tr(Z)=A, + A + ... +)\p

ja esim. r ensimmadisen piddkomponentin vaikutuksen poiston jilkeen jadvista
"jddnnosvarianssista"
trcov(X | Y=c,, i=1,2,...,r)] :.ﬁ 1)\itr[b(")b(")’] =N+t )\p .
=T+
Tdten A, + A, + ...+ A, on rensimmdisen padkomponentin "selittimai varianssi”
ja niiden selitysosuus ilmaistaan yleensd prosentteina eli
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A+ +A,

A+ +)\p x 100% .

"selitysosuus" =
Tavallisesti tyydytddn vain osaan padkomponenteista, jos niiden selitysosuus
on riittdvi, esim. yli 70%. Usein analyysin lahtokohtana on korrelaatiomatriisi
kovarianssimatriisin sijasta, jolloin muuttujien varianssit ikdénkuin samaiste-
taan ja ainoastaan korrelaatioiden annetaan vaikuttaa piddkomponenttien maia-
rdaytymiseen. Télloin kokonaisvaihtelu on sama kuin muuttujien lukuméira eli
tr(X)=p, jolloin on luonteva pitdd niitd padkomponentteja merkitsevini, joita
vastaavat ominaisarvot ovat (selvésti) yli 1 eli enemméin kuin mikd on kunkin
yksittdisen muuttujan varianssi. Erityisen suotavaa on tarkkailla alenevien
ominaisarvojen jonoa ja loytdd sellainen kohta ykkosen ldheisyydestd, jossa
tapahtuu selvi putous.

On tietenkin erilaisia ehdotuksia "tilastollisiksi" testeiksi paikomponent-
tien lukumaéadrille, mutta ndilld ei mielestéini ole merkitystd kdytdnnon sovel-
luksissa. Useimmissa tehtdvissd kyseessd on vain muuttujien lukuméirin su-
pistaminen, jolloin "riittdvdn" selitysosuuden saavuttaminen on paras mitta
péadkomponenttien lukuméarille.

Paikomponenttianalyysin tulos ilmaistaan tavallisimmin pddkomponenttimat-
riisina

F=[VA, b, VA, b?, ., YA b"].
Kiytimme tistd myos merkintdd P"(Z)=F. Tissd P tarkoittaa operaatttoria,

joka laskee kohteena olevasta matriisista  ensimméiisen padkomponentin mat-
riisin.

Huomattakoon, ettd FF’=%, jos r=p ja FF’=%, jos selitysosuus on "riittava".
Jadnnoskovarianssimatriisi voidaan nyt kirjoittaa yksinkertaisesti muodossa
> -FF.

Padkomponenttimatriisin normeeraustapaa voidaan perustella seuraavasti.
Todetaan, ettd (kun E(X)=0)

cov(X,,Y) = E[(b{"Y, + ... + BPY )Y ] = bYA,
eli kun VaI‘(Xi)=O'i2 ja Var(Yj)=)\j , on
pX,Y) =f;/0;.

Erityisesti, kun analyysi tehdiin korrelaatiomatriisista eli F=P"(P), on
yksinkertaisesti

P(X,-, Yj) =f,'j

eli padkomponenttimatriisin alkio ;j On suoraan muuttujan X; ja pddkompo-
nentin Y, vilinen korrelaatiokerroin.
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4.4 Paikomponenttien midraiminen 111

Edelld esitetyn perusteella on ymmarrettivid, ettd myOs seuraava matriisiap-
proksimointiin liittyvé tehtdvd on yhdenvertainen pdidkomponenttianalyysin
kanssa.

Pyritdén approksimoimaan kovarianssimatriisi  r-asteisella (r<p) matriisil-
la FF’, missi F on pxr-matriisi. Viitimme, ettd || — FF’|* saa minimiarvon,
kun F=P"(3) . Kiaytdamme tdssd Frobeniuksen matriisinormia eli minimoita-
vana on erotusmatriisin Z — FF’ alkioiden nelidsumma.

Todistus perustuu suoraan (liitteen 2) tulokseen, etti [|A — B|> on minimi
r-asteisen matriisin B suhteen, kun B=UD"V’, missi UDV’=A on matriisin
A singulaariarvohajotelma ja D" singulaariarvojen livistijimatriisi D muun-
nettuna siten, ettd ensimmadiset r ldvistdjaalkiota ovat d,, d,, ..., d,, mutta lo-
put asetetaan nolliksi.

Viite seuraa suoraan tésti yleisestd tuloksesta valitsemalla A=>=UDU’ ja
F=UD")"? | Aikaisempia merkint6ji mukaillen F=B(A")"2 eli F=P")(%).

On syytd huomata, ettei tdlld matriisiapproksimoinnilla saatu F ole yksikésit-
teinen, vaan ratkaisuun siséltyy ns. rotaatiomahdollisuus, jonka kohtaamme
jatkossa faktorianalyysin yhteydessi. On helppo todeta, etti jokainen F*=FT,
missd T on ortogonaalinen rXr-matriisi (faktorianalyysin kielelld "ortogonaa-
linen rotaatiomatriisi") minimoi lausekkeen ||~ — F'F"|]?, sillid

FF =FITF =FF .
Y1l valitulle pddkomponenttimatriisille F on kuitenkin ominaista, etti
F7F:(D(r))1/2U7U(D(r))1/2 — D(r) — /\(r)

eli matriisi F on pystyriveittiin ortogonaalinen, miti "rotatoidut" matriisit F*
eivit vilttdmitta ole.
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4.5 Paikomponenttien estimointi ja laskeminen kiytinnossa

Pidkomponenttien suurimman uskottavuuden estimaatit saadaan analogiape-
riaatteella kayttdmailld kovarianssimatriisin Z paikalla sen estimaattoria A/N.
Kiaytdnnon sovelluksissa on kuitenkin otettava huomioon, ettd analyysin tulos
riippuu ratkaisevasti ja hyvin mutkikkaalla tavalla muuttujien mittayksikoista.
Siten estimoitu kovarianssimatriisi sellaisenaan tulee kysymykseen yleensi
vain niissd tilanteissa, joissa kaikki muuttujat ovat samanlaatuisia ja mitattu
samassa mittayksikossd. Niin on asianlaita yleensd vain joissain luonnontie-
teellisissd tutkimuksissa. Yhteiskunta- ja kédyttdytymistieteissd tarkasteltavaa
ilmi6td joudutaan kuvaamaan hyvin erilaatuisilla ja -tasoisilla mittareilla, jol-
loin mittayksikkojen vertailukelpoisuuden saavuttaminen on lihes mahdoton-
ta. Tavanomainen kompromissi on tilloin siirtyd kadyttdiméaidn otoksesta esti-
moitua korrelaatiomatriisia R analyysin ldhtokohtana. Tamé merkitsee muut-
tujien varianssien vakiointia, jolloin vain niiden keskindiset riippuvuudet vai-
kuttavat tulokseen.

Edelleenkin tutkija voi muuttujavalinnoillaan ratkaisevasti vaikuttaa siihen,
mitd analyysista saadaan ulos. Esim. jos tiettyd ominaisuutta mitataan usealla
lahisukuisella muuttujalla, voi olla melko varma, ettd ndiden muuttujien kautta
tulokseen ilmestyy voimakas padkomponentti. Samanlainen varaus voidaan
tietenkin esittdd muidenkin monimuuttujamenetelmien yhteydessi. Kérjistetysti
voi jopa sanoa, ettd varsinkin harkitsemattomilla muuttujavalinnoilla tutkija
tutkii enemmén omaa mielikuvaansa ilmiostéd kuin ilmi6té itsedén.

Survossa padkomponenttianalyysin laskelmat voi tehdd suoraan matriisitulkil-
la. Perussovelluksia varten on kuitenkin saatavilla helppokiyttoiset sukrot
/PCOMPR ja /PCOMPCOV, joista edellinen tekee analyysin korrelaatiomat-
riisin pohjalta ja jilkimma&inen aidon kovarianssimatriisin pohjalta.

Ennenkuin kuvaamme noiden sukrojen soveltamista, toteamme, ettd kaikki
olennaiset padkomponenttianalyysiin liittyvit tulokset ovat saatavissa esim.
korrelaatiomatriisin tapauksessa suoraan ns. standardoidun havaintomatriisin
Z. singulaariarvohajotelmasta. Kdytdmme seuraavia aikaisemmin esiteltyji
merkintoja:

X alkuperdinen pxN havaintomatriisi,

X keskiarvovektorien muodostama pXN-matriisi,

R korrelaatiomatriisi (pXp),

D, keskihajontojen muodostama lidvistdjamatriisi (pXp).

Standardoitu havaintomatriisi Z on talloin
Z=D!(X-X)WN-1,

eli korrelaatiomatriisi R saadaan lasketuksi suoraan tulona
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27’ =DX-X)X -X)'D;'/(N-1)=R.
Olkoon nyt Z’=UDV’ matriisin Z’ singulaariarvohajotelma. Télloin
R=ZZ =VDU'UDV’ = VD*V’

on korrelaatiomatriisin R spektraalihajotelma. Téstd voimme suoraan péételld,
etti V on piaikomponenttien kerroinvektoreiden B estimaatti ja D? on paikom-
ponenttien varianssien (ominaisarvojen) /\ estimaatti. Lisédksi pidikomponent-
tien arvot, joita kutsutaan usein padkomponenttipisteméadriksi, saadaan esti-
moiduiksi matriisista UD=Z’V eli kaikki olennaiset tulokset on vilittomaisti
luettavissa standardoidun havaintomatriisin singulaariarvohajotelmasta. Jotta
padkomponenttien varianssit vastaisivat tarkalleen ominaisarvoja A, piste-
mérimatriisi UD tulee vield kertoa luvulla VN-1 .

Padkomponenttianalyysissa ei siis olisi periaatteessa tarvetta lainkaan las-
kea korrelaatiomatriisia (tai kovarianssimatriisia), koska tulokset pystytdin
johtamaan suoraan standardoidusta havaintomatriisista singulaariarvohajotel-
man avulla. Survossa ndin tapahtuukin, kun kiytetdin matriisikomentoa
MATRUN PCOMP tai Survo-kirjan sivuilla 379-380 kuvattua matriisiketjua.
Tami periaatteessa tarkin ja suorin keino rajoittuu kuitenkin sovelluksiin,
joissa koko havaintomatriisi mahtuu kerralla koneen keskusmuistiin.

Tarkastelemme nyt ensiksi pddkomponenttianalyysin suoritusta Survon suk-
rolla /PCOMPR, joka pitdd perustanaan aikaisemmin laskettua korrelaatio-
matriisia ja ndin samaistaa muuttujien varianssit. Kdytimme samaa aineistoa
ja muuttujavalintaa kuin em. Survo-kirjan esimerkissd. Kymmenottelutiedosto
DECA on tidssd suomennettu tiedostoksi KYMMEN.

1 SURVO 84C EDITOR Mon Mar 07 11:53:17 1994 D:\M\MEN\ 100 100 0
*

*MASK=-—AAAAAAAAAA-——

*CORR KYMMEN

*/PCOMPR CORR.M, MSN.M, 4_

*

3
1
2
3
4
5

Aluksi lasketaan rivin 3 CORR-operaatiolla aineiston KYMMEN lajikohtai-
sista pisteistd korrelaatiot (matriisitiedostoon CORR.M) sekd keskiarvot ja
hajonnat (tiedostoon MSN.M). Muuttujavalinnan osoittaa MASK-tdsmennys
rivilld 2.

Sukro /PCOMPR aktivoidaan kiyttden parametreina korrelaatiomatriisia
(CORR.M), keskiarvojen ja hajontojen matriisia (MSN.M) ja haluttua paa-
komponenttien lukumérédd (4). Jos /PCOMPR aktivoidaan ilman parametreja,
se kertoo kiyttdtavastaan. Laskettuaan tulokset uusiin matriisitiedostoihin
/PCOMPR Kkirjoittaa toimituskenttdén rivit 5-9:
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1 1 SURVO 84C EDITOR Mon Mar 07 11:53:30 1994 D:\M\MEN\ 100 100 0

2 *MASK=--AAAAAAAAAA-———

3 *CORR KYMMEN

4 */PCOMPR CORR.M,MSN.M, 4

5 *MAT LOAD PCOMP.M,END+2 / Principal component loadings

6 *MAT LOAD PCOMPV.M,END+2 / Variances of principal components

7 *MAT LOAD PCOCENT.M,END+2 / Variances of components (percentages)
8 *Use PCOMP.M for factor rotation etc.

9 *and PCOEFF.M for scores by LINCO <data>,PCOEFF.M(P1,P2,...)

0

*

1

Kayttdjille tarjotaan mahdollisuutta aktivoida mitkd tahansa rivien 5-7 MAT
LOAD-komennoista, jotka siirtdvit tulosmatriisit ndkyville toimituskenttdén.
Jos ndmad kaikki aktivoidaan esitetyssi jdrjestyksessd, saadaan esiin tulosmat-
riisit

1 1 SURVO 84C EDITOR Mon Mar 07 11:53:54 1994 D:\M\MEN\ 100 100 0

11 *MATRIX PCOMP.M
12 *Principal_components

13 */// PCOMP1  PCOMP2 PCOMP3  PCOMP4
14 *M100 0.22937 -0.81856 0.16769 0.03552
15 *Pituush -0.01962 -0.45105 -0.71348 -0.21559
16 *Kuula -0.78217 -0.20376 0.26706 0.13231
17 *Korkeus -0.49058 0.38403 -0.29577 -0.06899
18 *M400 0.63734 -0.41117 -0.08840 0.32727
19 *Aidat -0.02610 -0.64951 -0.21171 0.07459
20 *Kiekko -0.84639 -0.22277 0.15054 0.04996
21 *Seivas 0.26796 -0.01509 0.08554 -0.88911
22 *Keihds -0.25012 0.24124 -0.65422 0.15808
23 *M1500 0.66255 0.49634 0.00452 0.25764
24 *

25 *MATRIX PCOMPV.M

26 *Variances_of_principal_components

27 */// PCOMP1  PCOMP2  PCOMP3  PCOMP4  PCOMP5 PCOMP6  PCOMP7
28 *Variance 2.602056 2.007813 1.206620 1.067052 0.931538 0.594690 0.569080
29 *

30 *MATRIX PCOCENT.M

31 *Variances_of_pr.components_(in_percentages)

32 */// 1 2 3 4 5 6 7
33 *Per_cent 26.0206 20.0781 12.0662 10.6705 9.3154 5.9469 5.6908
34 *Cumulat. 26.0206 46.0987 58.1649 68.8354 78.1508 84.0977 89.7885
35 *_

Niemme, ettd 4 ensimmadistd padkomponenttia selittdd 68.8% kokonaisvaihte-
lusta. Esim. matriisi PCOCENT .M saadaan myd6s loppuosaltaan esille kaytté-
malld esim. LOADM-komentoa seuraavasti:

1 1 SURVO 84C EDITOR Mon Mar 07 11:55:01 1994 D:\M\MEN\ 100 100 0
*

35

36 *LOADM PCOCENT.M, ###. ####, CUR+1

37 *Variances_of_pr.components_(in_percentages)

38 * 1 2 3 4 5 6 7
39 *Per_cent 26.0206 20.0781 12.0662 10.6705 9.3154 5.9469 5.6908
40 *Cumulat. 26.0206 46.0987 58.1649 68.8354 78.1508 84.0977 89.7885
41 *

42 * 8 9 10

43 *Per_cent 5.3868  2.4485 2.3761

44 *Cumulat. 95.1753 97.6239 100.0000

45 *_

Rivilld 9 annetun ohjeen mukaisesti, padkomponenttien arvot havainnoittain
(padkomponenttipisteméiridt) on mahdollista laskea LINCO-operaatiolla kidyt-
tamilld /PCOMPR-sukron tulosmatriisia PCOEFF .M. T#hén matriisiin on tal-
letettu sellaiset muuttujien painokertoimet, jotka antavat piddkomponenttien
keskiarvoiksi O ja variansseiksi korrelaatiomatriisin ominaisarvot alkuperii-
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sessd aineistossa. Ndin padkomponenttien vaihtelun suuruus nékyy oikeuden-
mukaisesti pddkomponenttipisteméadrissa.

LINCO-operaatiossa on ilmoitettu padkomponentit talletettaviksi muuttu-
jien P1, P2, P3 ja P4 arvoiksi. Ko. muuttujat lisétddan havaintotiedostoon
KYMMEN automaattisesti, ellei niitd jo ole aikaisemmin perustettu.

Kun péddkomponenttipistemédrit on laskettu LINCO-operaatiolla, tulos on
tarkistettu laskemalla sekd alkuperiisten ettd paddkomponenttimuuttujien kes-
kiarvot, hajonnat ja korrelaatiot CORR-operaatiolla. Rivin 47 MASK-tdsmen-
nys ilmoittaa timén muuttujavalinnan.

Talloin toimituskenttédédn tulevat seuraavat keskiarvot ja hajonnat

18 1 SURVO 84C EDITOR Mon Mar 07 12:40:18 1994 D: \M\MEN\ 100 100 0

46 *LINCO KYMMEN,PCOEFF.M(P1,P2,P3,P4)

47 *MASK=--AAAAAAAAAA---AAAA

48 *CORR KYMMEN, CUR+1_

49 *Means, std.devs and correlations of KYMMEN N=48

50 *Variable Mean Std.dev.
51 *M100 828.1875 59.30256
52 *Pituush  840.1875 50.72859
53 *Kuula 740.7708 61.82757
54 *Korkeus 805.8542 64.80511
55 *M400 813.5000 49.80216
56 *Aidat 852.8750 54.20474

57 *Kiekko 747.4583 62.28212
58 *Seivds 900.2708 63.04296
59 *Keihds 760.0208 63.93697

60 *M1500 554.6250 76.67245
61 *P1 -0.000000 1.613089
62 *P2 -0.000000 1.416973
63 *P3 -0.000000 1.098463
64 *p4 0.000000 1.032982

ja korrelaatiokertoimet

1 1 SURVO 84C EDITOR Mon Mar 07 12:53:06 1994 D:\M\MEN\ 100 100 0
65 *Correlations:

66 * M100 Pituush Kuula Korkeus M400 Aidat Kiekko
67 * M100 1.0000 0.1720 -0.0280 -0.4117 0.4561 0.3160 0.0143
68 * Pituush 0.1720 1.0000 -0.0344 -0.0033 0.1335 0.2981 0.0209
69 * Kuula -0.0280 -0.0344 1.0000 0.1625 -0.3037 0.0865 0.7273
70 * Korkeus -0.4117 -0.0033 0.1625 1.0000 -0.3388 -0.0390 0.2170
71 * M400 0.4561 0.1335 -0.3037 -0.3388 1.0000 0.1755 -0.3446
72 * Aidat 0.3160 0.2981 0.0865 -0.0390 0.1755 1.0000 0.0477
73 * Kiekko 0.0143 0.0209 0.7273 0.2170 -0.3446 0.0477 1.0000
74 * Seivéas 0.0547 0.0610 -0.2042 -0.1178 0.0066 -0.0735 -0.1818
75 * Keihds -0.2213 0.1537 0.0231 0.1498 -0.1047 -0.1482 0.1356
76 * M1500 -0.2917 -0.2067 -0.4462 -0.1461 0.3022 -0.2246 -0.5735
77 * P1 0.2294 -0.0196 -0.7822 -0.4906 0.6373 -0.0261 -0.8464
78 * P2 -0.8186 -0.4511 -0.2038 0.3840 -0.4112 -0.6495 -0.2228
79 * P3 0.1677 -0.7135 0.2671 -0.2958 -0.0884 -0.2117 0.1505
80 * P4 0.0355 -0.2156 0.1323 -0.0690 0.3273 0.0746 0.0500

jatkuu...
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1 1 SURVO 84C EDITOR Mon Mar 07 12:53:06 1994 D:\M\MEN\ 100 100 0
81 * Seivds Keihas M1500 Pl P2 P3 P4

82 * M100 0.0547 -0.2213 -0.2917 0.2294 -0.8186 0.1677 0.0355
83 * Pituush 0.0610 0.1537 -0.2067 -0.0196 -0.4511 -0.7135 -0.2156
84 * Kuula -0.2042 0.0231 -0.4462 -0.7822 -0.2038 0.2671 0.1323
85 * Korkeus -0.1178 0.1498 -0.1461 -0.4906 0.3840 -0.2958 -0.0690
86 * M400 0.0066 -0.1047 0.3022 0.6373 -0.4112 -0.0884 0.3273
87 * Aidat -0.0735 -0.1482 -0.2246 -0.0261 -0.6495 -0.2117 0.0746
88 * Kiekko -0.1818 0.1356 -0.5735 -0.8464 -0.2228 0.1505 0.0500
89 * Seivéis 1.0000 -0.1285 0.0125 0.2680 -0.0151 0.0855 -0.8891
90 * Keihis -0.1285 1.0000 -0.0654 -0.2501 0.2412 -0.6542 0.1581
91 * M1500 0.0125 -0.0654 1.0000 0.6626 0.4963 0.0045 0.2576
92 * P1 0.2680 -0.2501 0.6626 1.0000 -0.0000 -0.0000 -0.0000
93 * P2 -0.0151 0.2412 0.4963 -0.0000 1.0000 0.0000 -0.0000
94 * P3 0.0855 -0.6542 0.0045 -0.0000 0.0000 1.0000 0.0000
95 * P4 -0.8891 0.1581 0.2576 -0.0000 -0.0000 0.0000 1.0000
96 *_

Tistd tulostuksesta on helppo tarkastaa, ettd pddkomponenttien keskiarvot
ovat nollia ja varianssit ominaisarvojen suuruiset (esim. P1:1li 1.613089°=
2.602056) sekid keskindiset korrelaatiokertoimet nollia. Nidhdddn lisdksi, ettéd
alkuperdisten muuttujien ja pidikomponenttien viliset korrelaatiokertoimet
ovat juuri samat kuin padkomponenttimatriisin "lataukset" riveilla 14-23.

Koska alkuperdiset muuttujat on mitattu samalla asteikolla (kymmenottelun
kansainvilisen pistetaulukon mukaisesti), olisi perusteltua tehdi analyysi suo-
raan kovarianssimatriisista. Survossa tdmi tapahtuu sukrolla /PCOMPCOV ja
sen kiyttotapa on tdsmilleen sama kuin sukron /PCOMPR, jota kiytettiin
edelld. /PCOMPCOV muodostaa korrelaatiomatriisin ja hajontojen avulla en-
sin kovarianssimatriisin ja laskee tdmin spektraalihajotelman. Pddkomponent-
timatriisi normeerataan tissékin tapauksessa niin, ettd sen alkiot ovat muuttu-
jien ja padkomponenttien korrelaatiokertoimia, mikéd helpottaa tuloksen tul-
kintaa.
Vertailun vuoksi on tissi esitetty erdit tirkeimmat tulokset:

1 1 SURVO 84C EDITOR Mon Mar 07 13:26:50 1994 D:\M\MEN\ 100 100 0
1 *SAVE EX-PCOM2

*MASK=--AAAAAAAAAA——-—

*CORR KYMMEN

* /PCOMPCOV CORR.M,MSN.M, 4

*MAT LOAD PCOMP.M,END+2 / Correlations: variables/components

*MAT LOAD PCOMPV.M,END+2 / Variances of principal components

*MAT LOAD PCOCENT.M,END+2 / Variances of components in percentages
*Use PCOEFF.M for scores by LINCO <data>,PCOEFF.M(P1,P2,...)

*

10 *MATRIX PCOMP.M

11 *Principal_components

OO UTdWN

12 */// PCOMP1  PCOMP2 PCOMP3  PCOMP4
13 *M100 -0.02539 -0.86523 -0.14704 -0.00596
14 *Pituush -0.12505 -0.29235 -0.28010 0.52635
15 *Kuula -0.77693 0.02324 0.04362 -0.35240
16 *Korkeus -0.37448 0.59648 0.11325 0.14898
17 *M400 0.47553 -0.46943 -0.35913 -0.03593
18 *Aidat -0.16665 -0.50160 -0.21995 0.02567

19 *Kiekko -0.86212 0.01965 0.01665 -0.15963
20 *Seivas 0.23018 -0.19530 0.72174 0.52040
21 *Keihds -0.18879 0.40470 -0.55177 0.56799
22 *M1500 0.82621 0.35012 -0.10504 -0.23885
23 *_




4.5 Padkomponenttianalyysi 69

1 1 SURVO 84C EDITOR Mon Mar 07 13:28:21 1994 D:\M\MEN\ 100 100 0
23 *

24 *MATRIX PCOMPV.M

25 *Variances_of_principal_components

26 */// PCOMP1  PCOMP2 PCOMP3  PCOMP4 PCOMP5 PCOMP6  PCOMP7
27 *Variance 10833.69 7178.04 4181.87 4115.51 3442.95 2290.16 1895.31
28 *

29 *MATRIX PCOCENT.M

30 *Variances_of_principal_components_ (in_percentages)

31 %/// 1 2 3 4 5 6 7
32 *Per_cent 29.0051 19.2178 11.1961 11.0185 9.2178 6.1314 5.0743
33 *Cumulat. 29.0051 48.2228 59.4190 70.4375 79.6553 85.7867 90.8610
34 *_

1 1 SURVO 84C EDITOR Mon Mar 07 13:29:00 1994 D:\M\MEN\ 100 100 0

46 *LINCO KYMMEN, PCOEFF.M(P1,P2,P3,P4)

47 *MASK=--AAAAAAAAAA---AAAA

48 *CORR KYMMEN, CUR+1

49 *Means, std.devs and correlations of KYMMEN N=48

50 *Variable Mean Std.dev.
51 *M100 828.1875 59.30256
52 *Pituush  840.1875 50.72859
53 *Kuula 740.7708 61.82757
54 *Korkeus 805.8542 64.80511
55 *M400 813.5000 49.80216
56 *Aidat 852.8750 54.20474

57 *Kiekko 747.4583 62.28212
58 *Seivas 900.2708 63.04296
59 *Keihds 760.0208 63.93697

60 *M1500 554.6250 76.67245
61 *P1 -0.000001 104.0850
62 *P2 -0.000000 84.72329
63 *P3 0.000000 64.66738
64 *p4 0.000000 64.15227

Lukuunottamatta 1. pddkomponenttia, tuloksissa on eroja, jotka johtuvat siiti,
etteiviit muuttujien hajonnat ole samoja. Koska esim. muuttujan M1500 ha-
jonta on jonkin verran suurempi kuin muiden, se saa painokkaamman osuuden
jalkimmadisen analyysin 1. pddkomponentissa.
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4.5.1 Simulointikoe

Padkomponentteihin viitattiin jo multinormaalijakauman mééaritelméssid (3)
kohdassa 2.2. Todettiin, ettdi multinormaalinen satunnaisvektori X voidaan
yksinkertaisimmin konstruoida muodossa

X =SDW + 41,

missd W ~ N(0.I), D on livistdjamatriisi, ja S ortogonaalinen matriisi. T&lloin
muuttujat DW ovat muuttujien X padkomponentteja ja niiden varianssit ovat
samat kuin matriisin D? livistijdalkiot.

Tarkastamme ndmé ominaisuudet tutkimalla 8§ muuttujan tapausta, joka on
vajaa-asteinen siten, ettd pddkomponentteja on vain 3 eli 5 viimeistd D:n
lavistdjdalkiota ovat nollia. Télloin voimme tyytyd 8x3-matriisiin S, joka on
pystyriveittdin ortogonaalinen. Tillainen S voidaan muodostaa "mielivaltai-
sesta", tdysiasteisesta 8x3-matriisista C Gram-Schmidt-ortogonalisoinnilla
seuraavasti:

1 SURVO 84C EDITOR Tue Mar 08 09:32:24 1994 D:\M\MEN\ 200 100 0
1 *
2 *MATRIX C
3 */// W1 W2 W3
4 *X1 0.8 0.5 0.5
5 *X2 -0.8 0.2 -0.2
6 *X3 0.6 0.6 0.3
T *X4 0.5 0.0 0.1
8 *X5 0.0 0.2 0.0
9 *X6 0.4 0.2 -0.7
10 *x7 -0.1 -0.3 0.2
11 *x8 -0.5 0.9 -0.4
12 *
13 *MAT SAVE C
14 *MAT GRAM-SCHMIDT DECOMPOSITION OF C TO S,B_.
15 *

Matriisi C on siis hajotettu samanmuotoisen pystyriveittdin ortogonaalisen
matriisin S ja yldkolmiomatriisin B tuloksi. Jatkossa kdytimme vain matriisia
S, jota nyt vastaa matriisitiedosto S (S.MAT).

Valitsemme nyt 3 pdidkomponentin variansseiksi luvut 5, 2 ja 1. Annamme
ne vaakavektorina D2. Néiiden lukujen nelidjuurista tehty matriisi vastaa mié-
ritelmén (3) mukaista D-matriisia. Muodostamme tulomatriisin SD, jolloin ja-
kauman kovarianssimatriiksi tulee Z=(SD)(SD)’, miti tidssd laskelmassa vas-
taa matriisi STGMA.
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1 SURVO 84C EDITOR Tue Mar 08 09:35:47 1994

D:\M\MEN\ 200 100 0

15
16
17
18
19
20
21
22
23
24
25
26

*

*MATRIX D2

*/// W1 W2 W3

*D2 5

*

*MAT SAVE D

2

2 1

*MAT TRANSFORM D2 BY sqrt (X#)
*MAT D=DV(D2)
*MAT SD!=S*D

*

/ *D~DV(T(D2_by_sqrt (X#))) D3*3
/ *SD~GS(C) *DV (T (D2_by_sqrt (X#))) 8*3

*MAT SIGMA!=MMT (SD)_

*

/ *SIGMA~SD*SD’ S8%*8

Tarvitsemme vield odotusarvojen ja hajontojen muodostaman 8X2-matriisin
(MS), joka synnytetddn seuraavilla matriisikdskyillda. Hajonnat saadaan kova-
rianssimatriisin SIGMA ldvistdjdalkioiden nelidjuurina. Odotusarvot asetam-
me yksinkertaisesti nolliksi, koska niilld ei ole mitddn merkitystd ndissd tar-
kasteluissa.

1 1 SURVO 84C EDITOR Tue Mar 08 09:41:10 1994

D:\M\MEN\ 200 100 0

26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46

*

*MAT MS=ZER(8,2)
*MAT H!=VD(SIGMA)
*MAT TRANSFORM H BY sqrt (X#)
*MAT MS(1,2)=H
*MAT MS(0,1)="Keski"
*MAT MS(0,2)="Hajonta"
*

*MAT LOAD MS,CUR+1

*MATRIX MS

*CON&T (H_by_sqrt (X#))
Hajonta

*/1/
*X1
*X2
*X3
*X4
*X5
*X6
*X7
*X8
*

(=N e Ro oo NN}

Keski

.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000

1
1
1
0.
0
1
0
1

/ *H~VD(SIGMA) 8*1

.311968
.224255
.087592

741024

.226104
.064743
.408486
.302422

Kovarianssimatriisista muodostamme lopuksi korrelaatiomatriisin R, jolloin

X-muuttujien jakauma on tdydellisesti kuvattuna matriisien R ja MS avulla.

25 1 SURVO 84C EDITOR Tue Mar 08 09:47:01 1994

46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63

*

*MAT TRANSFORM H BY 1/X#
*MAT H!=DV (H)
*MAT R=SIGMA*H

*MAT R!=H*R
*

/ *H~DV(T (H_by_1/X#)) D8*8
/ *R~SIGMA*H 8*8
/ *R~H*SIGMA*H 8*8

*MAT LOAD R, ##.####, CUR+1_

*MATRIX R
*///

*X1

*Xz —
*X3

*X4

*X5

*X6

*X7 —
*X8 -
*

OO ODOCOOOH

X1
.0000
. 7497
.9746
.83717
.3858
.3315
.4649
.2434

-0.
1.
-0.
-0.
0.
-0.
0.
0.

X2
7497
0000 -
6201
9833
2730
5495
1742 -
7539 -0.

ocooocoroOo

X3

.9746
.6201
.0000
L7417
L5717
.3706
.6234

0269

0.
-0.
0.
1.
-0.
0.
-0.
-0.

X4
83717
9833
7417
0000
0968
6049
3330
6230

.3858
L2730 -
L5717
.0968
.0000
.0385
.7070 -0.
.7985 -0.

X5

RPOOCOOO

D:\M\MEN\ 200 100 0

X6

.3315
.5495
.3706
.6049
.0385
.0000

7330
1081

-0.
.1742
-0.
-0.
-0.
-0.
.0000
-0.

X7
4649

6234
3330
7070
7330

4878

-0.
. 7539
-0.
-0.
.7985
-0.
-0.
.0000

X8
2434

0269
6230

1081
4878

Teemme nyt padkomponenttianalyysin laskelmat sukron /PCOMPCOV avulla
kéyttden todellisia jakauman parametreja R ja MS. Ndemme, ettd pddkompo-
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nenttien varianssit ovat tdsméilleen odotetut. Pddkomponenttimatriisi on tdssi
tapauksessa skaalattu siten, ettd alkioina ovat muuttujien ja pddkomponenttien
viliset korrelaatiokertoimet. Tdmé matriisi on sama kuin aikaisempi kuvaus-
matriisi SD, jonka vaakarivit on jaettu muuttujien hajonnoilla.

64
65
66
67
68
69
70
71
72
73
74
75
76
7
78
79
80
81
82
83
84
85
86
87
88
89
90
91
92
93

1 1 SURVO 84C EDITOR Tue Mar 08 09:54:23 1994 D:\M\MEN\ 200 100 0
*

*/PCOMPCOV R, MS, 3

*MAT LOAD PCOMP.M,END+2 / Correlations: variables/components

*MAT LOAD PCOMPV.M,END+2 / Variances of principal components

*MAT LOAD PCOCENT.M,END+2 / Variances of components in percentages
*Use PCOEFF.M for scores by LINCO <data>,PCOEFF.M(P1,P2,...)

*

*MATRIX PCOMP.M
*Principal_components

*/1/ PCOMP1  PCOMP2  PCOMP3
*X1 -0.89711 -0.34928 -0.27055
*X2 0.96138 -0.26482 -0.07491
*X3 -0.81164 -0.54725 -0.20435
*X4 -0.99270 0.08489 0.08571
*X5 0.00000 -0.98873 -0.14972
*X6 -0.55271 -0.16270 0.81734
*X7 0.36017 0.79012 -0.49598
*X8 0.56480 -0.82070 0.08626
*

*MATRIX PCOMPV.M

*Variances_of_principal_components

*/1/ PCOMP1  PCOMP2 PCOMP3  PCOMP4 PCOMP5 PCOMP6  PCOMP7
*Variance 5.00000 2.00000 1.00000 0.00000 0.00000 -0.00000 -0.00000
*

*MATRIX PCOCENT.M

*Variances_of_principal_components_(in_percentages)

*/1/ 1 2 3 4 5 6 7
*Per_cent  62.500 25.000 12.500 0.000 0.000 -0.000 -0.000
*Cumulat. 62.500 87.500 100.000 100.000 100.000 100.000 100.000

*

Katsomme sitten, mitd tapahtuu, kun luomme 1000 havainnon otoksen tistd
multinormaalijakaumasta. Tdmid tapahtuu sukrolla /MNSIMUL (rivi 95) ja
tarpeelliset tunnusluvut lasketaan CORR-komennolla matriisitiedostoihin

CORR.M ja MSN.M

Soveltamalla /PCOMPCOV-sukroa niilld otossuureilla

saamme seuraavat tulokset:
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1 1 SURVO 84C EDITOR Tue Mar 08 10:20:18 1994 D: \M\MEN\ 200 100 0
L,
95 */MNSIMUL R,MS,PDATA,1000 / RND=rand(28101937)
96 *CORR PDATA
97 */PCOMPCOV CORR.M,MSN.M, 3

98

99
100
101
102
103
104
105
106
107
108
109
110
111
112
113
114
115
116
117
118
119
120
121
122
123
124
125

*MAT LOAD PCOMP.M,END+2 / Correlations: variables/components

*MAT LOAD PCOMPV.M,END+2 / Variances of principal components

*MAT LOAD PCOCENT.M,END+2 / Variances of components in percentages
*Use PCOEFF.M for scores by LINCO <data>,PCOEFF.M(P1,P2,...)

*

*MATRIX PCOMP.M
*Principal_components

/1] PCOMP1 ~ PCOMP2  PCOMP3
*X1 -0.87412 -0.38891 -0.29097
*X2 0.97189 -0.22144 -0.07995
*X3 -0.76945 -0.59667 -0.22789
*X4 -0.99538 0.03952 0.08749
*X5 0.10235 -0.97967 -0.17257
*X6 -0.52951 -0.22606 0.81763
*X7 0.27375 0.83366 -0.47965
*X8 0.62138 -0.78072 0.06612
*

*MATRIX PCOMPV.M

*Variances_of_principal_components

*/1/ PCOMP1 PCOMP2 PCOMP3 PCOMP4 PCOMP5
*Variance 4.90501 2.04985 1.02018 0.00000 0.00000
*

*MATRIX PCOCENT.M
*Variances_of_principal_components_(in_percentages)
*x//] 1 2 3 4 5
*Per_cent  61.504 25.703 12.792 0.000 0.000
*Cumulat. 61.504 87.208 100.000 100.000 100.000
*

PCOMP6 PCOMP7
0.00000 0.00000

6 7
0.000 0.000
100.000 100.000

Havaitsemme, ettd sekd ominaisarvot (pddkomponenttien varianssit) ettd paa-
komponenttimatriisi vastaavat hyvin teoreettista ldhtokohtaa. Ominaisarvot
neljannesti eteenpidin ovat edelleen tarkkaan nollia. Tama johtuu siité, etti ja-
kauman vajaa-asteisuus sdilyy tdydellisesti my6s simuloinnissa.

Saadaksemme enemmaén realistisuutta esimerkkiaineistoomme, lisddamme
kuhunkin muuttujaan normaalisen satunnaisvirheen, jonka hajonta vaihtelee
muuttujittain arvosta 0.1 arvoon 0.8:

126
127
128
129
130
131
132
133
134
135
136
137
138
139
140
141
142
143
144
145

37 1 SURVO 84C EDITOR Tue Mar 08 11:05:09 1994 D:\M\MEN\ 200 100 0
*

*Ul=probit (rand(1994)
*U2=probit (rand(1994)
*U3=probit (rand(1994))
*Ud=probit (rand(1994))
*US=probit (rand(1994))
*Ub=probit (rand(1994))
*UT=probit (rand(1994))
*U8=probit (rand(1994))
*

*VAR X1,X2,X3,X4,X5,X6,X7,X8 TO PDATA.
*X1=X1+0.1*U1

*X2=X2+0.2*02

*X3=X3+0.3*U3

*X4=X4+0.4*U4

*X5=X5+0.5*U5

*X6=X6+0.6*U6

*XT7=X7+0.7*U7

*X8=X8+0.8*U8

*

Kun nyt laskemme muunnetusta otoksesta tunnusluvut ja toistamme padkom-
ponenttianalyysin, saamme tulokset:
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1 1 SURVO 84C EDITOR Tue Mar 08 11:09:30 1994 D:\M\MEN\ 200 100 0
*

145

146 *CORR PDATA

147 */PCOMPCOV CORR.M,MSN.M, 3

148 *MAT LOAD PCOMP.M,END+2 / Correlations: variables/components

149 *MAT LOAD PCOMPV.M,END+2 / Variances of principal components

150 *MAT LOAD PCOCENT.M,END+2 / Variances of components in percentages
151 *Use PCOEFF.M for scores by LINCO <data>,PCOEFF.M(P1,P2,...)

152 *

153 *MATRIX PCOMP.M

154 *Principal_components

155 */// PCOMP1  PCOMP2  PCOMP3
156 *X1 -0.83629 -0.39319 0.35593
157 *X2 0.95733 -0.11221 0.05459
158 *X3 -0.71110 -0.58999 0.29937
159 *X4 -0.88258 -0.04127 -0.04362
160 *X5 0.06735 -0.39318 0.15739
161 *X6 -0.49497 -0.33613 -0.78548
162 *X7 0.15345 0.53038 0.20998
163 *X8 0.62711 -0.76076 0.00732
164 *

165 *MATRIX PCOMPV.M

166 *Variances_of_principal_components

167 */// PCOMP1  PCOMP2 PCOMP3  PCOMP4  PCOMPS5 PCOMP6  PCOMP7
168 *Variance 5.119680 2.547909 1.301848 0.493218 0.260157 0.225162 0.125082
169 *

170 *MATRIX PCOCENT.M

171 *Variances_of_principal_components_(in_percentages)

172 */// 1 2 3 4 5 6 7
173 *Per_cent 50.5797 25.1720 12.8616 4.8727 2.5702 2.2245 < 1.2357
174 *Cumulat. 50.5797 75.7517 88.6133 93.4861 96.0563 98.2807 99.5165
175 *

Nidemme, ettd tdmi héirintd ei horjuta uskoa 3 padkomponenttiin, vaikka seli-
tysosuus on pudonnut tiydestd 100 prosentista 88.6 prosenttiin. Varianssi ro-
mahtaa arvosta 1.30 arvoon 0.49 siirryttidessd kolmannesta neljénteen pié-
komponenttiin. Pddkomponenttimatriisi on edelleen hyvin samanlainen; vain
kolmannen komponentin suunta on kddntynyt laskentaprosessissa pdinvastai-
seksi, miké on tdysin sallittua.

Kokeen viime vaiheessa lisédtyt hdiriomuuttujat vastaavat faktorianalyysimal-
lissa esiin tulevia muuttujien ominaisvaihtelukomponentteja, jotka ovat toisis-
taan riippumattomia. Faktorianalyysi pystyy selviytyméidn niiden haitallisista
vaikutuksista paremmin kuin pddkomponenttianalyysi.



Faktorianalyysi 75

5. Faktorianalyysi

Faktorianalyysi muistuttaa monessa suhteessa paakomponenttianalyysia. Paa-
asiallisia eroja on kaksi:

1. Muuttujien kokonaisvaihtelu jaetaan kahteen osaan, yhteisvaihteluun ja
ominaisvaihteluun.

2. Rotaation (eli tdssa yhteydessa ortogonaalisen tai lahes ortogonaalisen
lineaarisen muunnoksen) avulla pyritdén faktoreissa, jotka vastaavat paakom-
ponentteja, ns. yksinkertaiseen rakenteeseen (simple structure). Talle raken-
teelle pyritddn antamaan tutkittavan ilmion teoriaan liittyva tulkinta.

On tapana my@s korostaa, etta faktorianalyysi on kovarianssipainotteinen, kun
taas paakomponenttianalyysi (kayttdessaan alkuperaista kovarianssimatriisia
lahtokohtanaan) on varianssipainotteinen menetelma.

Faktorianalyysissa ei siis enédé ole kyse kokonaisvaihtelun maksimaalisesta
siirtAmisesta uusille muuttujille, vaan vahaulotteisen piilorakenteen loytami-
sesta muuttujien korrelaatioiden avulla.

5.1 Faktorianalyysimalli
Yleisesti faktorianalyysissa havaitut muuttujaps,...,X; esitetaan mallin

. X=u+aF,+a,F,+...+gF +U, i=12.p

eli
X=u+AF+U

avulla. Tassa pxr-matriisi A on faktorimatriisi. Muuttujat Fz(F,...,F)
ovat (yhteis)faktoreita ja niitd on (yleensa olennaisesti) vdhemman kuin alku-
peraisia muuttujia eli r<p. Muuttujat U=¢ll,,...,U)) ovat ominaisfaktoreita.

Malliin liittyvista suureista on tapana tehda olettamukset:

1) XIN(u2), >0,

2) F IN(0,d),

3) U N(0,%?), missa P on alkioiden @, W7, ..., Uf lavistajamatriisi,

4) Ominaisfaktorit U ovat riippumattomia yhteisfaktoreista F,

5) r(A)=r.

Asetetut olettamukset antavat kovarianssimatriisille X tietyn rakenteen, joka
saadaan esille laskemalla ~ em. suureiden avulla:

¥ = E[(X-W)(X-p)'] = E[(AF+U)(AF+U)] =E(AFF'A") + E(UU’)
eli
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T=ADPA’ + Y.

Tatéd sanotaan faktorianalyysin perusyhtaloksi.

Faktorit F eivit midrdydy em. olettamuksista ja perusyhtélostd yksikisittei-
sesti, vaan jiljelle ji# ns. rotaatiomahdollisuus. Olkoon F*=T’F, missid T on
sdannollinen rxr-matriisi, jolloin F* ON(0,T°®T) . Jos merkitdin @ =T"®T ja
A'=A(T'y’, saadaan muuttujille X esitys

X=pu+AF +U
ja perusyhtélo tulee muotoon

T=APA + W =ATPAT + 2
eli jokainen F'=TF ja siti vastaava A"=A(T"")’ on my6s mahdollinen ratkaisu.

Syntyy siis rotaatio-ongelma eli teknisesti yhtd hyvien ratkaisujen joukosta on
lupa valita sellainen, joka on esim. helpoin tulkita. Kaiken kaikkiaan tehtdva-
nd on miriti suureet r, W2, A ja T . Usein halutaan liséksi estimoida havain-
noittain faktorien arvot eli laskea ns. faktoripistemaéérit (factor scores). Taval-
lisesti tehdédén vield yksinkertaistava olettamus

6) ¢=1

eli faktorit oletetaan keskendin korreloimattomiksi. Télloin perusyhtilo tulee
muotoon

T=AA" + W2
ja rotaatiomatriiseiksi T kelpaavat vain ortogonaaliset. T&lloin matriisi A antaa
muuttujien ja faktorien viliset kovarianssit, silld

cov(X,F) = E[(X-WF’] = E[(AF+U)F’] = A .

Erityisesti, jos 2=P, p(Xl.,Fj)zaij eli A siséltdd muuttujien ja faktorien viliset
korrelaatiokertoimet.

Kiytinnossd faktorianalyysi tehdddn otoskorrelaatiomatriisista R ldhtien eli
sille joudutaan hakemaan perusyhtdlon
R=AA" +W?
mukainen esitys, kun yhteisfaktorit oletetaan korreloimattomiksi.
(Standardoidun) muuttujan X; varianssi voidaan esittdd télldin muodossa
2 2 2 2 .
var(X)=1=a; +ap+..+a, +Y;, i=12,..p.

Faktorilatausten neliGsummaa sanotaan muuttujan X; kommunaliteetiksi ja
sitd merkitddn

2_ 2 2 2 .
h;=aj; +a,+..+aj =1—l]J?, i=12,.,p.

Kommunaliteetit kuvastavat systemaattista, faktorien avulla selitettavid osaa
muuttujien varianssista. On niin luonnollista sanoa muuttujavektoria



5.1 Faktorianalyysi 77

Y=X-pu-U=AF

muuttujien X systemaattiseksi osaksi. Télloin siis
Y=a,F +a,F,+..a,F, , i=12,.,p

ja h2
p(Xi,Y,') = 1 |lj’ll. = h,’ .

On tapana puhua r-ulotteisesta faktoriavaruudesta, jonka virittdvét (ortogonaa-
liset) faktorit F'|,F,,....,FF, . Tdlloin muuttujien X systemaattiset osat Y voidaan
esittdd pisteind tai origosta ldhtevini vektoreina, joiden péétepisteet ovat
X; = (a;,0,,.-5a;,) , 1=12,...,p
tdssd faktoriavaruudessa.
Niiden vektorien pituudet ovat ||x;[|=/; ja niiden vilisille kulmille @, pétee

XX, a.a., +..+a.a. 7.
1%51 ir’jr i
cos@. = cos(X;,X;) = L = 1y i = i
' v ) 41« h; Lh; h; Ch;
silld
apa; + .. +a,a, =r;, kun i #j

perusyhtilon R=AA’+W%? mukaan.

Korrelaatiokerroin ry €i siis suoraan vastaa vektorien x; ja X; vilisen kul-
man kosinia vaan

r;=hhcos@,.

Sen sijaan todetaan helposti, ettd systemaattisten osien ¥; ja ¥; korrelaatio-
kerroin on
a,a,+..+a.a

p(Y,Y) = i Iy LI =cosq; .

Tamin tarkastelun perusteella on oikeutettua ajatella faktorianalyysin
tulosta kuvattavaksi geometrisesti siten, ettd muuttujaa X, vastaa piste (tai
vektori) x=(a;,a,,....a;) r-ulotteisessa faktoriavaruudessa ja eri pisteiden
viliset suhteet tulkitaan tavanomaisen euklidisen metriikan mukaisesti.

Huomattakoon lisiksi, ettd yhtdlostd
rp= hihjcos @,
saadaan kommunaliteetille hf arvio
— 232002 2
ry=Khicos’@, < I .
On osoitettavissa vield vahvempi tulos eli
R?

i.1,2,...,0-1,i+1,..., p< i

Faktorianalyysin teko kdytinnossd on tuottanut tutkijoille aina hankaluuksia,
koska oikean faktoriluvun r lisdksi on kyettivd madrdamadn muuttujien syste-
maattisen vaihtelun osuus eli kommunaliteetit. Faktorianalyysin historia tun-
tee lukuisia faktorointimenetelmii, joita on esitelty ehké laajimmin teoksessa
H.H.Harman: Modern Factor Analysis (Second edition, 1967). Suomalaiselle
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lukijalle on kiintoisaa tutustua myos Toivo Vahervuon ja Yrjo Ahmavaaran
oppikirjaan Johdatus faktorianalyysiin (1958).

Ennen 1960-lukua esitetyt keinot (kuten esim. sentroidimenetelmi) on
kehitetty ottamalla huomioon sen ajan rajoittuneet laskentamahdollisuudet.
Tarkemmat laskentamenetelmit kuten pddakselifaktorointi ja suurimman us-
kottavuuden menetelmé ovat tdysin syrjdyttineet ne. Samoin on tapahtunut
rotaatiomenetelmien puolella. Kuitenkin ns. graafisella rotaatiolla, jonka Sur-
vossa voi hoitaa tietokoneavusteisesti, on edelleenkin suuri merkitys taitavien
tutkijoiden sovelluksissa.

5.2 Paiakselifaktorointi

Jo nimestd on padteltivissd, ettd kysymyksessd on padkomponenttianalyysin
muunnos. Alkuperdisten standardoitujen muuttujien X asemasta tarkastellaan
niiden systemaattisia osia Y. Talloin

cov(Y) = E(AFF’A’) = AA’ =R - 2.

Olettakaamme kommunaliteetit h%:l—lp? tunnetuiksi, jolloin

2
) h; r122 T
R-W'=ry hy .. 1,
2
iy T hp

tunnetaan. Télloin pxr-faktorimatriisi A voidaan mééritd "pienimmin nelio-
summan keinolla" siten, ettd lauseke

IR - W - AA"P
minimoidaan matriisin A suhteen eli A=P"”(R-W?) . Piiakselifaktorointi on
siis sama kuin systemaattisten osien Y YY), péddkomponenttianalyysi.

Koska kiytinnossd kommunaliteetteja ei kuitenkaan tunneta, ne joudutaan
korvaamaan sopivilla arvioilla. Yleisesti kdytettyjd arvoja ovat:

2 _ max

D) h=3 |’”ij|,
2 _ p2

2) =R i1, P>
2 _

3) KB=1.

Kun p on parinkymmenen luokkaa tai suurempi, on melko samantekevid,
miten kommunaliteetit arvioidaan. Lopulliset arviot saadaan padakseliratkaisun
jéilkeen laskemalla ne estimoidusta faktorimatriisista A maédritelmdn mukai-
sesti kaavalla

2

2_ 2 2 .
hi=a;+a,+..+a;,i=12,..p.

Ainakin pienilld muuttujamédrilld on paras midrdtd kommunaliteetit iteroi-
malla eli syottamaélld estimoidusta matriisista A lasketut kommunaliteetit ta-
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kaisin korrelaatiomatriisin lavistdjélle ja toistamalla tdtd menettelyd, kunnes
kommunaliteetit tulevat riittdvin vakaiksi. Kdytdnnossd riittid muutama ite-
raatio. Tdmd menettely vastaa Harmanin Minres-ratkaisua. Survossa iteratiivi-
nen ratkaisu tapahtuu havainnollisesti aktivoimalla matriisiketju MATRUN
PFACT toistuvasti tai tehokkaammin FACTA-operaatiolla, kun tdsmennykse-
nd on METHOD=ULS (unweighted least squares).

5.3 Suurimman uskottavuuden faktorointi

Olkoon

D x@  x™
otos multinormaalijakaumasta N([,2), missd kovarianssimatriisi 2 toteuttaa
faktorianalyysin perusyhtilon S=AA’+W? . Tissid A on pxr-faktorimatriisi ja
W2 pxp-livistijimatriisi.

Suurimman uskottavuuden funktion logaritmi, kun se on maksimoitu para-
metrin U suhteen on tdssd tapauksessa

log L(W,Z) = = 5[pNlog(2m) + Nlog|[Z| + tr(Z'M)],

missd M on otoksesta laskettu momenttimatriisi. Ko. lauseke on nyt maksi-
moitava, kun Z=AA’+¥?, parametrien A ja W suhteen.

Maksimointitehtdvin luonne riippuu faktorien lukumaéristé r suhteessa muut-
tujien lukumiirdian p. Olennaisia parametreja matriisissa 2 on p(p+1)/2 kap-
paletta ja matriisissa AA’+W? vastaavasti pr+p—r(r—1)/2. Vihennys r(r—1)/2 jil-
kimmadisessé johtuu rotaatiomahdollisuudesta.

Jos siis p(p+1)/2 < prep—r(r-1)/2 eli p+r = (p-r)* , vaatimus T=AA +¥ ei
lainkaan rajoita kovarianssimatriisia X ja paadytddn nidin péadakseliratkaisuun
A=P(’)(R), W2=0. Timd tilanne on kuitenkin kdytannossd harvinainen, silld se
edellyttdd suhteellisesti hyvin suurta faktorilukua. Esim. tapauksessa p=20,
rz15.

Jos p+r < (p-r)* , miki on siis normaali tilanne, D.N.Lawley (1940) on
osoittanut, ettid ehdolla

A’W2A = ldvistdjamatriisi,
joka yksikésitteistdd tuloksen kiinnittdmaillad rotaation, ratkaisuksi saadaan

A=POYIR-WYHY .

Talld ratkaisulla on sekin etu puolellaan verrattuna péadakseliratkaisuun, ettéd se
on invariantti muuttujien X s#didnnollisissd lineaarimuunnoksissa. Tehtdva
edellyttdd kuitenkin iterointia, joka kauan tuotti suuria vaikeuksia, koska sup-
peneminen kohti lopullista ratkaisua oli kohtuuttoman hidasta. K.G.Joreskog
esitti kuitenkin véitoskirjassaan (1963) menettelyn, joka huomattavasti no-
peuttaa konvergenssia ja tekee suurimman uskottavuuden ratkaisun kdytdn-
nossd mahdolliseksi. Joreskog on sittemmin soveltanut samaa tekniikkaa me-
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nestyksellisesti faktorianalyysin yleistyksissd eli ns. rakenneyhtdlomalleissa
(LISREL).

Survossa suurimman uskottavuden ratkaisu saadaan FACTA-operaatiolla ilman
METHOD-tdsmennysti (tai tismennyksellda METHOD=ML).

5.4 Rotaatiomenetelmiit

Kuten edelld on kédynyt ilmi, faktorianalyysin tulos ei ole yksikésitteinen fak-
torimatriisin A osalta. Faktoreihin F voidaan kohdistaa sdénnollinen muunnos
F*=T’F ilman, etti faktorianalyysin malliin liittyvit perusolettamukset ja esim.
perusyhtilo siitd jarkkyvit. Faktorimatriisin A tasolla tdmi rotaatiomahdolli-
suus tarkoittaa siirtymistd ns. rotatoituun faktorimatriisiin A"=A(T'Y, kuten
nihtiin timén luvun alussa.

Rotaation tuottama epadmaiirdisyys on lupa kddntéd tutkijan ja tutkimuskoh-
teen eduksi. On tdysin sallittua valita sellainen rotaatiomatriisi, joka antaa
mahdollisimman selkein késityksen muuttujien ja faktorien vélisistd riippu-
vuuksista. Toistamalla tutkimus esim. uusissa olosuhteissa etsitddn vahvistusta
sille, ettd saavutetut tulokset ovat invariantteja.

Valittaessa rotaatioratkaisua pyritdéin yleensd faktorirakenteen yksinkertai-
suuteen (simple structure), jonka faktorianalyysin uranuurtaja L.L.Thurstone
on miiritellyt jo 1930-luvulla. Hinen alkuperiiset vaatimuksensa olivat seu-
raavat:

1. Faktorimatriisin jokaisella rivilld tulee olla ainakin yksi nolla.

2. Jokaisessa sarakkeessa tulee olla ainakin r nollaa.

3. Jokaista faktoriparia kohti tulee olla ainakin » muuttujaa, joiden
lataukset ovat nollia ensimméiisessd mutta ei toisessa.

Tiassd "nollalla" tarkoitetaan ldhelld nollaa olevia arvoja. Thurstone itse on
myohemmin vield laajentanut niitd "yksinkertaisen rakenteen" vaatimuksia,
joita ei tdssd toisteta. Pikemmin on syytd pelkistden todeta, ettd rotaation avul-
la faktorimatriisi yritetdéin saattaa muotoon, jossa on mahdollisimman paljon
ldhelld nollaa olevia latauksia, toisaalta jonkin verran itseisarvoltaan suuria la-
tauksia ja mahdollisimman vihén "keskikokoisia". Téllainen tilanne luo edel-
lytykset tulosten tulkinnalle, jota esim. verrataan tutkittavasta ilmiosté esitet-
tyihin teorioihin.

On tapana puhua "ortogonaalisesta" rotaatiosta, kun rotaatiomatriisi on orto-
gonaalinen. Tdméa merkitsee sitd, ettd faktorit jadvit rotaation jilkeenkin kor-
reloimattomiksi. Toinen vaihtoehto on "vino" rotaatio, jossa rotaatiomatriisi ei
ole endd ortogonaalinen ja faktoreiden sallitaan korreloida keskendin. Kum-
massakin tapauksessa nykyisin haetaan ratkaisu yleensd jonkin analyyttisen
kriteerin perusteella, joka tekee ratkaisusta objektiivisemman. Silti taitavissa
kisissd graafisella rotaatiolla on edelleen oma paikkansa kédytinnon sovelluk-
sissa.
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5.4.1 Graafinen rotaatio

Aikaisemmin yleistd oli suorittaa rotaatio graafisesti piirtdmélld faktoriava-
ruuden kaksiulotteisia projektioita eri faktoriparien suhteen, valita kussakin tar-
koituksenmukainen 2-ulotteinen rotaatio, pdivittdd faktorimatriisi valitun ro-
taation mukaisesti ja jatkaa uudella faktoriparilla niin kauan, kun saavutetaan
toivotut ehdot tayttava ratkaisu.

On helppo ymmairtdi, ettd graafinen rotaatio syrjiytyi tdysin, kun tuli mah-
dolliseksi kéyttdd analyyttisia kriteereitd, jotka voi ohjelmoida tietokoneelle.
Vuorovaikutteista graafista ratkaisua ei pitkddn voinut edes ajatella ohjelmoi-
tavaksi. Survossa graafinen rotaatio on ollut kuitenkin saatavilla jo SURVO
76 -versiossa vuodesta 1977 ldhtien, koska jérjestelma jo silloin oli luonteel-
taan vuorovaikutteinen.

Nykyisessd Survossa (SURVO 84C) kaikki rotaatioratkaisut tehdddn
ROTATE-operaatiolla ja graafiseen rotaatioon pdistdin antamalla tismennys
ROTATION=GRAPHICAL . Rotaatio alkaa tdlloin kahden ensimmaéisen faktorin
projektiosta ja kéyttdjd voi ohjata rotaatiota kuvaruudulla ilmoitetuilla napeil-
la. Perustilanteena on ortogonaalinen rotaatio, jolloin kéyttdjdn riittdd ohjata
kohdistin osoittamaan uutta X-akselin paikkaa, joka ndin ma&rdd kiertokul-
man. Yksittdisen 2-ulotteisen rotaation jélkeen voi vaihtaa seuraavaan faktori-
pariin ja jatkaa uudella kulman valinnalla. On mahdollista my®s siirtyd vinoon
rotaatioon, jolloin kiyttdjd joka vaiheessa joutuu osoittamaan sekd uuden X-
ettd uuden Y-akselin paikat. Téssd tekstissd on turha selittdad kaikkia yksityis-
kohtia. Menettelyn oppii vain kokeilemalla kidytdnnosséd. Tyypillinen nikyméa
graafista rotaatiota aloitettaessa on seuraavanlainen:

SURVO 84C Thu Mar 17 07:59:07 1994

Factor rotation: F2

Angle by + or -
V=Varimax angle
Q=Quartimax angle
R=Rotate!
N=Next pair

of factors
P=Point display
L=Label display
D=Vector display
A=Refresh display F1
O=0blique rotation

Angle= 4.2
Exit by pressing .’
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Tdhdn on pididsty seuraavien vaiheiden kautta. Ensin on laskettu aineiston
KYMMEN 12 muuttujasta (lajimuuttujat sekd pituus ettd paino) korrelaatiot ja
sovellettu saatuun korrelaatiomatriisiin FACTA-operaatiota 3 faktorilla. Suu-
rimman uskottavuuden faktorimatriisi tallentuu matriisitiedostoon FACT.M .
Aktivoimalla ROTATE-komento (rivilld 21) piéstdéin edelld esitettyyn graafi-
sen rotaation alkutilanteeseen.

22 1 SURVO 84C EDITOR Thu Mar 17 07:58:45 1994 D:\M\MEN\ 100 100 0
*

1

2 *MASK=--AAAAAAAAAAAA-————

3 *CORR KYMMEN

4 *FACTA CORR.M, 3, CUR+1_

5 *Factor analysis: Maximum Likelihood (ML) solution
6 *Factor matrix

7 * F1l F2 F3 h”2
8 *M100 0.997 0.022 0.001 0.995
9 *Pituush 0.174 -0.021 -0.088 0.038
10 *Kuula -0.043 0.689 -0.405 0.641
11 *Korkeus -0.414 0.105 -0.276 0.259
12 *M400 0.461 -0.173 0.505 0.497
13 *Aidat 0.312 0.251 0.107 0.172
14 *Kiekko 0.000 0.668 -0.519 0.715
15 *Seivds 0.063 -0.344 -0.096 0.131
16 *Keihds -0.220 -0.051 -0.183 0.085
17 *M1500 -0.285 -0.363 0.647 0.631
18 *Pituus -0.131 0.967 0.119 0.967
19 *Paino -0.102 0.886 -0.156 0.820
20 *
21 *ROTATE FACT.M, 3,CUR+1. / ROTATION=GRAPHICAL MODE=VGA

5.4.2 Analyyttiset rotaatiomenetelmét
Analyyttisissa menetelmissd kidytetddn yksinkertaista rakennetta jollain ta-
voin kuvaavaa, rotatoidusta faktorimatriisista A"=A(T™')’ riippuvaa mittaa
m(A”), joka maksimoidaan (tai minimoidaan) rotaatiomatriisin T suhteen.
Niiden mittojen tyypillinen ominaisuus on se, etti ne saavuttavat optimiar-
vonsa silloin, kun matriisin A" lataukset ovat mahdollisimman vaihtelevia.
Houkuttelevaa olisi ajatella yksinkertaisesti latausten varianssin maksi-
mointia, mutta rotaatiomatriisin ollessa ortogonaalinen, on

A = IATIE = GATT'A) = ML) = A = 3 7
1=

eli latausten neliosumma ja kommunaliteettien summa sidilyy tillaisessa
muunnoksessa. Sen vuoksi funktio m() on yleensi neljétté astetta.

Ortogonaalisten rotaatioiden puolella tunnetaan parhaiten Quartimax- ja Vari-

max-menetelmit. Quartimax-menetelmissé yksinkertaisesti maksimoidaan la-
tausten neljdnsien potenssien summa

m(A") = 2 ]Z a:.;4.

Varimax-rotaatiossa (H.F.Kaiser 1958) maksimoidaan latausten neliGitten
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sarakkeittain (faktoreittain) laskettujen varianssien summa eli
" r
m(A") = p? Z v,
J:

missi

1 s 1 .
v = P [a; = p Zaka]z

=

_1 w_ 1 212
_piaij ?[2%] .

Tavallisesti vield poistetaan muuttujien viliset kommunaliteettierot jakamalla
lataukset riveittdin luvuilla 4, ja kertomalla ne takaisin samoilla luvuilla rotaa-
tion jélkeen.

Kaytidnnossd sekd Quartimax- ettd Varimax-ratkaisu joudutaan etsiméén itera-
tiivisesti tekemilld perikkiisid kaksiulotteisia kiertoja, kuten tapahtuu graafi-
sessakin rotaatiossa. Faktoriparit valitaan systemaattisesti. Esim. 4 faktorin ta-
pauksessa valintajérjestys voi olla (1,2) (1,3) (1,4) (2,3) (2,4) (3,4) (1,2),...
Vaikka optimaalinen kiertokulma on suhteellisen yksinkertainen lauseke
kummassakin ratkaisussa, kunkin kierron yhteydessi kuitenkin faktorimatrii-
sin lataukset muuttuvat aina kahden faktorin osalta, jolloin joudutaan toistu-
vasti palaamaan uudelleen samoihin akselipareihin. Kiertokulmat suppenevat
tavallisesti melko nopeasti kohti nollaa ja iterointi keskeytyy, kun riittiva
tarkkuus on saavutettu.

Survossa Varimax-rotaatio valitaan ROTATE-operaatiossa automaattisesti,
ellei ROTATION-tdsmennykselld ole toisin maédritty. Quartimax-menetelmé
ei ole suoraan mukana, mutta se samoin kuin Varimax on kéytettdvissd apuna
graafisessa rotaatiossa (ROTATION=GRAPHICAL), jolloin tutkija saa napilla
Q nidkyville Quartimax-menetelmén mukaisen parhaan kiertokulman ja vas-
taavasti napilla V Varimax-ehdotuksen. Nédin kumpaakin menetelmidi voi
soveltaa askeltaen graafisen rotaation yhteydessé.

5.4.3 Vinot rotaatiot
Kun faktorianalyysin 1dhtokohtana on muuttujien X korrelaatiomatriisi R, on
luonnollista edellyttid, ettd faktorit normeerataan siten, ettd niiden varianssit
ovat ykkosid, jolloin @ on faktorien korrelaatiomatriisi. Jos alkuperéinen fak-
torirakenne on ortogonaalinen, rotaatiossa A“=A(T™!)’perusyhtiild

T=AA+ W2
saa muodon

I=A'T'TA"” + W2,
jolloin

TT=0.
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Koska korrelaatiomatriisin @ ldvistdjdalkiot ovat ykkosid, seuraa yhtalosta
T’ T=®, ettd matriisin T sarakkeet ovat yksikkdvektorin mittaisia. Ndmi sarak-
keet koostuvat faktoriavaruuden uusien vinojen akselien suuntakosineista al-
kuperiisten ortogonaalisten akselien suhteen. Talloin matriisi

S=AT,
jota sanotaan vinon rotaation rakennematriisiksi (oblique structure), antaa
muuttujien (systemaattisten osien) projektiot uusilla vinokulmaisilla koordi-
naattiakseleilla. Varsinainen rotatoitu faktorimatriisi A* (pattern matrix), joka
antaa vinokulmaiset koordinaatit, on tidlloin

A" = ATy =STH(T!y =SP'!
eli kédédntien

S=A"D.
Matriisi S on my0s muuttujien X ja rotatoitujen faktoreiden F vilisten korre-
laatiokertoimien matriisi, silld

PX,F) = cov(X,F) =E[A'F+ U)F'|=A"®=S§.

Survon vinoissa rotaatioratkaisuissa ko. matriiseita vastaavat seuraavat matrii-
sitiedostot:

Matriisi Tiedosto
A FACT.Mtai PFACT.M
T TFACT .M
A’ AFACT.M
(0} RFACT .M
S SFACT.M.

Analyyttisia vinoja rotaatioratkaisuja, joita on ehdotettu lukuisia, Survossa
edustaa ns. suora Oblimin-menetelmé (Jennrich ja Sampson 1966). Toisena
vaihtoehtona on Yrjo Ahmavaaran alunperin esittimé kosiniratkaisu, jota vas-
taavan analyyttisen ratkaisun ovat kehittdneet T.Markkanen, S.Mustonen ja
M.Tienari v. 1962.

Oblimin-menetelmassi (kts. Harman ss. 334-341) minimoidaan lauseke

r .-1 >'<2 ﬁ<2 6 *2 *
Z Z[iaikaij ) ﬁaik aijZ]
J= =1 1= = =

rotaatiomatriisin T suhteen ehdolla, ettd diag(T’T)=I . Minimoitava lauseke
riippuu parametrista 8, jonka arvoksi yleensi valitaan O tai negatiivinen luku.
Mitd negatiivisempi 0 on, sitd ortogonaalisemmaksi ratkaisu muodostuu. Suo-
siteltavin arvo on yksinkertaisesti =0, joka Survossa (kun ROTATE-operaa-
tiota kéytetddn tdsmennyksellda ROTATION=0BLIMIN) on oletusarvona. Tdssd
tapauksessa on helppo nihdé lausekkeen muodosta, miten "nollat" ja "suuret"
lataukset pyritddn saamaan eri faktoreille yksinkertaisen rakenteen hengessa.

Ahmavaaran kosinirotaatiossa yksinkertaisen rakenteen vaatimukset saadaan
yleensd voimaan valitsemalla muuttujista X r kappaletta ns. faktorimuuttujiksi
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asettamalla rotatoidut faktoriakselit kulkemaan pitkin ao. muuttujavektoreita.
Talloin kukin faktorimuuttuja saa suuren latauksen omalla faktorillaan ja nol-
lalatauksen muilla faktoreilla. Tédhdn samaan pyritdén usein myos graafisessa
rotaatiossa.

Kosiniratkaisun teknisend ongelmana on ollut, miten faktorimuuttujat olisi
talloin valittava, koska vaihtoehtoja on binomikertoimen C(p,r) ilmaisema
miérd. On luonnollista yrittdéd saada faktorimuuttujat mahdollisimman ortogo-
naalisiksi toistensa suhteen.

Markkasen, Mustosen ja Tienarin kehittimissd laskentamenetelméssd titd
padmaéadria tavoitellaan maksimoimalla normeerattujen vektorien

X =12

muodostaman matriisin determinantin itseisarvo valitsemalla indeksit 7,,i,,...,i,
luvuista 1,2,...,p. Ko. determinantti vastaa vektorien virittiman suuntaissir-
mion tilavuutta ja mittaa siten myos vektorien ortogonaalisuuden astetta.

Koska kiytinnossd on mahdotonta kidydi ldpi kaikkia faktorikombinaatioi-
ta, Survon ratkaisussa (ROTATION=COS) tyydytéddn yksinkertaisesti ldpikdy-
miin vain p vaihtoehtoa lahtemaélld vuorollaan liikkeelle yhdestd muuttujasta,
liittdmalld siithen toinen, joka on ensiksi valitun suhteen mahdollisimman or-
togonaalinen, tdmén jilkeen kolmas, joka on mahdollisimman ortogonaalinen
em. kahden muodostamaa tasoa vastaan jne. Tdmi ei takaa, ettd aina ehdoton
globaali optimiratkaisu 18ytyisi, mutta antaa kuitenkin optimia ldhelld olevan
tuloksen.

Kosinirotaatiota koskevan tdsmennyksen voi antaa myos esim. muodossa
ROTATION=COS, 0.4, jossa lisdparametri 0.4 osoittaa, ettd faktorimuuttujik-
si saa valita vain sellaisia, joiden kommunaliteetit ovat ainakin 0.4 . Niin vil-
tetddn se, etteivdt kovin alhaisen yhteisvaihteluosuuden omaavat muuttujat
pidse vaikuttamaan tulokseen. Oletusarvo téille kommunaliteettien alarajalle
on0.3.

5.4.4 Esimerkki

Tarkastelemme faktorianalyysin menetelmien toimivuutta keinotekoisessa
esimerkkitilanteessa, jossa faktorimatriisi A ja faktorien korrelaatiomatriisi ®
tunnetaan. Niiden ja perusyhtilon R=A®A’+¥? avulla konstruoimme korre-
laatiomatriisin R, jota sitten 1ihdemme analysoimaan aluksi puhtaasti teoreet-
tisilla suureilla ja lopuksi luomalla tdtd mallia noudattavan simuloidun otok-
sen, jonka analysoimme vastaavin keinoin.

Tissd ovat 8 muuttujan ja 3 faktorin faktorimatriisi A ja faktorien korrelaa-
tiomatriisi ®. Muuttujat on selvyyden vuoksi jaettu kolmeen ryhmién, X-, Y-
ja Z-muuttujiin siten, ettd kukin ryhma vastaa yhtd faktoria vieldpd niin, etti
ryhmien ensimmadiset ovat puhtaita faktorimuuttujia (lataukset muilla fakto-
reilla nollia).

Matriisit talletetaan matriisitiedostoiksi A .MAT ja PHI .MAT:
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1 SURVO 84C EDITOR Wed Mar 23 08:59:23 1994 D:\M\MEN\ 240 100 0

*

3

1

2 *Faktorimatriisi:
3 *MATRIX A

4 */// Fl 2

5
6
7
8
9

w

*X1
*X2
*X3
*X4
*Y1
10 *Y2
11 *Y3
12 *Y4
13 *z1
14 *72
15 *z3
16 *Z4
17 *
18 *Faktorien korrelaatiomatriisi:
19 *MATRIX PHI
20 */// F1 F2 F3

|
oo ocoococoocococoo ™
N

|
1oy 3
-

WO oW
w N

N W

[\ ]

OO OO ODODODOOOOO

F
0
0
0
0
0
0.
-0
0
0
-0
0
0

[CVITNE, o))

2
.3
3

.3

21 *F1 1 0.4 0.2
22 *F2 0.4 1 -0.1
23 *F3 0.2 -0.1 1
24 *

25 *Talletetaan matriisit A ja PHI:
26 *MAT SAVE A

27 *MAT SAVE PHI_

28 *

Matriisi R lasketaan perusyhtilosti. Ominaisfaktorien varianssit W? (tissi
PST) otetaan huomioon tidydentdmalld matriisia APA’ yksinkertaisesti niin, et-
td sen lavistdjdalkiot tulevat ykkosiksi.

1 1 SURVO 84C EDITOR Wed Mar 23 09:05:38 1994 D:\M\MEN\ 240 100 0
*

28
29 *Lasketaan korrelaatiomatriisi R perusyhtdldstd R=A*PHI*A’+PSI :
30 *MAT DIM A /* rowA=12 colA=3

31 *MAT R=A’ / *R~A' 3*12

32 *MAT R=PHI*R / *R~PHI*A’ 3*12

33 *MAT R=A*R / *R~A*PHI*A’ 12*12

34 *MAT D=VD(R) / *D~VD(A*PHI*A’) 12*1

35 *MAT D=DV (D) / *D~DV (VD (A*PHI*A’)) D12*12

36 *MAT I=IDN(rowA, rowh)

37 *MAT PSI!=I-D /

38 *MAT R=R+PSI /

39 *_

*PSI~IDN-DV (VD (A*PHI*A’)) D12*12
*R~A*PHI*A’+PSI 12*12

Mallin mukainen korrelaatiomatriisi ndyttdd seuraavalta:
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21 1 SURVO 84C EDITOR Wed Mar 23 09:12:59 1994

39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70

*

*Saatu korrelaatiomatriisi R:
*LOADM R, ##.###, CUR+1_

*A*PHI*A’+PSI
*

*X1 1
*X2 0
*X3 -0
*X4 0
*Y1 0
Y2 0
Y3 0
*v4 0
*71 0
*72 -0
*73 0
*74 -0
*

*

*x1 -0
*X2 -0.
*X3 -0.
*X4 -0.
Y1 -0.
Y2 -0.
*Y3 0
*Y4 -0.
*71 0
*72 1
*73 -0.
*74 0

*

X1

.000
.624
.320
.480
.288
.272
.128
.256
.096
.144
.176
.096

72

.144

321
057
108
297
345

.255

135

.288
.000

246

.099

OO OO OCORrOoO

| |
oo

| |
OO OO OODOO

|
o

X2

.624
.000
.168
.501
.540
.516
.093
.336
-0.
-0.
.270
.081

054
321

73

.176
.270
.052
.108
.144
.202
.116
.092
.204
-0.
.000
-0.

246

120

X3

.320
.168
.000
.165
.234
.176
.301
.002
.102
.057
.052
.147

z4

.096
.081
.147
.009
.135
.051
.048
.021
.126
.099
.120
.000

OO0 O0OO0DOOOHOOO

X4

.480
.501
.165
.000
.351
.297
.039
.237
.108
.108
.108
.009

[=Nelelelelelel oo e o]

Y1

.288
.540
.234
.351
.000
.684
.369 -0.
.342
.054 -0.
.297 -0.
.144
.135

RHPOOOOO

0.

0.
0.

Y2

.272
.516
.176
.297
.684
.000

353
296
150
345
202
051

-0.
-0.

-0.
-0.

-0.

-0.
-0.

D:\M\MEN\ 240 100 0

Y3
.128
093
301
.039
369
353
.000
091
.246
.255
116
048

OO OHOODODOOOO

Y4

.256
.336
.002
.237
.342
.296
.091
.000
.006
.135
.092
.021

.096
.054
.102
.108
.054
.150
.246
.006
.000
.288
.204
.126

zZ1

Survon FACTA-operaatiolla lasketaan suurimman uskottavuuden ratkaisu kol-
mella faktorilla:
1 SURVO 84C EDITOR Wed Mar 23 09:16:52 1994

D:\M\MEN\ 240 100 0

70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88

*

*Suurimman uskottavuuden ratkaisu:
*FACTA R, 3,CUR+1_

*Factor analysis: Maximum Likelihood (ML) solution

*Factor matrix
*

*X1
*X2
*X3
*X4
*Y1
*Y2
*Y3
*Y4
*71
*72
*73
*x74

*

OO OO OO ODODOCDOOCO

Fl

.556
.793
.043
.517
.828
. 744
L2917
.415
.091
.399
.269
.022

OO OO OO

F2

.574
.323
-0.
.328
-0.
-0.
.502
.041
.230
.116
.062
.204

602

309
245

OO ODOCODODODOOOCO

F3

.027
.102
.073
.146
.169
.048
.190
.063
.547
.411
.354
.320

OO ODODODOOOOO

h"2

.640
.744
.370
.396
.810
.616
.376
.178
.360
.342
.202
.144

Ratkaisu sellaisenaan muistuttaa vain véhiisesti alkuperdistd. Tilanne muuttuu
kuitenkin tdysin selkedksi, kun sovelletaan saatuun faktorimatriisiin (FACTA
on tallettanut sen matriisitiedostoon FACT . M) kosinirotaatiota (ROTATE-operaa-
tio tdsmennykselld ROTATION=COS):
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55 1 SURVO 84C EDITOR Wed Mar 23 09:22:15 1994 D:\M\MEN\ 240 100 0
88 *

89 *Kosinirotaatio:

90 *ROTATE FACT.M,3,CUR+1 / ROTATION=COS RESULTS=100-
91 *Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’
92 * Fl F2 F3 Sumsqr

93 *X1 0.800 -0.000 -0.000 0.640

94 *X2 0.700 0.300 -0.200 0.620

95 *X3 -0.600 0.500 0.000 0.610

96 *X4 0.500 0.200 0.100 0.300

97 *Y1 0.000 0.900 -0.000 0.810

98 *Y2 0.100 0.700 -0.200 0.540

99 *Y3 0.300 -0.500 0.300 0.430

100 *y4 0.200 0.300 0.000 0.130

101 *71 0.000 0.000 0.600 0.360

102 *Z2 -0.200 -0.200 0.500 0.330

103 *z3 0.300 0.000 -0.400 0.250

104 *z4 -0.300 0.300 0.300 0.270

105 *Sumsqr 2.100 2.150 1.040 5.290

106 *

107 *Rotation matrix TFACT.M

108 * F1 F2 F3

109 *F1 0.696 0.920 -0.152

110 *F2 0.718 -0.343 0.383

111 *F3 0.034 0.187 0.911

112 *

113 *Factor correlation matrix RFACT.M

114 * Fl F2 F3

115 *F1 1.000 0.400 0.200

116 *F2 0.400 1.000 -0.100

117 *F3 0.200 -0.100 1.000

118 *

119 *The factor structure matrix SFACT.M is obtained by the commands:
120 *MAT SFACT.M=AFACT.M*RFACT.M

121 *MAT LOAD SFACT.M,12.123,CUR+1

122 *

Kaikki, mitd ndkyy riveilld 91-121, on ROTATE-operaation kirjoittamaa tu-
losta. Ratkaisu on identtinen ldhtokohtana olevan faktorirakenteen kanssa.
Tidssd tapauksessa myos (iteroitu) padakselifaktorointi (FACTA-operaatiossa
METHOD=ULS) tuottaa tuloksen, josta seuraa kosinirotaatiolla "oikea" rat-
kaisu.

Muilla automaattisilla rotaatiomenetelmilléd ei 10ydetd alkuperdistd A-mat-
riisia. Esim. Oblimin-menetelmilli saataisiin:
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88 *

89 *ROTATE FACT.M,3,CUR+1 / ROTATION=OBLIMIN.

90 *Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’
91 * Fl F2 F3 Sumsqr

92 *X1 0.721 0.376 -0.015 0.661

93 *X2 0.803 0.096 -0.201 0.694

94 *X3 -0.162 -0.594 0.023 0.380

95 *X4 0.630 0.132 0.092 0.423

96 *Y1 0.683 -0.562 0.020 0.783

97 *Y2 0.565 -0.436 -0.180 0.542

98 *Y3 -0.025 0.521 0.274 0.347

99 *Y4 0.408 -0.094 0.003 0.175

100 *z1 0.167 0.136 0.582 0.385

101 *Z72 -0.193 0.144 0.484 0.292

102 *Z3 0.159 0.050 -0.394 0.183

103 *z4 0.041 -0.260 0.303 0.161

104 *Sumsqr 2.632 1.417 0.977 5.026

105 *

Tami on kaukana ldhtokohdasta, mutta ei pidd mennd oikop#itd tuomitse-
maan menetelméd kosinirotaatiota huonommaksi. Puhtaiden faktorimuuttujien
olemassaolo suosii kosiniratkaisua.
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Edelld késiteltiin tdysin "tarkkaa" korrelaatiomatriisia. Tutkitaan, mitd tapah-
tuu, kun kohteena on 300 havainnon otos multinormaalijakaumasta, jolla on
tamé korrelaatiomatriisi. Luodaan otos:
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124 *MAT LOAD R,CUR+1
125 *MATRIX MSN

126 */// Keski Hajonta
127 *X1 1

128 *X2
129 *X3
130 *X4
131 *Y1
132 *Y2
133 *Y3
134 *Y4
135 *71
136 *Z2
137 *Z3
138 *74
139 *
140 *MAT SAVE MSN

141 */MNSIMUL R,MSN,XYZ,300 / RND=rand(23031994)_
142 *

coococococococoo0oO
FRRERRERRRERE e

Lasketaan otoskorrelaatiokertoimet, faktoroidaan ja rotatoidaan kosinimenetel-
malla:
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142 *CORR XYZ
143 *FACTA CORR.M, 3

144 *ROTATE FACT.M,3,CUR+1 / ROTATION=COS RESULTS=100-
145 *Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’
146 * F1 F2 F3 Sumsqr
147 *X1 0.816 0.000 -0.000 0.665
148 *X2 0.620 0.393 -0.237 0.595
149 *X3 -0.601 0.570 -0.076 0.692
150 *x4 0.583 0.159 0.081 0.371
151 *Y1 -0.000 0.897 -0.000 0.805
152 *Y2 0.042 0.737 -0.232 0.598
153 *Y3 0.335 -0.449 0.350 0.436
154 *y4 0.197 0.321 -0.140 0.161
155 *z1 0.000 -0.000 0.651 0.424
156 *72 -0.130 -0.187 0.587 0.397
157 *Z3 0.323 -0.069 -0.514 0.373
158 *74 -0.259 0.222 0.256 0.182
159 *Sumsqr 2.091 2.247 1.363 5.700
160 *

161 *Rotation matrix TFACT.M

162 * Fl F2 F3

163 *F1 0.666 0.933 -0.182

164 *F2 0.741 -0.234 0.576

165 *F3 -0.091 0.273 0.797

166 *

167 *Factor correlation matrix RFACT.M
168 * F1 F2 F3

169 *F1 1.000 0.423 0.233

170 *F2 0.423 1.000 -0.087

171 *F3 0.233 -0.087 1.000

172 *

Havaitaan, ettd ainakin tédssé tapauksessa tulokset vastaavat hyvin odotettuja.
Pian esiteltdvin ns. transformaatioanalyysin avulla on mahdollista tutkia vas-
taavuutta paremmin kuin tissd on tehtidvissad silmamaiiridisesti.
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Vastaava Oblimin-ratkaisu on seuraava:

41 1 SURVO 84C EDITOR Wed Mar 23 13:31:01 1994

144
145
146
147
148
149
150
151
152
153
154
155
156
157
158
159
160

D:\M\MEN\ 240 100 0

*ROTATE FACT.M,3,CUR+1 / ROTATION=OBLIMIN.
*Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’

*

*X1
*X2
*X3
*X4
*Y1
*Y2
*Y3
*Y4
*71
*72
*73
*74

*Sumsqr
*

F1l

0.698
0.819
-0.043
0.649
0.764
0.619
-0.
0
0
-0
0
0
2

029

.415
.124
.159
.120
.016
LT

0.
0.
-0.
0.
-0.
-0.
0.
-0.
0.
0.
0.
-0.
1.

F2
455
054
661
271
469
445
548
109
235
238
030
169
592

-0.
-0.
0.
0.
0.
-0.
0.
-0.
0.
0.
-0.
0.
1.

F3 Sumsqr
026 0.695
172 0.704
043 0.440
081 0.502
146 0.825
092 0.591
234 0.356
081 0.190
591 0.420
507 0.339
488 0.253
277 0.105
050 5.419

5.5 Faktoripistemiérit

Faktoroinnin ja rotaation jidlkeen halutaan usein tietdd myos faktorien arvot
havaintokohtaisesti. Ndiden faktoripistemiirien laskemiseen ei ole yksikésit-
teistd tapaa, koska faktorianalyysin mallia

X=p+AF+U

vastaavia yhtiloiti ei voi sellaisenaan ratkaista faktorien F suhteen.

Paras tapa selvittdd asia lienee erdinlaisen regressiomenetelmén soveltami-
nen. Etsitddn faktoreille F muotoa K(X — W) oleva likimédiridinen esitys pie-
nimmén nelidsumman keinolla minimoimalla

SIK) =E(|F - KX - )| = E[tr(F - KX = )" (F - KX - )]

rXp-matriisin K suhteen. Rajoitumme ortogonaalisten faktorien tapaukseen,
jolloin E(FF’)=I. T4ll6in minimi saavutetaan, kun K=A'R".

Viitteen todistamiseksi kehitellddn lauseketta f{K) seuraavasti:
AK) =Et[(F - KX - p)F - KX - W)’
= E[tr(FF’ - F(X - W’K’ - K(X - WF + KX - )X - )’K")]

=tr(I-A’K’ - KA + KRK") .

Kayttdmilld hyvéksi korrelaatiomatriisin R Cholesky-hajotelmaa R=CC’
osoitamme nyt, ettd

A=fK)-AA'RH)20.
A=trI-2KA + KRK’) —tr(I- 2A’R'A + A’'R'RR'A)

= tr(KRK’ - 2KA + A’R'A)

= tr[(KC)(C’K’) = 2(KC)(C'A) + (A’C*")(C'A)]
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=t (LL’ - 2LB’ + BB’),

missid L=KC ja B’=C"'A . Tillsin

A=tr(LL’ -LB’ -BL’ + BB’) =tr(L - B)(L - B)’ .
Nihdidn siis, ettd A=0 ja A=0 vain, kun L=B eli kun K=A'R!.
Matriisin R kédédntdminen voi olla ongelmallista ja se voidaankin vélttdd seu-
raavalla keinolla, jonka on esittinyt W.Ledermann v.1938.
Perusyhtilon R=AA’+W? nojalla on

AWR=AVIAA + W) = (A'W?A + DA’
eli kertomalla matriisilla R oikealta saadaan

A'W?=(A'Y2A+DA'R' = (A’W?A + DK,
josta K ratkeaa muodossa

K=AWA+D'AW2.

Faktoripistemédrien kerroinmatriisi K saadaan siis lasketuksi kadntamalld
"suuren" pXp-korrelaatiomatriisin R asemasta "pieni" rXr-matriisi.

Tulokset on johdettu olettaen faktorit ortogonaalisiksi. Jos faktorit korreloivat
eli E(FF*)=®, saadaan vastaavalla tavalla K=®A’R"! ja Ledermannin lyhenne-
tyssd muodossa

K=(AW?A + Oy IA W2,
Survossa faktoripisteméirien kerroinmatriisi K lasketaan sukrolla /FCOEFF

ortogonaalisten faktorien tapauksessa ja sukrolla /FTCOEFF vinorotaation
jéalkeen.
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5.5.1 Esimerkki

Jatkamme rotaatiomenetelmien yhteydessd luodun 300 havainnon XYZ-otok-
sen kisittelyd laskemalla kosinirotaation pohjalta faktoripistemiérit. Rotaa-
tiossa saatiin seuraavat tulokset:
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144 *ROTATE FACT.M,3,CUR+1 / ROTATION=COS RESULTS=100-
145 *Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’
146 * Fl F2 F3 Sumsqr
147 *X1 0.816 0.000 -0.000 0.665
148 *X2 0.620 0.393 -0.237 0.595
149 *X3 -0.601 0.570 -0.076 0.692
150 *X4 0.583 0.159 0.081 0.371
151 *Y1 -0.000 0.897 -0.000 0.805
152 *Y2 0.042 0.737 -0.232 0.598
153 *Y3 0.335 -0.449 0.350 0.436
154 *Y4 0.197 0.321 -0.140 0.161
155 *z1 0.000 -0.000 0.651 0.424
156 *72 -0.130 -0.187 0.587 0.397
157 *z3 0.323 -0.069 -0.514 0.373
158 *z4 -0.259 0.222 0.256 0.182
159 *Sumsqr 2.091 2.247 1.363 5.700
160 *

161 *Rotation matrix TFACT.M

162 * F1 F2 F3

163 *F1 0.666 0.933 -0.182

164 *F2 0.741 -0.234 0.576

165 *F3 -0.091 0.273 0.797

166 *

167 *Factor correlation matrix RFACT.M

168 * F1l F2 F3

169 *F1 1.000 0.423 0.233

170 *F2 0.423 1.000 -0.087

171 *F3 0.233 -0.087 1.000

172 *

173 *The factor structure matrix SFACT.M is obtained by the commands:
174 *MAT SFACT.M=AFACT.M*RFACT.M / *SFACT.M~A*RFACT 12*3
175 *MAT LOAD SFACT.M,12.123,CUR+1

176 *

Nihddksemme, kuinka tarkasti faktorien arvot pystytddn regressiomenetel-
milld saamaan, tulemme lopuksi laskemaan alkuperdisten muuttujien ja fakto-
rien viliset korrelaatiokertoimet. Ndiden korrelaatiokertoimien estimaatit saa-
daan suoraan rotaation yhteydessd matriisina S=A®, joka voidaan laskea ja ot-
taa esille suoraan ROTATE-operaation tulosten loppuun kirjoittamilla matrii-
sikdskyilld (rivit 174-175 edelld). Teemme tdmén ennen faktoripistemiirien
laskemista.
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173 *The factor structure matrix SFACT.M is obtained by the commands:
174 *MAT SFACT.M=AFACT.M*RFACT.M / *SFACT.M~A*RFACT 12*3
175 *MAT LOAD SFACT.M,12.123,CUR+1
176 *MATRIX SFACT.M
177 *A*RFACT
178 */// F1 F2 F3
179 *Xx1 0.816 0.345 0.190
180 *Xx2 0.730 0.675 -0.127
181 *X3 -0.377 0.323 -0.266
182 *X4 0.669 0.398 0.203
183 *Y1 0.379 0.897 -0.078
184 *Y2 0.300 0.775 -0.286
185 *Y3 0.227 -0.338 0.467
186 *Y4 0.300 0.416 -0.122
187 *z1 0.152 -0.057 0.651
188 *z2 -0.072 -0.294 0.573
189 *z73 0.174 0.113 -0.433
190 *z4 -0.106 0.091 0.176
191 *

Faktoripisteméirien kerroinmatriisi K lasketaan rivin 192 /FTCOEFF-sukroko-
mennolla, jossa ldhtotietoina annetaan rotatoitu faktorimatriisi A (AFACT.M),
rotaatiomatriisi T (TFACT.M) ja alkuperdisten muuttujien keskiarvojen ja ha-
jontojen matriisi MSN.M . Viimeinen parametri (FCOEFF .M) ilmoittaa tulosta
K vastaavan matriisitiedoston nimen. Itse asiassa /FTCOEFF ilman mitddn
parametreja tekee saman, silld tisséd kéytetyt parametrit ovat kaikki oletusar-
voja.

Ainoana nikyvini tietona /FTCOEFF Kkirjoittaa (riville 193) ohjeen, miten
laskea saadun kerroinmatriisin avulla faktoripisteméadrit. Tarvittava LINCO-
operaatio on kédynnistetty rivilld 195. Lopuksi on laskettu kaikkien muuttujien
(12 alkuperiistd ja 3 faktoripistemiirdd) korrelaatiomatriisi ja poimittu naky-
ville alkuperdisten muuttujien ja juuri laskettujen faktoripistemédrien korre-
laatiokertoimet:
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191 *

192 */FTCOEFF AFACT.M, TFACT.M,MSN.M, FCOEFF .M
193 *Use FCOEFF.M for factor scores by LINCO <data>,FCOEFF.M(F1,F2,...)
194 *

195 *LINCO XYZ,FCOEFF.M(F1,F2,F3)

196 *CORR XYZ

197 *MAT LOAD CORR.M(*,13:15), ##.###, CUR+1_
198 *MATRIX CORR.M

199 *R(XYZ)

200 */// F1 F2 F3

201 *X1 0.890 0.367 0.227

202 *X2 0.751 0.698 -0.139

203 *X3 -0.492 0.388 -0.348

204 *X4 0.709 0.418 0.234

205 *Y1 0.411 0.957 -0.095

206 *Y2 0.325 0.814 -0.335

207 *Y3 0.245 -0.362 0.569

208 *Y4 0.328 0.440 -0.142

209 *z1 0.168 -0.063 0.783

210 *z2 -0.080 -0.309 0.682

211 *z3 0.192 0.118 -0.547

212 *z4 -0.117 0.099 0.221

213 *F1 1.000 0.438 0.255

214 *F2 0.438 1.000 -0.161

215 *F3 0.255 -0.161 1.000

216 *

Kolme viimeisti rivid vastaa faktorien korrelaatiomatriisia ®, jonka estimaatti
rotaation jilkeen RFACT.M on riveilld 167-171. Samalla tavalla korrelaatioi-
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den riveilld 201-212 tulisi vastata matriisia S (SFACT . M) riveilld 179-190.
Vastaavuus ei ole tdydellistd, mutta se osoittaa, ettd regressiomenetelmé toimii
tdssd tapauksessa varsin tyydyttavésti.

Vertailun vuoksi voidaan vield ottaa esille simulointiesimerkin ldhtkohta-
na olleet A- ja ®-matriisit ja laskea niiden avulla todellinen S:
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216 *

217 *MAT S=A*PHI / *S~A*PHI 12*3
218 *MAT LOAD S, ##.###, CUR+1_

219 *MATRIX S

220 *A*PHI

221 */// F1 F2 F3

222 *X1 0.800 0.320 0.160

223 *X2 0.780 0.600 -0.090

224 *X3 -0.400 0.260 -0.170

225 *X4 0.600 0.390 0.180

226 *Y1 0.360 0.900 -0.090

227 *Y2 0.340 0.760 -0.250

228 *Y3 0.160 -0.410 0.410

229 *Y4 0.320 0.380 0.010

230 *z1 0.120 -0.060 0.600

231 *7.2 -0.180 -0.330 0.480

232 *73 0.220 0.160 -0.340

233 *z4 -0.120 0.150 0.210

234 *
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5.6 Transformaatioanalyysi

Nimityksen transformaatioanalyysi otti kdyttdoon Yrjo Ahmavaara vuonna 1954
viitoskirjassa julkaisemastaan faktorianalyysitulosten vertailumenetelmasta.
Transformaatioanalyysia voi pitdéd ns. konfirmatorisen faktorianalyysin erdina
muotona. Transformaatioanalyysin yhteydessd tutkitaan paitsi vertailtavien
faktorirakenteiden samankaltaisuutta myos erityisesti mahdollisia rakenne-
eroja, jotka ilmenevit "poikkeavana transformoitumisena".

Transformaatioanalyysi vastaa myos osittain ns. Prokrustes-menetelmié
(kts. esim. Seber ss. 253-6). Prokrustes oli kreikkalaisessa mytologiassa rosvo,
joka sijoitti vieraat vuoteeseensa. Jos uhrit olivat liian lyhyitd, hiin venytti hei-
td, jos taas liian pitkid, hidn pdtki heidédt vuoteen mittaisiksi. Prokrustes-mene-
telmissd ei kuitenkaan transformaatioanalyysin tyyliin kiinnitetd huomiota
"uhrien kérsimyksiin" eli poikkeavaan transformoitumiseen.

Transformaatioanalyysin ldhtokohtana on samoilla muuttujilla tehdyt faktori-
analyysit kahdessa (tai joskus useammassa) ryhmissd, joista on laskettu
pxr-faktorimatriisit A, ja A,. Transformaatioanalyysissa on kiinnostuksen
kohteena faktorirakenteen invarianssi. Tdmi invarianssi ei edellytd, ettd
A1=A2 edes likiméérin, koska faktorimatriisit rotaatiomahdollisuudesta joh-
tuen eivit ole yksikdasitteisid. Kuitenkin invarianssi takaa, ettd olisi olemassa
sddnnollinen rxr-transformaatiomatriisi L ,, jolle on voimassa

AL,=A,.

L,, méairitdin pienimmén nelidsumman periaatteella vaatimalla, ettd resi-
duaalimatriisin

E=E,=AL,,-A,

alkioitten neliosumma |[E|=tr(EE’) eli kokonaisresiduaali on mahdollisim-
man pieni. Transformaatiomatriisille L, saatetaan asettaa tdssd minimoinnissa
lisdrajoituksia.

Kokonaisresiduaalin ohella transformaatioanalyysissa tarkastellaan myos
residuaalikovarianssimatriisia EE’ ja E:n vaakariveittdin laskettuja nelidsum-
mia diag(EE’) eli muuttujakohtaisia residuaaleja. On syytd tdhdentés, etti re-
siduaaleista nikyvit poikkeamat kuvaavat faktorirakenteiden eroja eikd esim.
keskiarvoeroja, joita tutkitaan esim. T>-testilli tai erotteluanalyysilla. Raken-
ne-eroista on kiytetty nimitysti "poikkeava transformoituminen".

5.6.1 Ahmavaaran ratkaisu

Ahmavaaran alkuperdisessi esityksessé transformaatiomatriisille L, ei asete-
ta mitddn rajoituksia. Kyseessd on itse asiassa lineaarinen regressio-ongelma ja
ratkaisu saadaan esim. muodossa
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L,=(AA)'AA, .
Todistaaksemme timin siirrytdéin yksinkertaisempiin merkintéihin A=A,
A,=B ja L,,=L, jolloin on minimoitava

tr(AL — B)(AL - BY’

matriisin L suhteen.
Otamme kiyttoon matriisin A Gram-Schmidt-hajotelman
A=QR,
missd Q on pystyriveittdin ortogonaalinen pXr-matriisi eli
QQ=I
ja R on rxr-ylikolmiomatriisi. Olkoon edelleen
K=RL,
jolloin AL=QRL=QK ja (nyt K:n suhteen) minimoitavaa lauseketta voidaan
kehitelld seuraavasti:

tr(AL - B)(AL - BY’ = tr(QK - B)(QK - B)’
= r(QKK’'Q’ - QKB’ - BK’Q’ + BB’)

= r(KK’ - KB’Q - Q’BK’ + BB")

=tr(K- Q'B)(K-Q’B) ~Q'BB’Q +BB’) .

Lausekkeen viimeisestd esitysmuodosta niemme, ettd se saavuttaa pienim-
maén mahdollisen arvon, kun

K=QB eli RL=Q'B.

Téstd on periaatteessa yksinkertaisinta ratkaista L suoraan, koska R on kol-
miomatriisi, muodossa

L=R'Q'B,

mutta kirjallisuudessa tavallisempi esitystapa saadaan kertomalla yhtilod
RL=Q’B vasemmalta matriisilla R’

R'RL =R’Q’B

ja kun muistetaan, etti A=QR sekid todetaan, etti A’A=R’Q’QR=R’R, niin
pédédytéddn yhtdloon

A’AL=A’B,
josta L ratkeaa muodossa

L=L,=AA)'A’B=(AJA)"'A'A, .

Survossa ratkaisu saadaan aikaan suoraan matriisitulkin komennolla
MAT SOLVE L12 FROM Al*L12=A2,

joka silloin, kun yhtél6itd on enemmén kuin tuntemattomia, méérdd ratkaisun
pienimmén nelidsumman keinolla. Numeerinen menettely vastaa télloin edelld
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esitettyd suoraan ortogonalisoidusta A,-matriisista johdettua. Kéytinnossi
tehtdva suoritetaan sukrolla

/TRAN-LEASTSQR Al,A2,

joka antaa transformaatiomatriisin L, lisdksi residuaalimatriisin E,,. /TRAN
on transformaatioanalyysin keinoja sisdltivd sukroperhe, josta saa lisétietoja
aktivoimalla komennon /TRAN-README .

Ahmavaaran alkuperdisen ratkaisun heikkoutena voidaan pitdd sitd, ettd tulos
riippuu suunnasta, jossa transformaatio tehdéddn. On luonnollista vaatia ratkai-
sulta, ettd L21=L'112 eli L ,L,,=I, silld ihannetapauksessa

A=ALy, = AzLilz .

Ko. ratkaisu ei tdytd tdtd ehtoa eikd myOskéddn sitd, ettd edes kokonais-
residuaalin tr(EE’) arvo olisi suunnasta riippumaton.

5.6.2 Symmetrinen transformaatioanalyysi
On osoitettu (Mustonen, 1966), ettd maksimaalinen symmetria transformaa-
tioanalyysin tuloksissa saavutetaan, kun L,, on ortogonaalinen.

Jos kdytimme jilleen viliaikaisesti yksinkertaisempia merkintdji A=A,
A,=B ja L,=L, tehtdviind on minimoida

fL) =tr(AL - B)(AL - B)’ ehdolla L’L=I.
Viitdimme, ettd minimiarvo saavutetaan, kun
L=UV’,
missd U ja V saadaan suoraan rXr-matriisin A’B singulaariarvohajotelmasta

A’B=UDV’.

Osoittaaksemme timéin, toteamme, etti

L) = tr(AA’ + BB’) — tr(ALB’) — tr(BL’A”)
=tr(AA’ + BB’) — tr(L(A’B)) - tr(L’(A’B))
=tr(AA’ + BB’) - t(LVDU’) - tr(L’UDV")
=tr(AA’ + BB’) - t(DU’LV) - t(DV’L’U)
> tr(AA’ + BB’) - 2tr(D) ,

silld sekd tr(DU’LV) ettd tr(DV’L’U) ovat muotoa tr(DS), missd S on ortogo-
naalinen matriisi ja

tr(DS) < tr(D) .
Viimeinen epdyhtdlo seuraa siité, ettd

tr(D) — tr(DS) = tr(D —DS) = tr(DA - S)) =20,
koska ortogonaalisen matriisin S kaikki alkiot ovat <1 .

On helppo nédhdd, ettd edelld saatu lausekkeen f(L) alaraja saavutetaan vain,
kun U'LV=Il eli L=UV"’ .
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Symmetrisessid transformaatioanalyysissa siis L,, saadaan yksinkertaisesti
singulaariarvohajotelmasta A’A,=UDV’ muodossa L,,=UV’. Till6in on sel-
vid, ettd kédnteistransformaation vilittdd L, =VU’ , jolloin symmetriachto
L,,L,,=I toteutuu.

Symmetrisessd mallissa jopa residuaalikovarianssimatriisit ovat samat
suunnasta riippumatta eli

E,E\, =E, E;,
silla
E, E5 = (AL, —ADL; A —A)
=(A, —A L)L, L} )(A; - LAY
=(AL,, -A)A L, -Ay)
=EpE}, .
Siten myos muuttujakohtaiset residuaalit diag(EE’) ja kokonaisresiduaali

tr(EE’) ovat transformaation suunnasta riippumatta samat.

Survossa symmetrinen transformaatioanalyysi tapahtuu sukrokomennolla
/TRAN-SYMMETR Al,A2.

5.6.3 Esimerkki 1

Palataan 3 muuttujan ja 300 havainnon otokseen XYZ, jota késiteltiin viimek-
si rotaation yhteydessi ja jossa todettiin kosinirotaation antaman tuloksen sil-
méméaardisesti vastaavan "todellista" faktorimatriisia:

1 SURVO 84C EDITOR Sun Apr 03 15:33:54 1994 D:\M\MEN\ 100 100 0
39 *
40 */MNSIMUL R, *,XYZ,300 / RND=rand(23031994)
41 *CORR XYZ
42 *FACTA CORR.M, 3
43 *ROTATE FACT.M,3,CUR+1 / ROTATION=COS.
44 *Rotated factor matrix AFACT.M=FACT.M*inv(TFACT.M)’
45 * F1 F2 F3 Sumsqr
46 *X1 0.816 0.000 -0.000 0.665
47 *X2 0.620 0.393 -0.237 0.595
48 *X3 -0.601 0.570 -0.076 0.692
49 *X4 0.583 0.159 0.081 0.371
50 *Y1 -0.000 0.897 -0.000 0.805
51 *Y2 0.042 0.737 -0.232 0.598
52 *Y3 0.335 -0.449 0.350 0.436
53 *Y4 0.197 0.321 -0.140 0.161
54 *71 0.000 -0.000 0.651 0.424
55 *72 -0.130 -0.187 0.587 0.397
56 *Z3 0.323 -0.069 -0.514 0.373
57 *z4 -0.259 0.222 0.256 0.182
58 *Sumsqr 2.091 2.247 1.363 5.700
59 *

Tarkistamme saadun rotaatioratkaisun (AFACT.M) ja alkuperdisen faktorira-
kenteen (A) vastaavuuden sukrolla /TRAN-LEASTSQR, joka laskee Ahmavaaran
alkuperdisen transformaatioanalyysin mukaiset tulokset:
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1 1 SURVO 84C EDITOR Sun Apr 03 15:48:37 1994 D:\M\MEN\ 100 100 0
*

62

63 */TRAN-LEASTSQR AFACT.M,A

64 *MAT LOAD L.M, ##.###,END+2 / Transformation matrix
65 *MAT LOAD E.M, ##.###,END+2 / Residual matrix

66 *_

67 *MATRIX L.M

68 *Transformation_matrix

69 */// F1 F2 F3
70 *F1 0.989 -0.008 0.004
71 *F2 0.023 0.968 0.049
72 *F3 -0.061 -0.013 0.880
73 *

74 *MATRIX E.M
75 *Residual_matrix

76 */// F1l F2 F3
77 *X1 0.007 -0.007 0.004
78 *X2 -0.064 0.078 0.013
79 *X3 0.023 0.058 -0.042
80 *X4 0.075 -0.052 -0.018
81 *Y1 0.020 -0.031 0.044
82 *Y2 -0.027 0.016 0.032
83 *Y3 -0.000 0.058 -0.012
84 *Y4 0.010 0.011 -0.107
85 *Z1 -0.040 -0.008 -0.027
86 *72 0.031 0.012 0.007
87 *73 0.049 -0.063 -0.054
88 *74 0.033 -0.086 -0.065
89 *

Sukro /TRAN-LEASTSOQR tallettaa tulokset matriisitiedostoihin L.M ja E.M ja
kirjoittaa valmiit MAT LOAD-komennot (tdssd riveille 64-65), joiden akti-
vointi tuottaa rivit 67-88.

Nédemme, ettd transformaatiomatriisi on ldhelld yksikkomatriisia ja resi-
duaalimatriisin alkiot ovat tyydyttdvén ldhelld nollaa. Residuaalien tilastolli-
seen tarkasteluun otamme kantaa esimerkissi 3.

5.6.4 Esimerkki 2
Tutkimme nyt kaavamaisen esimerkin kautta, miten "poikkeava transformoi-
tuminen" tulee esiin silloin, kun faktorirakenteissa on joidenkin muuttujien/
faktorien suhteen selvit erot. Tarkastelemme kahta faktorimatriisia A1 ja A2,
jotka eroavat toisistaan vain kahden alkion suhteen (etumerkki on muuttunut).
Ko. alkiot nékyvit tehostettuina seuraavassa kaaviossa. Al on tidssd sama kuin
A aikaisemmassa esimerkissa.

Voisimme ajatella, ettd aineistossa 1 muuttujien X3 ja Y3 luonne tai merki-
tys on ainakin osittain toinen kuin aineistossa 2.
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2 1 SURVO 84C EDITOR Sun Apr 03 16:02:49 1994 D:\M\MEN\ 100 100 0
l *

2 *Faktorimatriisi 1:

3 *MATRIX Al

4 x/// F1 F2 F3
5 *X1 0.8 0 0
6 *X2 0.7 0.3 -0.2
7*x3 HEH 0.5 0
8 *X4 0.5 0.2 0.1
9 *Y1 0 0.9 0
10 *Y2 0.1 0.7 -0.2
11 *Y3 0.3 Mg 0.3
12 *y4 0.2 0.3 0
13 *z1 0 0 0.6
14 *z2  -0.2 -0.2 0.5
15 *z3 0.3 0 -0.4
16 *z4 -0.3 0.3 0.3
17 *

18 *Faktorimatriisi 2:

19 *MATRIX A2

20 */// F1 F2 F3
21 *x1 0.8 0 0
22 *X2 0.7 0.3 -0.2
23 *x3 |[EE 0.5 o0
24 *x4 0.5 0.2 0.1
25 *y1 0 0.9 0
26 *Y2 0.1 0.7 -0.2
27 *Y3 0.3 KE 0.3
28 *Y4 0.2 0.3 0
29 *z1 0 0 0.6
30 *z2  -0.2 -0.2 0.5
31 *Z3 0.3 0 -0.4
32 *z4  -0.3 0.3 0.3
33 *

34 *MAT SAVE Al
35 *MAT SAVE A2_
36 *

Jos oletamme faktorirakenteet ortogonaalisiksi, faktorirakenteiden vertaami-
seen on kiytettdvissd transformaatioanalyysin symmetrinen muoto. Kidytdm-
me sukroa /TRAN-SYMMETR, joka tuottaa seuraavat tulokset:

1 1 SURVO 84C EDITOR Sun Apr 03 16:14:53 1994 D:\M\MEN\ 100 100 0

36 *

37 */TRAN-SYMMETR Al,A2

38 *MAT LOAD L.M, ##.###,END+2 / Transformation matrix
39 *MAT LOAD E.M, ##.###,END+2 / Residual matrix

40 *

41 *MATRIX L.M

42 *Transformation_matrix

43 */// F1 F2 F3
44 *F1 0.996 -0.086 0.014
45 *F2 0.087 0.991 -0.101
46 *F3 -0.005 0.102 0.995
47 *

48 *MATRIX E.M
49 *Residual_matrix

50 */// F1 F2 F3
51 *X1 -0.003 -0.069 0.011
52 *X2 0.024 -0.083 -0.020
53 *X3 0.047 -0.059
54 *X4 0.015 -0.035 -0.014
55 *Y1 0.078 -0.008 -0.091
56 *Y2 0.062 -0.035 -0.068
57 *Y3 -0.046 0.053
58 *Y4 0.025 -0.020 -0.027
59 *z1 -0.003 0.061 -0.003
60 *7.2 -0.019 0.070 0.015
61 *23 0.001 -0.066 0.006
62 *74 0.026 0.054 -0.036
*

63
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Transformaatiomatriisi pysyy miltei yksikkomatriisina ja residuaalimatriisissa
muuttujien X3 ja Y3 poikkeva kéyttdytyminen nédkyy ilmiselvisti.

5.6.5 Esimerkki 3
Poikkeavaa transformoitumista on hankala tutkia tilastollisesti. Periaatteessa
ongelmaa voi ldhestyé konfirmatorisen faktorianalyysin suunnasta.

Téssd yhteydessd testaamme transformaatioanalyysin residuaaleja satun-
naistamisperiaatteella, jolloin residuaalien jakaumat samanrakenteisten fakto-
riratkaisujen vertailussa arvioidaan aineistokohtaisesti. Titd varten on tehty
kaksi sukroa, /TRAN-LSTRES ja /TRAN-SYMTRES, jotka madrddvit residuaali-
matriisin alkioiden keskivirheet raa’alla Monte Carlo-menetelmalld, edellinen
Ahmavaaran alkuperdisen mallin ja jilkimmédinen symmetrisen mallin yhtey-
dessd. Ko. sukrojen toiminnasta saa lisdtietoja aktivoimalla ne ilman paramet-
reja.

Alustavat kokeet ovat osoittaneet, ettd kunkin yksittdisen residuaalin jakau-
ma on likimain normaalinen odotusarvolla 0, mutta niiden hajonnat vaihtele-
vat ei ainoastaan otoksien koosta vaan myos faktorirakenteesta riippuen.

Tarkastelemme téssi esimerkkind sukroa /TRAN-SYMTRES. Oletamme, etti
A, ja A, ovat kaksi (ortogonaalista) faktoriratkaisua, joista edellinen on saatu
N, havainnon otoksen perusteella ja jilkimmadinen joko N, havainnon otok-
sen perusteella tai A, on annettu hypoteettinen faktorimatriisi. Oletamme
edelleen, ettd on tehty symmetrinen transformaatioanalyysi, joka on antanut
residuaalimatriisin E=A | L-A, .

Residuaalien jakaumaa simuloidaan olettaen, ettd faktoriratkaisut A, ja A,
ovat samat (rotaatiota vaille). Ensin luodaan matriisin A, mukaista faktori-
mallia noudattava N, havainnon otos ja tdstd riippumaton saman mallin mu-
kainen N, havainnon otos. Niille otoksille muodostetaan suurimman uskotta-
vuuden faktoriratkaisut FACTA-operaatiolla ja jalkimméinen (valinnanvarai-
sesti) rotatoidaan ROTATE-operaatioilla. Tuloksista lasketaan symmetrisen
transformaatiomallin mukainen residuaalimatriisi. Jos A, on hypoteettinen
matriisi, jalkimmdiistd otosta ei luoda, vaan kéytetdin matriisia A, sellaise-
naan.

Sukro toistaa tdmin kokeen niin monta kertaa kuin halutaan ja tallettaa jo-
kaisen kokeen tulokset (pxr residuaalia) valittuun Survon havaintotiedostoon
yhtend havaintovektorina. Kun sovittu mééri toistokokeita on tehty, sukro las-
kee residuaalien keskivirheet ja kokoaa ne faktorimatriisin muotoiseksi mat-
riisiksi.

Koska koetoistoja tarvitaan yleensd ainakin 100, menettely on melko ras-
kas, silld vaatiihan se yhtd monta multinormaalisten otosten generointia seka
niiden faktori- ja transformaatioratkaisut. Sukro ilmoittaakin jokaisen koetois-
ton jdlkeen arvion jiljelld olevasta laskenta-ajasta tunteina ja minuutteina.
Tutkija voi keskeyttdd ajon koetoistojen vilissd (napilla S), jolloin tulokset
lasketaan siihen asti kertyneiden tietojen perusteella.

Menettelyn havainnollistamiseksi otamme ldhtokohdaksi jilleen 12x3-faktori-
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matriisin A:

11 1 SURVO 84C EDITOR Mon Apr 04 10:54:28 1994 D:\M\MEN\ 200 100 0
1 *

*Faktorimatriisi:

*MATRIX A
*/// F1
*X1
*X2
*X3
*X4
*Y1
10 *Y2
11 *Y3
12 *y4
13 *z1
14 *72
15 *Z3
16 *74
17 *
18 *MAT SAVE A_
19 *
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Oletamme faktorit korreloimattomiksi ja laskemme faktorianalyysin perusyh-
tdlon avulla tétd faktorimatriisia vastaavan korrelaatiomatriisin R (rivit 21-27).
Tamin jilkeen luomme ko. korrelaatiorakennetta vastaavan 100 havainnon
otoksen XYZ100 multinormaalijakaumasta, laskemme korrelaatiomatriisin
(CORR.M) sekid teemme tdmin pohjalta suurimman uskottavuuden faktoroinnin
ja Varimax-rotaation (rivit 29-32):

22 1 SURVO 84C EDITOR Mon Apr 04 11:00:02 1994 D:\M\MEN\ 200 100 0
19 *

20 *Lasketaan korrelaatiomatriisi R perusyhtdldstd R=A*A’+PSI :
21 *MAT DIM A /* rowA=12 colA=3

22 *MAT R=MMT (A) / *R~A*A’ S12*12

23 *MAT D=VD(R) / *D~VD(A*A’) 12*1

24 *MAT D=DV(D) / *D~DV(VD(A*A’)) D12*12

25 *MAT I=IDN(rowA,rowA)

26 *MAT PSI!=I-D / *PSI~IDN-DV(VD(A*A’)) D12*12
27 *MAT R=R+PSI / *R~A*A’+PSI S12*%12

28 *

29 */MNSIMUL R, *,XYZ100,100 / RND=rand(41994)

30 *CORR XYZz100

31 *FACTA CORR.M,3

32 *ROTATE FACT.M, 3, CUR+1_

33 *Rotated factor matrix AFACT.M=FACT.M*TFACT.M
*

34 F1 F2 F3 Sumsqr
35 *X1 -0.315 0.258 0.669 0.614
36 *X2 0.044 0.475 0.637 0.633
37 *X3 0.732 -0.136 -0.349 0.677
38 *X4 0.019 -0.033 0.421 0.179
39 *Y1 0.820 -0.103 0.165 0.711
40 *Y2 0.655 0.414 0.302 0.692
41 *Y3 -0.582 -0.186 0.290 0.458
42 *Y4 0.217 -0.027 0.210 0.092
43 *71 -0.058 -0.511 -0.035 0.266
44 *72 -0.069 -0.783 0.030 0.620
45 *73 0.018 0.629 0.073 0.401
46 *74 0.249 -0.435 -0.132 0.269
47 *Sumsqr 2.197 1.989 1.425 5.611
48 *

Kopioimme rotatoidun faktorimatriisin AFACT .M matriisiksi AT ja vertaamme
tatd alkuperdiseen faktorimatriisiin symmetrisen transformaatioanalyysin
keinoin:
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51 *
52 *MAT AT=AFACT.M / *AT~A 12*3
53 */TRAN-SYMMETR AT,A
54 *MAT LOAD L.M, ##.###,END+2 / Transformation matrix
55 *MAT LOAD E.M, ##.###,END+2 / Residual matrix
56 *
57 *MATRIX L.M
58 *Transformation_matrix
59 */// F1 F2 F3
60 *F1 -0.304 0.950 -0.067
61 *F2 0.319 0.035 -0.947
62 *F3 0.898 0.309 0.314
63 *
64 *MATRIX E.M
65 *Residual_matrix
66 */// F1 F2 F3
67 *X1 -0.021 -0.083 -0.013
68 *X2 0.010 -0.044 -0.052
69 *X3 0.021 0.083 -0.030
70 *X4 -0.138 -0.053 0.063
71 *Y1 -0.134 -0.073 0.095
72 *Y2 0.104 0.031 -0.141
73 *Y3 0.078 0.030 0.006
74 *Y4 -0.086 -0.030 0.077
75 *zZ1 -0.177 -0.084 -0.123
76 *72 -0.002 0.116 0.256
77 *73 -0.039 0.062 -0.174
78 *z74 -0.033 -0.120 0.054
79 *

Saadaksemme kisityksen residuaalien keskivirheistd teemme 100-kertaisen
simulointikokeen sukrolla / TRAN-SYMTRES:

1 1 SURVO 84C EDITOR Mon Apr 04 11:24:48 1994 D:\M\MEN\ 200 100 0
LSO
81 */TRAN-SYMTRES A,-,100, *,ARES,100,1200001
82 *Simulated residuals in Survo data file ARES.SVO
83 *MAT LOAD ARES, ##.###,END+2 / Standard errors of residuals
84 *_

85 *MATRIX ARES

86 *Standard_errors_of_residuals_(N=100)
87 */// F1 F2 F3
88 *X1 0.056 0.067 0.088
89 *X2 0.062 0.068 0.080
90 *X3 0.066 0.069 0.076
91 *X4 0.081 0.092 0.098
92 *Y1 0.065 0.053 0.073
93 *Y2 0.072 0.065 0.093
94 *Y3 0.094 0.081 0.104
95 *Y4 0.084 0.099 0.141
96 *z1 0.098 0.090 0.152
97 *72 0.095 0.088 0.136
98 *73 0.088 0.097 0.140
99 *z4 0.073 0.088 0.114
100 *

Kun vertaamme residuaaleja (rivit 67-78) niiden arvioituihin keskivirheisiin
(rivit 88-99), voimme todeta, ettei mitdén poikkeavaa transformoitumista
esiinny, kuten sopi odottaakin. Suurimmat residuaalin ja keskivirheen suhteet
ovat suuruusluokkaa 2 ja niitdkin on vain muutamia.

Simulointi kdynnistettiin rivilld 81 olevalla komennolla

/TRAN-SYMTRES A,-,100,*,ARES,100,1200001,

jonka parametrit tulkitaan seuraavasti:

A

Jakaumaa simuloidaan faktorimatriisin A mukaisesti.
Rotaatiota ei tehdi (koska verrataan teoreettiseen matriisiin A).
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100 Otoskoko N, on 100.

* Toinen otoskoko on "ddreton" (eli vertailu teoreettiseen A).
ARES Tulosmatriisin nimi

100 Simulointikertojen lukuméird on 100.

1200001 Ensimmadinen simulointi tehddin generaattorilla rand (1200001).

Verrattaessa kahta faktorimatriisia A, ja A,, jotka on laskettu otoskoilla N, ja
N,, residuaalimatriisin E=A L—A, simulointi tapahtuu muotoa

/TRAN-SYMTRES A,,<rotaatio>,N,,N,,<tulostiedosto>,N,<rand>

olevalla komennolla. Tédssd parametrilla <rotaatio> ovat vain vaihtoehdot
VARIMAX ja — .

Palataksemme vield dskeiseen esimerkkiin, simuloidut residuaalit on talletettu
muuttyjina E1,E2,....E36 (Huom. pxr=36 tdssi tapauksessa) Survon havainto-
tiedostoon ARES . SVO . Kunkin havainnon alussa on CASE-niminen muuttuja,
jossa on kiytetyn satunnaislukugeneraattorin indeksi. Siis tissd tapauksessa
havainnot on nimetty 1200001, 1200002,...

Erillisten residuaalien ohella on syytd tarkastella muuttujakohtaisia resi-
duaaleja (E:n vaakarivien neliosummat) ja kokonaisresiduaalia (kaikkien al-
kioiden neliosumma). Kun simulointikertojen méiérad on riittdvé, on tulostie-
dostosta (tdssd ARES.SVO0) mahdollista mééritd likimain ko. nelibsummien
yldrajat valituilla kriittisilld tasoilla. Esimerkissimme voimme laskea nelio-
summat ensin "havaitussa tilanteessa" eli matriisille E.M matriisiketjulla
MATRUN SUM2:

1 SURVO 84C EDITOR Mon Apr 04 17:47:59 1994 D:\M\MEN\ 200 100 0
100 *
101 *MATRUN SUM2,E.M, ##.###_
102 *
103 *MATRIX &G
104 *"E.M _with_sums_of_squares_by_rows_and_columns"
105 */// Fl F2 F3 sumsqr
106 *X1 -0.021 -0.083 -0.013 0.008
107 *X2 0.010 -0.044 -0.052 0.005
108 *X3 0.021 0.083 -0.030 0.008
109 *Xx4 -0.138 -0.053 0.063 0.026
110 *Y1 -0.134 -0.073 0.095 0.032
111 *Yy2 0.104 0.031 -0.141 0.032
112 *Y3 0.078 0.030 0.006 0.007
113 *Y4 -0.086 -0.030 0.077 0.014
114 *71 -0.177 -0.084 -0.123 0.053
115 *72 -0.002 0.116 0.256 0.079
116 *Z3 -0.039 0.062 -0.174 0.035
117 *74 -0.033 -0.120 0.054 0.018
118 *sumsqr 0.096 0.065 0.156 0.318
119 *

Simulointituloksista lasketaan tarvittavat suureet esim. VARSTAT- ja STAT-
operaatioilla seuraavasti:
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119 *
120 *MASK=-AAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAA
121 *VARSTAT ARES, Summa2, SUM, 2
122 *STAT ARES,CUR+1 / VARS=Summa2 FRACTILES=0.9,0.95.
123 *Basic statistics: ARES N=100
124 *Variable: Summa2
125 *min=0.141451 in obs.#40 (1200040)
126 *max=0.845863 in obs.#35 (1200035)
127 *mean=0.303377 stddev=0.112814 skewness=1.751569 kurtosis=5.396984
128 *lower_Q=0.225 median=0.286765 upper_Q=0.369643
129 *fractile(0.9)=0.429545
130 *fractile(0.95)=0.5125
131 *up.limit f % class width=0.05
132 * 0.15 1 1.0 *
133 * 0.2 12 12.0 *khkkkkkkkkkkx
134 * 0.25 25 25'0 khkhkhkhkhkkhkhkhkhkhrhkhkhkhkxhkhkhhkhhkkxk
135 * 0'3 17 17‘0 Ak hkkhkhkkhkkhkhkkhkkkkkx
136 * 0'35 15 15.0 *khkhkkkkkhkkhkhkkkkk
137 * 0.4 14 14.0 khkkkkhkkhkkhkkkkk
138 * 0.45 11 11.0 *x*kxkkarks
139 * 0.5 0 0.0
140 * 0.55 2 2.0 **
141 * 0.6 1 1.0 *
142 * 0.65 0 0.0
143 * 0.7 0 0.0
144 * 0.75 1 1.0 *
145 * 0.8 0 0.0
146 * 0.85 1 1.0 *
147 *

Rivilld 121 olevalla VARSTAT-komennolla lasketaan aktiivisten muuttujien
neliGsumma muuttujana SummaZ2. Aktiiviset muuttujat (E1-E36) on osoitettu
edellisen rivin MASK-tdsmennykselld eli tuloksena saadaan transformaatio-
analyysin kokonaisresiduaali kunkin simulointikokeen osalta.

Kokonaisresiduaalin jakaumasta syntyy késitys rivin 122 STAT-komennolla,
jossa lasketaan FRACTILES-tdsmennystd kiyttden myds prosenttipisteet ta-
soilla 90% ja 95%.

Todetaan, ettd "havaittu" kokonaisresiduaali 0.318 (rivilld 118) on ldhinna
mediaanin luokkaa eli mitddn poikkeavaa transformoitumista ei tdssd tapauk-
sessa esiinny.
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5.7 Faktorianalyysin kritiikisti

Faktorianalyysin suosio ja sen kidyttd on vaihdellut melkoisesti viime vuosi-
kymmenten aikana. Useat tilastotieteen tutkijat ovat suhtautuneet sithen hyvin
kriittisesti. Arvostelu on ollut oikeutettua silloin, kun se on kohdistunut mene-
telmédn kidyttoon heppoisin aineistoin ja pohjatiedoin. On kuitenkin valitetta-
vaa, ettd tarjotaan myos melko harhaanjohtavia viitteitd faktorianalyysin epé-
madrdisyydesti ja kelvottomuudesta.

Esimerkkind kohtuuttomasta kritiikistd kidy se, mitd G.A.Seber esittidd kirjas-
saan "Multivariate Observations" (1984). Hidn kéyttda tdssa ldhes 700 sivun
teoksessaan itse faktorianalyysin selostamiseen noin 10 sivua, mutta faktori-
analyysin kriittiseen tarkasteluun on uhrattu yli 10 sivua. Arvosteleva osuus
perustuu voittopuolisesti simulointikokeisiin ja paitelmiin, joita I Francis on
tehnyt noin 10 vuotta aikaisemmin.

Francis tarkasteli kymmentd erilaista 10 muuttujaan ja 2-3 faktoriin perustu-
vaa faktorirakennetta, loi niiden perusteella toistuvasti keinotekoisia havain-
toaineistoja ja laski niistd faktorianalyysin tulokset standardiohjelmilla.
Tutkittavan aineiston koko oli yleensd 50. Monet kokeista "epdonnistuivat"
niin pahoin, ettd Seber piittelee (s.235): "In conclusion, it must be stated that
if Factor Analysis is carried out, then the results must be interpreted with ex-
treme caution. Even if the postulated model is true - and this is a very strong
assumption - the chance of its recovery by present methods does not seem
very great."

Ensimmiiseen lauseeseen voi tietenkin yhtyi; jokaisen tilastollisen mene-
telmén tuloksiin tulee suhtautua suurella varovaisuudella. Jalkimméinen lause
ei kuitenkaan pidé paikkaansa.

Erds epédonnisista Francisin esimerkeistd oli viides (V), jossa kolmen fak-
torin matriisiksi A ja ominaisfaktorien keskihajonnoiksi valittiin

A diag(¥)
10 7 4 15
10 7 4 15
10 7 4 15
10 7 4 15
10 7 0 15
10 7 0 20
10 7 0 20
10 0 0 20
10 0 0 20
10 0 0 20
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Huomattakoon, ettd Francisin kokeissa faktorimatriiseja ei skaalattu niin, ettd
lataukset olisivat muuttujien ja faktorien korrelaatiokertoimia.

Faktoroinnissa Francis kédytti mm. Joreskogin silloista suurimman uskottavuu-
den ratkaisun antavaa ohjelmaa UFABY3 ja Seberin mukaan tédssd tapaukses-
sa ohjelma valitsi sidnnonmukaisesti faktoriluvuksi 1. Kun kuitenkin sovellet-
tiin "oikeaa" lukumédrdd 3, suuremmalla otoskoolla 250 saatiin ominaisfak-
torien variansseille hyvit estimaatit, mutta estimoidut faktorimatriisit olivat
kaikkea muuta kuin annettu A riippumatta kéytetystd rotaatiomenetelmésta.

Jopa silloin kun ldhtokohdaksi otettiin oikea kovarianssimatriisi (otoskoko
ddreton), vain ominaisfaktorien varianssit saatiin oikein!

Tarkasteltakoon nyt aluksi téitd ddrettdmén otoskoon tilannetta mutta soveltaen
aikaisemmin kdyttimiddmme skaalausta.

1 SURVO 84C EDITOR Fri May 13 17:55:14 1994 D:\M\MEN\ 300 100 0
1 *
2 *MATRIX G
3 */// Fl F2 F3 C
4 *X1 10 7 4 15
5 *X2 10 7 4 15
6 *X3 10 7 4 15
7 *X4 10 7 4 15
8 *X5 10 7 0 15
9 *X6 10 7 0 20
10 *X7 10 7 0 20
11 *X8 10 0 0 20
12 *X9 10 0 0 20
13 *X10 10 0 0 20
14 *
15 *MAT SAVE G
16 *MAT A!=G(*,1:3) / A: matriisin G 3 ensimmdistd saraketta
17 *MAT C!=G(*,4)~ / C: matriisin G 4. sarake
18 *

Ensin on erotettu matriisitiedostosta G faktorimatriisi A ja C (ominaisfakto-
rien hajonnat). Ndistd matriiseista lasketaan (muuttujien ja faktoreiden korre-
laatiomatriisiksi) normeerattu faktorimatriisi F ja muuttujien korrelaatiomat-
riisi R

1 1 SURVO 84C EDITOR Fri May 13 17:57:10 1994 D:\M\MEN\ 300 100 0
18 *

19 *MAT TRANSFORM C BY X#*X#

20 *MAT PSI2!=DV(C) / ominaisvarianssit ldvistdjdmatriisina

21 *MAT S=MMT (R)

22 *MAT S=S+PSI2 / kovarianssimatriisi

23 *MAT D=VD(S)
24 *MAT TRANSFORM D BY sqrt (1/X#)

25 *MAT D!=DV (D) / muuttujien hajontojen kdanteisarvot

26 *MAT F=D*A / F: uudelleen normeerattu faktorimatriisi
27 *MAT R=D*S

28 *MAT R!=R*D / R: muuttujien korrelaatiomatriisi

29 *_

Normeerattu faktorimatriisi F ndyttdd vaaka- ja pystyrivineliosummineen til-
laiselta (tulostettuna matriisiketjulla SUM2):
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14 1 SURVO 84C EDITOR Fri May 13 18:04:23 1994 D:\M\MEN\ 300 100 0
29 *

30 *MATRUN SUM2 F.

31 *

32 *MATRIX &G

33 *"F_with_sums_of_squares_by_rows_and_columns"
34 */// F1 F2 F3  sumsqr
35 *X1 0.50637 0.35446 0.20255 0.42308
36 *X2 0.50637 0.35446 0.20255 0.42308
37 *X3 0.50637 0.35446 0.20255 0.42308
38 *X4 0.50637 0.35446 0.20255 0.42308
39 *X5 0.51709 0.36196 0.00000 0.39840
40 *X6 0.42679 0.29875 0.00000 0.27140
41 *X7 0.42679 0.29875 0.00000 0.27140
42 *X8 0.44721 0.00000 0.00000 0.20000
43 *X9 0.44721 0.00000 0.00000 0.20000
44 *X10 0.44721 0.00000 0.00000 0.20000
45 *sumsqr 2.25732 0.81209 0.16410 3.23351
46 *

Niemme, ettd kolmannen faktorin osuus kokonaisvaihtelusta (10) on vaivaiset
1.6% ja yhteisvaihtelustakin (3.23) vain 5.6% . Lisiksi muuttujien kommuna-
liteetit ovat osittain hyvin alhaisia. Annettu rakenne ei siis ole jarkevé.

On syytd myos kysyd, onko kyseessd lainkaan "yksinkertainen rakenne",
jollaista faktorianalyysissa tavoitellaan. Katsomme, mité tapahtuu, jos teemme
tdlle matriisille graafisen rotaation:

1 SURVO 84C EDITOR Sat May 14 07:47:37 1994 D:\M\MEN\ 300 100 0
47 *ROTATE F,3,CUR+1 / ROTATION=GRAPHICAL._
48 *Rotated factor matrix AFACT.M=F*TFACT.M
49 * F1 F2 F3 Sumsqr
50 *X1 0.618 -0.000 0.203 0.423
51 *X2 0.618 -0.000 0.203 0.423
52 *X3 0.618 -0.000 0.203 0.423
53 *X4 0.618 -0.000 0.203 0.423
54 *X5 0.631 -0.000 0.000 0.398
55 *X6 0.521 -0.000 0.000 0.271
56 *X7 0.521 -0.000 0.000 0.271
57 *X8 0.366 -0.257 0.000 0.200
58 *X9 0.366 -0.257 0.000 0.200
59 *X10 0.366 -0.257 0.000 0.200
60 *Sumsqr 2.872 0.197 0.164 3.234
61 *
62 *Rotation matrix saved as TFACT.M
63 *Factors are orthogonal (RFACT.M=I).
64 *

Rotaatiossa ei ole tapahtunut muuta kuin, ettd kahta ensimmadisti faktoria on
kierretty 35 astetta, jolloin tarkkailemalla faktorien voimakkuuksia (neliosum-
mat rivilla 60) havaitaan, etti tosiasiassa faktoreita on vain yksi, joka selittda
yhteisvaihtelusta 88%.

Soveltamalla graafisessa rotaatiossa Quartimax-kriteerid johdonmukaisesti,
paddytddn edellistd tulosta muistuttavaan, jossa ensimmaéisen faktorin selitys-
osuus on noussut 92 prosenttiin.

Niilld rippeilld, mitéd kaksi muuta faktoria edustavat, voidaan vain leikitelld.
Esim. pidettdessad teknisesti kiinni kolmesta faktorista, voi tietenkin todeta,
ettd graafisella rotaatiolla saatu ratkaisu on rakenteeltaan yksinkertaisempi
kuin Francisin alkuperidinen.

Ei kuitenkaan pidd ihmetelld, ettei esim. Varimax-kriteeri toimi kunnolla
tdassd tilanteessa, koska se "uskoo" jokaisen muuttujan merkittivyyteen ja
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pidentéd niitd vastaavat vektorit samanmittaisiksi:

17 1 SURVO 84C EDITOR Sun May 15 12:46:00 1994 :\M\MEN\ 300 100 0
[

65 *ROTATE F,3,CUR+1. / ROTATION=VARIMAX
66 *Rotated factor matrix AFACT.M=F*TFACT.M
67 * F1 F2 F3 Sumsqr

68 *X1 0.278 0.586 -0.051 0.423

69 *X2 0.278 0.586 -0.051 0.423

70 *X3 0.278 0.586 -0.051 0.423

71 *X4 0.278 0.586 -0.051 0.423

72 *X5 0.305 0.501 -0.233 0.398

73 *X6 0.252 0.413 -0.192 0.271

74 *X7 0.252 0.413 -0.192 0.271

75 *X8 0.400 0.192 -0.055 0.200

76 *X9 0.400 0.192 -0.055 0.200

77 *X10 0.400 0.192 -0.055 0.200

78 *Sumsqr 1.009 2.077 0.147 3.234

79 *

80 *Rotation matrix saved as TFACT.M

81 *Factors are orthogonal (RFACT.M=I).

Sen sijaan kosinirotaatio toimii "loistavasti", jos hyviksyy hyvin pientenkin
kommunaliteettiarvojen muuttujat (tdssid <0.20) ratkaisun kantavektoreiksi:

L3S
83 *ROTATE F,3,CUR+1. / ROTATION=COS,0.19

84 *Rotated factor matrix AFACT.M=F*inv(TFACT.M)’
85 * F1 F2 F3 Sumsqr

86 *X1 -0.000 0.000 0.650 0.423

87 *X2 -0.000 0.000 0.650 0.423

88 *X3 -0.000 0.000 0.650 0.423

89 *X4 -0.000 0.000 0.650 0.423

90 *X5 0.631 0.000 0.000 0.398

91 *X6 0.521 -0.000 0.000 0.271

92 *X7 0.521 -0.000 0.000 0.271

93 *X8 0.000 0.447 0.000 0.200

94 *X9 0.000 0.447 0.000 0.200

95 *X10 0.000 0.447 0.000 0.200

96 *Sumsqr 0.941 0.600 1.692 3.234

97 *

98 *Rotation matrix saved as TFACT.M

99 *Factor correlation matrix saved as RFACT.M
100 *

Rakenne on tédysin puhdas; jokainen muuttuja latautuu vain yhdelle faktorille.
Tdmad tosin tapahtuu rankasti faktorien korreloivuuden kustannuksella:

23 1 SURVO 84C EDITOR Sun May 15 12:54:14 1994 D:\M\MEN\ 300 100 0
100 *

101 *MAT LOAD RFACT.M, CUR+1_
102 *MATRIX RFACT.M

103 *RFACT

104 */// F1 F2 F3
105 *F1 1.000000 0.819232 0.950279
106 *F2 0.819232 1.000000 0.778499
107 *F3 0.950279 0.778499 1.000000
108 *

Siis ilman mitddn simulointikokeita on todettavissa, ettd Francisin valitsema
faktorirakenne on kiytdnnon kannalta mieleton. Kyseessd on tyypillinen
yhden faktorin tapaus.

Jatkamme leikittelyd 3 faktorilla ja laskemme tdmidn mukaisen suurimman
uskottavuuden ratkaisun "ddrettomailld otoksella" eli suoraan Francisin raken-
teen mukaisesta korrelaatiomatriisista:
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16 1 SURVO 84C EDITOR Sun May 15 13:57:31 1994 :\M\MEN\ 300 100 0
08 %ttt i e i te et i et ettt
109 *FACTA R, 3,CUR+1.

110 *Factor analysis: Maximum Likelihood (ML) solution
111 *Factor matrix

112 * F1 F2 F3 h”2
113 *X1 0.643 -0.080 -0.051 0.423
114 *Xx2 0.643 -0.080 -0.051 0.423
115 *X3 0.643 -0.080 -0.051 0.423
116 *X4 0.643 -0.080 -0.051 0.423
117 *X5 0.618 0.010 0.129 0.398
118 *X6 0.510 0.008 0.106 0.271
119 *X7 0.510 0.008 0.106 0.271
120 *X8 0.378 0.236 -0.037 0.200
121 *X9 0.378 0.236 -0.037 0.200
122 *X10 0.378 0.236 -0.037 0.200
123 *

Tulos ei todellakaan muistuta ldhtokohtaa. Kuitenkin symmetriselld transfor-
maatioanalyysilla on helppo todeta rakenteiden tidydellinen vastaavuus:

1 1 SURVO 84C EDITOR Sun May 15 14:01:14 1994 D:\M\MEN\ 300 100 0
*

123

124 */TRAN-SYMMETR FACT.M,F

125 *MAT LOAD L.M, ##.###,END+2 / Transformation matrix
126 *MAT LOAD E.M, ##.########,6END+2 / Residual matrix
127 *_

128 *MATRIX E.M

129 *Residual_matrix

130 */// F1l F2 F3
131 *x1 -0.00000001 0.00000051 -0.00000086
132 *X2 -0.00000001 0.00000051 -0.00000086
133 *X3 -0.00000001 0.00000051 -0.00000086
134 *X4 -0.00000001 0.00000051 -0.00000086
135 *X5 -0.00000021 -0.00001079 0.00001854
136 *X6 -0.00000018 0.00000469 -0.00000850
137 *X7 -0.00000018 0.00000469 -0.00000850
138 *X8 -0.00000000 0.00000026 -0.00000044
139 *X9 -0.00000000 0.00000026 -0.00000044
140 *X10 -0.00000000 0.00000026 -0.00000044
141 *

Faktorianalyysi siis toimii "dédrettomaélld otoksella" juuri niin kuin pitdékin.
Lievd kohina residuaaleissa osoittaa rakenteeseen kitkeytyvin likimaisen
multikollineaarisuuden.

Francisin alkuperdinen matriisi on 16ytynyt tdsmdllisesti ortogonaalisella
rotaatiolla. Milldén standardirotaatiolla se ei voi kuitenkaan syntyid, koska
Francisin rakenne ei ole "yksinkertainen".

Kahden kohtuuttoman pienen faktorin ansiosta eli multikollineaarisuudesta
johtuen on turha odottaa, ettd oikea rakenne tulisi kovin tarkasti esiin pienilld
otoksilla. Jos otoskoko on 250, tulokseksi saadaan esim.
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1

141
142
143
144
145
146
147
148
149
150
151
152
153
154
155
156
157
158
159
160
161
162

1 SURVO 84C EDITOR Sun May 15 14:16:29 1994 D:\M\MEN\ 300 100 0
* /MNSIMUL R, *,FRANCIS5,250 / RND=rand(199401)

*CORR FRANCISH

*FACTA CORR.M, 3

* /TRAN-SYMMETR FACT.M,F

*MAT LOAD L.M, ##.###,END+2 / Transformation matrix

*MAT LOAD E.M, ##.###,END+2 / Residual matrix

*

*MATRIX E.M
*Residual_matrix

*/1/ F1 F2 F3
*X1 -0.060 0.028 0.122
*X2 0.034 0.005 -0.272
*X3 -0.022 0.049 -0.088
*X4 -0.032 -0.007 0.014
*X5 0.004 -0.049 0.386
*X6 -0.001 0.125 -0.228
*X7 -0.080 -0.031 0.077
*X8 -0.123 0.082 -0.025
*X9 0.438 -0.458 -0.031
*X10 -0.043 0.144 -0.029
*

Erdit residuaalit ndyttdvit suurilta, mutta tdmi johtuu pelkéstiin siitd, ettd
niiden keskivirheetkin ovat suuria:

26 1 SURVO 84C EDITOR Mon May 16 08:17:44 1994 D:\M\MEN\ 300 100 0
37
163 */TRAN-SYMTRES F, -, 250, *, FR5, 100, 155001
164 *Simulated residuals in Survo data file FR5.SVO
165 *MAT LOAD FRS5, ##.###,END+2_/ Standard errors of residuals
166 *
167 *MATRIX FR5
168 *Standard_errors_of_residuals_(N=100)
169 */// F1 F2 F3
170 *X1 0.063 0.095 0.186
171 *X2 0.072 0.122 0.195
172 *X3 0.072 0.120 0.204
173 *X4 0.067 0.116 0.187
174 *X5 0.077 0.122 0.183
175 *X6 0.072 0.145 0.196
176 *X7 0.082 0.160 0.212
177 *X8 0.170 0.220 0.179
178 *X9 0.164 0.207 0.181
179 *X10 0.153 0.190 0.190
180 *
Kun otoskoko kasvaa, ratkaisu tarkentuu luonnollisesti kohti oikeaa. Havain-

tomaédrin ollessa 10000, residuaalimatriisi voi ndyttéad tillaiselta:
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26 1 SURVO 84C EDITOR Mon May 16 08:23:43 1994 D:\M\MEN\ 300 100 0
IO
181 */MNSIMUL R, *,FRANCIS5,10000 / RND=rand(199401)

182 *CORR FRANCIS5

183 *FACTA CORR.M, 3

184 */TRAN-SYMMETR FACT.M,F

185 *MAT LOAD L.M, ##.###,END+2_ / Transformation matrix

186 *MAT LOAD E.M, ##.###,END+2 / Residual matrix

187 *

188 *MATRIX E.M

189 *Residual_matrix

190 */// Fl F2 F3

191 *X1 0.004 -0.005 -0.008
192 *X2 -0.004 0.010 -0.004
193 *X3 0.003 0.017 -0.028
194 *Xx4 -0.017 0.005 -0.013
195 *X5 0.006 0.002 -0.003
196 *X6 0.010 -0.023 0.064
197 *X7 0.006 -0.005 0.020
198 *X8 -0.034 0.052 -0.038
199 *X9 0.016 -0.008 -0.012
200 *X10 0.013 -0.046 0.026
*

201

Ei siis ole epdilystikédn siitd, etteiko faktorianalyysi tdssd patologisessa tilan-
teessa antaisi oikeita tuloksia. Havaintomdiridn vain tulee olla poikkeuksel-
lisen suuri, jotta kahden jalkimmaéisen faktorin heikot signaalit erottuisivat
ympdérilld olevasta kohinasta.

Samanlaiset jatkotarkastelut tehoavat Francisin muihinkin esimerkkeihin,
jopa sellaisiin, joissa faktorimatriisit ovat vajaa-asteisia. Niissd tapauksissa
"oikeiden" rakenteiden 16ytyminen automaattisesti on yhtd mahdotonta kuin
"oikeiden" regressiokertoimien saaminen regressiomallista, jossa selittdvien
muuttujien vililld on tasmillisid lineaarisia riippuvuuksia.

On selvid, ettd monissa sovelluksissa oikean faktorien lukuméérin 16ytdminen
voi olla hankalaa. Kun niin tapahtuu, se osoittaa, ettei aineisto kunnolla tdyti
faktorianalyysin vaatimuksia tai otoskoko on liian pieni. Vastaavat ongelmat
koskevat monia muitakin tilastollisia menetelmid. Faktorianalyysi ei ole mi-
kédn poikkeus.
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6. Kanoniset korrelaatiot

6.1 Maaritelméa

Tarkastellaan samaan aineistoon kuuluvan kahden eri muuttujaryhman valisia
riippuvuuksia. Tata aihetta sivuttiin jo aikaisemmin multinormaalijakauman
yhteiskorrelaatiokertoimia kasiteltdessa. Tarkoituksena on I6ytdd kummasta-
kin muuttujaryhmasta sellaiset painotetut summat, joiden véliset korrelaatio-
kertoimet ovat mahdollisimman suuria. Kun toisessa ryhméssa on vain yksi
muuttuja, palaudutaan yhteiskorrelaatiokertoimeen. Nyt tutkitaan yleista tilan-
netta.

Kuten aikaisemminkin, p muuttujan satunnaisvektori X ositetaan kahtia niin,
ettd ensimmaisessa osas$d ¥n q ensimmaistad muuttujaa ja jalkimmaisessa
X®@ loput p-q muuttujaa. Toistaiseksi multinormaalisuus ei ole valttamatonta,
mutta oletamme kuitenkin, ettd muuttujien yhteisjakaumalla on odotusarvo-
vektori W ja kovarianssimatriisi Z, jotka ositetaan vastaavasti merkinnéin

) 211245
M= > =
i 2,129

Tehtavana on I6ytaa muuttujaryhmista yhdistetyt muuttujat
aX® = apX; + 0%+ X
v(2) —
BX® = B Xy + BXgep + o + BX

joiden valinen korrelaatiokerroin on mahdollisimman suuri.

Oletamme, etta a- ja B-kertoimet on normeerattu siten, ettd yhdistettyjen
muuttujien varianssit ovat ykkosid. Koska odotusarvoilla ei ole vaikutusta tar-
kasteluun, voimme my®gs olettaa, etta p=0.

Tallbin korrelaatiokertoimen maksimointi tarkoittaa lausekkeen

cov(a’X®,BX @) = E(arXDX@B) = o'z B
maksimointia kerroinvektoreiden o ja 3 suhteen ehdoilla
var(a’X®) = E(@XWx®Pa) =o'z ja=1,
var(B'X®) = E@X@X@B)y=pz, B=1.
Otamme kayttoon Cholesky-hajotelmat
217515, ja 2557555,

seka uudet vektorit us8 ja v=§B . Talloin tehtadvamme muuntuu lausek-
keen



114 Monimuuttujamenetelmit  26.4.1994/S.Mustonen 6.1

w(SYZ,S) v=uwAy

maksimoinniksi ehdoilla wu=v’v=1. Tédssd on merkitty lyhyyden vuoksi
— (Q-1y -1

A=(87)28;
ja A on muodoltaan gX(p-g)-matriisi.
Yleisesti u’Av maksimoituu ehdoilla w’u=v’v=1, kun matriisin A singulaariar-
vohajotelmasta A=UDV” valitaan suurin singulaariarvo d, seki téti vastaavat
(ensimmiiset) pystyvektorit u" ja v() ortogonaalisista matriiseista U ja V.
Singulaariarvo d, on samalla lausekkeen u’Av maksimiarvo eli suurin mahdol-
linen korrelaatiokerroin. Sitd sanotaan ensimmaéiseksi kanoniseksi korrelaatio-

kertoimeksi. Koska u=S,a ja v=S,B , timin korrelaatiokertoimen antavat
yhdistetyt muuttujat

1 (1 -1y x(l
Yl( )= o’ XD = uf )(Sl ) X(),
2 sy (2 1y, Q-1yyw2
Y{)=BX()=V()(SZ)X().
Tamai on ensimméiinen kanoninen muuttujapari.
Yksi kanoninen muuttujapari ei yleensd riitd kuvaamaan muuttujaryhmien
riippuvuuksia vaan voidaan muodostaa uusia pareja lisdehdolla, etteivit ne

korreloi aikaisempien muuttujaparien kanssa.
Voimakkuudeltaan i. kanoninen muuttujapari on tilloin

Yl(l) - u(i)’(Si])’X(l) ,
Yl§2) — V(i)’(sél)’x(Z)
ja se antaa suurimman mahdollisen korrelaatiokertoimen, joka on d; , ehdoilla
p(r ) ¥y =0,
p(rV¥®) =0,
p(Y®.Y?) =0,
p(wf),1§1>) =0, j=12,.,i-1.

Kanonisten korrelaatiokertoimien ja muuttujaparien suurin mahdollinen mééra
on min(g, p-q), koska tdma on edelld olevan gX(p-g)-matriisin A maksimaali-
nen aste. Sovelluksissa ensimmdiinen pari on usein hyvin ilmeinen, mutta seu-
raavat saattavat olla mielenkiintoisempia.

Yhdistamilld ylldolevat esitykset, kanoniset muuttujavektorit YV ja Y?®
voidaan kirjoittaa muodossa

YO = AOXOD

YO = AOXO |

missi kerroinmatriisit A ja A® ovat
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AV =S]'U,
AP =S]'V.

Siind erikoistapauksessa, ettd g=1, on kuten multinormaalijakauman ominai-
suuksia tarkasteltaessa (2.2.5) todettiin

d; =R,
eli ainoa kanoninen korrelaatiokerroin on sama kuin yhteiskorrelaatiokerroin.

Kanoniset korrelaatiokertoimet ovat invariantteja toisaalta muuttujien X ja
toisaalta muuttujien X @ sisdisissi, sdannollisissi lineaarimuunnoksissa. Ti-
ten tarkastelun ldhtokohdaksi voidaan valita korrelaatiomatriisi P ositettuna
samoin kuin X edelld. Kun siis sovitaan, ettd 2=P , alkuperdisten muuttujien ja
kanonisten muuttujien véliset korrelaatiomatriisit ovat

P = p(XD, YD) = EXVYD) = EXOXDAD) = p, AD
P® = p(X(Z),Y(z)) - E(X(Z)Y(z)’) - E(X(z)X(Z)’A(Z)) — P22A(2) .
Kun otetaan huomioon, etti
, 1 -1
P, =SS, . AV=S]'U,
b 2 '1
P,=S;S, . A@=S;'V,
saadaan ndille korrelaatiomatriiseille myos esitykset
pV=S/U,
PP =S;V.
Kanonisten muuttujavektorien YV ja Y vilinen korrelaatiomatriisi on
p(Y(l),Y(z)) - E(A(l)’X(l)X(2)’A(2))
=AVE AP =U(S;'y5,8;'V=UAV=UUDV'V=D
eli kanonisten korrelaatiokertoimien muodostama lavistdjadmatriisi, kuten pitda-

kin.

6.1.1 Esimerkki
Ennen kuin tarkastelemme kanonisten korrelaatioiden ja muuttujien estimoin-
tia, kdiymme ldpi teoreettisen esimerkin, joka nidyttdd, miten edelld esitetyt
kaavat toimivat.
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1 1 SURVO 84C EDITOR Sun Apr 10 13:28:23 1994 C:\M\MEN2\ 200 100 0
l *

2 *MATRIX RO

3 *%/// X11 X12 X13 X21 X22
4 *X11 1 0 0 0.9 0
5 *X12 0 1 0 0 0.5
6 *X13 0 0 1 0 0
7 *X21 0.9 0 0 1 0

8 *X22 0 0.5 0 0 1
9 *

10 *MATRIX T

11 */// X11 X12 X13 X21 X22
12 *X11 5 1 5 0 0
13 *X12 6 2 -2 0 0
14 *X13 1 1 3 0 0
15 *X21 0 0 0 4 3
16 *X22 0 0 0 -1 2
17 *_

Lihdemme liikkeelle 5x5-korrelaatiomatriisista P, (RO) , jonka rakenne on
hyvin yksinkertainen. Ainoat riippuvuudet esiintyvit muuttujien X, ja X,,
vililld (korrelaatiokerroin 0.9) sekd muuttujien X, ja X,, vililld (0.5). On
siis suoraan nidhtivissd, ettdi muuttujaryhmien (X, ,X,,,X;5) ja (X,.X,,)
kanoniset korrelaatiokertoimet ovat 0.9 ja 0.5 .

Tarkoitus on héiritd titd selkedd tilannetta niin, ettd teemme kummassakin
muuttujaryhméssd mielivaltaisen, sddnnollisen lineaarisen muunnoksen. Téta
varten on valittu muunnosmatriisi T, jossa T,,=0 ja T,,=0, jolloin koko 5
muuttujan vektoriin X kohdistettu muunnos TX ei vaikuta muuttujaryhmien
vilisiin riippuvuuksiin. Muunnetun satunnaisvektorin TX kovarianssimatriisi
on tilloin TP,T’, joka voidaan normalisoida lopulliseksi korrelaatiomatriisik-
si P . Kaikki tdmi tapahtuu seuraavilla Survon matriisikiskyilld ja muunnettu
korrelaatiomatriisi P talletetaan matriisitiedostoksi R.

1 1 SURVO 84C EDITOR Sun Apr 10 13:56:39 1994 C:\M\MEN2\ 200 100 0
*

17
18 *MAT SAVE RO
19 *MAT SAVE T

20 *MAT R=T*R0 / *R~T*R0O 5*5

21 *MAT R=MMT2(R,T) / *R~T*RO*T’ S5%*5

22 *MAT D=VD(R) / *D~VD(T*RO*T’) 5*1

23 *MAT TRANSFORM D BY 1/sqrt (X#)

24 *MAT D!=DV (D) / *D~DV(T(D_by_1/sqrt (X#))) D5*5

25 *MAT R=D*R / *R~D*T*RO*T’ 5*5

26 *MAT R!=R*D / *R~D*T*RO*T’*D 5%5

27 *MAT LOAD R, CUR+2

28 *_

29 *MATRIX R

30 */// X11 X12 X13 X21 X22

31 *X11 1.00000 0.46442 0.88662 0.54611 -0.21918

32 *X12 0.46442 1.00000 0.09091 0.74172 -0.22923

33 *X13 0.88662 0.09091 1.00000 0.30754 0.01348

34 *x21 0.54611 0.74172 0.30754 1.00000 0.17889

35 *X22 -0.21918 -0.22923 0.01348 0.17889 1.00000
*

36

Nuo muuttujaryhmien sisdiset muunnokset ovat sotkeneet alkuperdisen kau-
niin rakenteen. Suurin suoraan havaittava korrelaatiokerroin muuttujaryhmien
vililld on vain 0.74 .

Laskemme nyt matriisitulkin avulla matriisista R ldhtien kanoniset korre-
laatiot seuraavasti
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36 *
37 *MAT R11!=R(1:3,1:3)
38 *MAT R22!=R(4:5,4:5)
39 *MAT R12!=R(1:3,4:5)
40 *MAT S1=CHOL(R11) / *S1~CHOL(R11) 3*3
41 *MAT S1!=S1" / *S1~CHOL(R11)’ 3*3
42 *MAT S2=CHOL (R22) / *S2~CHOL(R22) 2*2
43 *MAT S2!=S2' / *S2~CHOL(R22)’ 2*2
44 *MAT SI1=INV(S1) / *SI1~INV(S1) 3*3
45 *MAT SI2=INV(S2) / *SI2~INV(S2) 2*2
46 *MAT A=MTM2(SI1,R12) / *A~INV(S1)'*R12 3*2
47 *MAT A=A*SI2 / *A~INV(S1)’*R12*INV(S2) 3*2
48 *MAT SINGULAR _VALUE DECOMPOSITION OF A TO U,D,V
49 *MAT LOAD D,CUR+2
50 *_
51 *MATRIX D
52 *Dsvd (INV(S1)’'*R12*INV(S2))
53 */// sing.val
54 *svdl 0.900000
55 *svd2 0.500000
56 *

ja ndemme, ettd tulokset tismaivit odotettuihin.

6.2 Kanonisten korrelaatioiden estimointi

Kanoniset korrelaatiot lasketaan analogisesti edelld esitettyjen kaavojen mu-
kaan ldhtien aineistosta lasketusta korrelaatiomatriisista R . Jos kysymyksessd
on otos multinormaalijakaumasta, tulokset ovat suurimman uskottavuuden es-
timaatteja.
Survossa tehtdvi kannattaa suorittaa sukrolla /CANCORR . Jos esim. halu-
amme tutkia kymmenotteluaineistossa ensimmadisen ja toisen pdivdn lajien
riippuvuuksia, aktivoimme viisi ensimmadistd lajimuuttujaa kirjaimella X ja
loput viisi lajimuuttujaa kirjaimella Y . Tdssd muuttujien valinta osoitetaan ly-
hyesti MASK-tismennykselld ja /CANCORR-komento kiynnistetiin muodossa:

C:\M\MEN2\ 100 100 0

22 1 SURVO 84C EDITOR Sun Apr 10 14:29:03 1994

1
2

*

*MASK=--XXXXXYYYYY

3 */CANCORR KYMMEN, CUR+1_

4

*

Tulokset ilmestyvit riveille 4-29:
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1 1 SURVO 84C EDITOR Sun Apr 10 14:29:17 1994 C:\M\MEN2\ 100 100 0
1 *

2 *MASK=—-XXXXXYYYYY

3 */CANCORR KYMMEN, CUR+1

4 *Canonical analysis on KYMMEN:

5 *Correlation CHI"2 P df (LCAN.M)
6 *1 0.7894  62.737 0.99996 25

T* 2 0.5284 22.231 0.86413 16

8 * 3 0.3306 8.6421 0.52905 9

9 *4 0.2823 3.8400 0.57191 4

10 * 5 0.0972 0.3941 0.46987 1

11 *Coefficients for canonical variables saved in XCOEFF.M, YCOEFF.M
12 *

13 *MATRIX XCAN.M

14 *Correlations_of_can.variables_with_X

15 */// CAN1 CAN2 CAN3 CAN4 CAN5S
16 *M100 -0.218 0.729 0.124 0.633 -0.069
17 *Pituush -0.124 0.566 -0.731 -0.301 -0.200
18 *Kuula -0.892 -0.400 -0.130 0.121 -0.112
19 *Korkeus -0.250 -0.168 -0.140 -0.424 0.843
20 *M400 0.424 0.174 -0.453 0.762 0.067
21 *

22 *MATRIX YCAN.M

23 *Correlations_of_can.variables_with_Y

24 */// CAN1 CAN2 CAN3 CAN4 CANS
25 *Aidat -0.226 0.555 -0.627 0.496 -0.045
26 *Kiekko -0.928 -0.336 -0.090 -0.075 -0.108
27 *Seivdas 0.191 0.299 0.193 -0.232 -0.885
28 *Keihds -0.000 -0.139 -0.540 -0.808 0.192
29 *M1500 0.806 -0.497 -0.166 0.251 -0.111
30 *

Kanonisten korrelaatioiden ohella /CANCORR poimii esiin alkuperiisten ja
kanonisten muuttujien véliset korrelaatiomatriisit, joista on ehkd helpoin pii-
telld, milld tavalla muuttujaryhmét ovat tekemisissd keskenédn.

Tissd tapauksessa ensimmdinen kanoninen muuttujapari liittyy "voimaan"
ja toinen "nopeuteen". On kuitenkin syyté kiinnittdd huomiota kanonisten kor-
relaatiokertoimien tilastolliseen merkitsevyyteen, josta tulostuksessa annetaan
asymptoottiset X-testisuureet vapausasteineen ja P-arvoineen kunkin kanoni-
sen korrelaatiokertoimen osalta (rivit 6-10).

Testisuure, jota tissd kiytetddn sen testaamiseen, ettd kanoniset korrelaatiot
kertaluvun k jdlkeen eivit ole nollasta poikkeavia on

S
-[IN=-1-(p+D2] Y log(1 -dY,
i=k+1
missd N on otoskoko ja s=min(g, p-g) kanonisten korrelaatiokertoimien luku-
madrd. Arvolla k=0 kyseessd on karkea testi muuttujaryhmien riippumatto-

muudelle.

Koska testin P-arvo esimerkissimme arvolla k=1 on 0.86, kanoniset korrelaa-
tiokertoimet eivit siis ensimmadistid lukuunottamatta nidytd merkitseviltd tdssa
tapauksessa.
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6.3 Informaatioteoreettinen tulkinta

Tiassd lyhyessd katsauksessa esittelemme multinormaalijakauman informaa-
tioteoreettisia ominaisuuksia ja nidytdmme niiden yhteydet kanonisiin korre-
laatiokertoimiin.

Entropiamitta
Jatkuvan p-ulotteisen satunnaismuuttujan X entropiaksi miéritellddn

H(X) = - j %) log/(x) dx .
R
Se kuvaa jakaumaan liittyvid epdvarmuutta ja vastaa diskreetin jakauman ent-
ropiaa

n
- Z pilog,p;
=

joka kertoo, kuinka monta "on-ei"-tyyppistd kysymystd vastaavan satunnais-
kokeen tuloksesta on keskimédrin esitettdvi, jotta saadaan selville toteutunut
vaihtoehto. Diskreetissd tapauksessa logaritmin kantaluku 2 valitaan tuon
"bittitulkinnan" vuoksi. Jatkuvassa tilanteessa vastaava tulkinta on mahdoton,
jolloin on yksinkertaisinta kédyttdad luonnollisia logaritmeja.

Multinormaalijakauman N(|,Z) entropia johdetaan seuraavasti. Tdssad tapauk-
sessa on

logf(x) = - 5 [plog2m+ log|Z] + (x - W’ (x — W],
jolloin entropiaksi saadaan
HX) =4 { plog2m+ loglE] + vl = [ (x = w(x = Wfx)dx ] )

R’
=1 { plog2m+log|Z| + tr[Z %] }

=5 (plog2m+log|Z|+p).

Voidaan osoittaa (Rao, 1965, s.449-450), ettd niiden jakaumien joukossa, joil-
la on annettu odotusarvovektori [ ja kovarianssimatriisi Z, juuri (multi)nor-
maalijakaumalla on suurin entropia.

Informaatiomitta
Muuttujien X® antama informaatio muuttujista X" méritellsiin muodossa
I(X(]),X(z)) — H(X(l)) - H(X(l) |X(2))

eli se kertoo, kuinka paljon muuttujiin XV liittyvi entropia vihenee, jos
saadaan tietdd, mitd X® on.
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Multinormaalijakaumassa N(J,2) pitee téalloin yksinkertaisesti
IXDX?) = 2 (loglzll | - log|Z;; 1)

mikd yhtidlon

2= 125,124,
perusteella voidaan kirjoittaa my6s symmetrisessd muodossa
](X(l) X(z)) =11 |z11 I 22|
’ =]

eli 1(XDX?)=pX® XDy,

Osoitamme nyt, ettd I(X(l),X(z)) voidaan esittdd kanonisten korrelaatioker-
toimien avulla. Teemme tdsmentédvin oletuksen, ettd g < p-g , jolloin kanonis-
ten korrelaatiokertoimien lukumiéra s on g ja gX(p-g)-matriisin

A=Sz,Sy
singulaariarvohajotelmassa A=UDV’ matriisi U on ortogonaalinen. Kéytdm-
me lisidksi hyviksemme aikaisempia hajotelmia

2,,=5(S,,
2,,=8;8,,

jolloin voimme kehitelld informaatiomittaa I(XM X®?) seuraavasti:

IXDXP) = (log|Z,,| = log|Z,, , 1)
(Oglzlll log|Z,, - Z122_212221 )]
% 0g[|211|211 2122_212221“

% 0g[|(S ) ”211 Z122_2]2221”8_]”

=-1log|l - (S;")%,,8;'(S;")' %, S|
=-1log|ll - AA’|

5 log|I -UDV'VDU’ |

% log|I - UD’U’ |

1

7

1

2

=-1 Y log(l -d?.
‘2

1XYW, X?) on siis vakiotekijid vaille edelli mainittu muuttujaryhmien riip-
pumattomutta koskeva testisuure.
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7. Erotteluanalyysi

7.1 Maaritelméa

Tarkastellaan satunnaisvektoria X g eri perusjoukossa, joista kustakin on kay-
tettdvissa otos. Tehtdvana on maarata sellaiset yhdistetyt muuttujat, jotka par-
haiten kuvaavat perusjoukkojen (ryhmien) vélisia eroja.

Alustavana esimerkkina vertailemme jakaumia N@) ja N(?,Z), joilla

on siis sama kovarianssimatriisi mutta eri odotusarvovektorit. Maaraédmme sen
yhdistetyn muuttujan a’X , joka erottaa jakaumat selvimmin toisistaan. Tal-
laista muuttujaa sanotaan erottelumuuttujaksi (diskriminaattoriksi). Vektori a
maarataan siis suuntana, johon projisoidut jakaumat erottuvat parhaiten. Esim.
kahden muuttujan tapauksessa erottelumuuttujan suunta voisi nayttaa seuraa-
valta.

N
G

>

(2

2
%
.
o

Ns. Fisherin erottelumuuttuja maaraytyy siten, ettda maksimoidaan lauseke
[a'(W® - Y@))?

vektorin a suhteen ehdolla
var(@X)=aza=1.

Soveltamalla Cholesky-hajotelmaa Z=CC’ ja muunnosta b=C’a maksimointi-
tehtéva tulee muotoon: On maksimoitava b:n suhteen
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b’ CH(u® - u@)(u® - u@y(Clyb =buub
missa

u=CLu® - p@)
ehdolla

b'b=1.

Tehtava on tdysin samanlainen kuin Hotellingftestin yhteydessa tapaa-
mamme. Optimaalineln on verrannollinen vektoriin eli

al (CYyb= (€Y CHu® - u®) = u® - @)

Kun toimitaan teoreettisten parametrien asemasta otosten pohjalta, odotusar-
vot korvataan otoskeskiarvoilla j estimoidaan samalla tavalla kulA-tes-
tissa kahden otoksen tapauksessa.

Itse asiassa Survon kahden multinormaalisen otoksen vertailuun tarkoitettu
sukrdVMWIEESTFI22 laskee kahden otoks@R-testin ohella ko. erottelumuut-
tujan kertoimet ja tallettaa ne matriisitiedostoB2COEFF.M toiseksi sarak-
keeksi otsikolla discr ". (Ensimmaéinen sarake on otoskeskiarvojen erotus.)

Siirrymme nyt yleiseen tilanteeseen, jossa vertailtavien ryhmien ngé@néa
enemmaén kuin 2. Aivan samalla tavalla kuitesti yleistettiin T>-testiksi,
erotteluanalyysia voidaan tarkastella 1-suuntaisen varianssianalyysin pohjalta.
Kertaamme taman vuoksi lyhyesti ko. varianssianalyysin paatulokset.

Tarkasteltakoon reaaliarvoista satunnaismuuttjgari ryhmasséa. Olkook
ryhmassak=1,2,...9)
Y ON(,.0%) , k=1,2,..9

ja tasta ryhmasta saatavily riippumatonta havaintoa

Yo 1A =1,2,..N,.
Otamme kayttoon viela seuraavat merkinnat:
Nk
X = Wl (Z ' (keskiarvd. ryhmassa)
k=1

N=N; + N, +... 4, (havaintojen kokonaismaara)

Y= % ;lNkY (yleiskeskiarvo)
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Hypoteesia Kt p,=H,=...l, testattaessa paadytaan varianssianalyysikaavi-
oon:

Vaihtelu Nelibsumma Vap.ast. F

9

Ryhmien valinen Q(Y) = ;lNk(Y -Y)? g-1 s ss?
g N

Ryhmien siséinenQ,(Y) = Zl Zl(\q(a -Y* N-g s?

g N

Kokonaisvaihtelu Q(Y) = -Y? N-1
=g, B
Mikali H, patees?/s? noudattad-jakaumaa vapausastegl, N-g .

Tulemme nyt soveltamaan tata kaaviota yleistetyssa tilanteessa,Yjassa
multinormaalijakaumaa noudattavan satunnaisvekddrkomponenttien pai-
notettu summa.

Olkoon siik. ryhméassa

X=(Xp,Xg,.. X)) ON(U®,Z)
ja otamme kaytt66n merkinnat
Xk = X;:n arvok. ryhmana. havainnossa,

Xiq = k. ryhméana. havaintovektori,

1 Ny o 1 9
Xk: Wk :lxkd ) X = N A kak y
Nk

S = ﬁz Kia = XX = X))’ = k. ryhman otoskovarianssimatriisi.
K+ 6=1
Tarkastellaan mielivaltaista yhdistettyd muuttuyea’ X ja sovellamme mer-
kintoja
Yo =Xy, Y=aX,, Y=aX.

Talléin ryhmien sisdistd vaihtelua kuvaava neliossumma on Kkirjoitettavissa
muodossa
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A= S Y =aw
' glgl(qu 2

missé g N, g
W = ;1 z:l(xkq _Xk)(xkq —Yk)’ = %(Nk _ 1)Sk .

Vastaavasti ryhmien valisen vaihtelun neliésumma on

g
Q(Y) = glNk(Y -Y)?=aBa,
missa B
B= ZlNk(Xk - X)X, = X)',

jolloin yleiskeskiarvosta laskettujen poikkeamien kokonaisneliosummaksi
tulee
g N

Q(Y) =Qu(Y) +Qx(Y) = ;1 (Z_l(\{(a -Yy?=aTa,

missa

g N
T= gl (Zl(xka —X)(Xka -X)=W +B.

Matriisin B aste olkoorm < min(g-1, p) ja matriisinW maksimaalinen efp .
Tallsin, mikali Hy p®=p@=_.3u@ patee,

2;.2_ N—-g - &Ba
Sis = g—lDa’Wa

noudattaa--jakaumaa vapausastgipl ja N-g kaikilla (nollavektorista eroa-
villa) a-vektoreilla.

Erottelumuuttujaty=a’ X muodostetaan maksimoimalla edella johdé&ties-
tisuurea:n suhteen eli saatetaan testikriteerin mielessa ryhméat mahdollisim-
man erilleen toisistaan.

Tehtava voidaan esittdd myods muodossa: On maksimoitava

a'Ba ehdollaa’'Wa=1
a:n suhteen. Kayttamalla matriisid Cholesky-hajotelmaa
W =CC’
ja merkitsemalla
b=C’'a
joudutaan maksimoimaan
b’C1B(CY) b ehdollab’b=1
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b:n suhteen eli ratkaisu saadaan spektraalihajotelmasta
cIB(Cly = UAU
muodossa
a=(CYb=CHyu?,
missau® on suurinta ominaisarvoly vastaava ominaisvektori eli matriisin
U ensimmainen sarake.
Matriisin B astem, joka on korkeintaan mig{l, p), maardd mahdollisten
erottelumuuttujien lukumaarén ja erottelumuuttujat ovat
Y, =u’CciX =a X ,i=1,2,..,m.
Erottelumuuttujille on ominaista, et#émaksimoi emF-testisuureen ehdoilla
alBa® =al'wal) =0, j=1,2,...i-1 .
Nama ehdot merkitsevét olennaisesti sité, etta
r(Y,Y) =0, kuni #]
koko aineistosta laskettuna, silla
(N - L)cov(y;Y) =al Ta® =al’Ba" +a"wa® = 0.

Y, siis maksimoi erottelumuuttujiltay;,Y.,....Y, ; selittamatta jaaneet ryh-

mien erot.
Kun merkitdan
A=[a®a® . . aMm],
on edellisen perusteella
A'BA=A, AWA =I| jaA'TA=A+I.

Paakomponenttianalyysin tulkinnan tapaan ominaisarvoj@y,... A, summa
kuvaa tallin ryhmien "kokonaiseroa" ja jokainen ominaisarvo ko. erottelu-
muuttujan selittimaa eroa.

Voidaan osoittaa, etté erotteluanalyysi on laheistd sukua kanonisille korrelaa-

tioille. Jos kanoniset korrelaatiot lasketaan aineistosta, jossa erotteluanalyysin

muuttujatX ovat toisena muuttujaryhména ja dikotomiset ryhmien indikaatto-

rimuuttujat toisena muuttujaryhmana, saadaan kanoniset korrelaatiokertoimet

d; , jotka ovat yhteydessa erotteluanalyysin ominaisarvaibkaavan
d2=N/(1+N)

mukaisesti.

Tallbin analogiseksi testisuureeksi sille, ettd erottelumuuttujien selittama ero
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k. erottelumuuttujan jalkeen ei ole merkitseva, voidaan valita
g
N-1-(p+09)/2] Z log (1 +A)) ,
1=R+1

joka noudattaax®jakaumaa f§-k)(g-k-1) vapausasteella, jos eroa ei ole.
Arvolla k=0 testataan, onko ryhmien vélilla lainkaan keskiarvoeroja eli taméa
vastaa 1-suuntaisen varianssianalyysin yleistystaiuttujalle.

7.2 Luokitteluongelma

Erotteluanalyysiin liittyy l&heisesti havaintojen luokittelutehtava. Oletetaan,
ettd em. erotteluanalyysin tilanteessa saadaan uusia havXinfojden alku-
peraa, so. todellista ryhmédl,2,...g, ei tunneta. Syntyy ongelma, miten uu-
det havainnot tulisi talléin luokitella.

Asiaa voi tutkia joko alkuperédisten muuttujief tai erottelumuuttujien
Y=A’X avulla. Jalkimmainen tapa on tavallisesti jarkevampi, silla

1) muuttujia on paljon vahemman,

2) erottelumuuttujat ovat erottelun kannalta karakteristisempia,
3) erottelu- ja luokitteluinformaatio sailyy,

4) multinormaalisuusolettamus on paremmin voimassa.

Luokittelu perustuu Mahalanobis-etéisyyksiin

D= X -X)'SMX-X), k=1.2,..9,

missaS, onk. ryhmastéa laskettu otoskovarianssimatriisi. Jos kovarianssit voi-
daan olettaa ryhmasta riippumatta samoiksi, kuten edella tehtiin, on perustel-
tua korvata jokaine®, matriisilla
1
S= N_-gW .
Kaytettaessa erottelumuuttujya=A’ X alkuperaisten muuttujien asemasta, ko.
etdisyydet ovat muotoa

D?= (Y -Y)(A'SA(Y -V, k=12,.9.

On olemassa useita erilaisia luokitteluperiaatteita. Naista tarkeimmat ovat
seuraavat:

1) Sijoitetaan havaintdX siihen ryhmaén, jossa Mahalanobis-etaisyys on
pienin.

2) Kaytetaan Bayes-periaatetta eli oletetaan, etta kuhunkin ryhmé&éan kuulumi-
selle on annettu a priori -todenn&koisyys k=1,2,...g . Usein valitaarp, =
NN .

Tallbin havaintdX sijoitetaan siihen ryhmaada, jolle lauseke
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Pl S| H%exp(3D?)

on suurin. T&ma on verrannollinen a posteriori -todenndkdisyyteen multinor-
maalisuuden vallitessa.

7.2.1 Esimerkki hahmontunnistuksesta

Erotteluanalyysin ja siihen liittyvan havaintojen luokittelutehtavan naytteena

tutkimme seuraavanlaista yksinkertaistettua hahmontunnistustilannetta. Luom-
me 300 havainnon aineiston kirjaimista H,I,L, jotka alunperin on koodattu

7x5-pistematriiseina alla olevan kuvan mukaisesti. Kutakin havaintoa tullaan

hairitsemé&én "kohinalla”, joka muuttaa tietylld todenndkoéisyydella mustia

pisteita valkoisiksi ja painvastoin.

1 1 SURVO 84C EDI TOR Sun Apr 24 11:55:05 1994

A F= RO

2* 12345 12345 12345

3* 1 1 1
4* 2 2 2
5* 3 3 3
6* 4 4 4
7* 5 5 5
8* 6 6 6
9* 7 7 7
10* _

Seuraavassa kuvassa on 30 havainnon nayte talla tavalla sotketuista merkeista.
Lukija voi yrittda arvioida, mista kirjaimesta on kussakin tapauksessa kysy-
mys. Myéhemmin kerrotaan erottelu- ja luokitteluanalyysin antama tulos, jo-
hon sopii verrata omia kasityksiaan.

187 * 12345 12318345 1780545 12820545 178085 1280545 1252065 17545 1082545 12620845
1881 § 11 1h mmit 1L 1

189 %2 2p 2 2p

190*3 33 3 3 I
191 *4 4 4

192%5 5 J I 5
193*6 6 6 6

1947 7 |

105 *

196 *
197 * 12345 1235345 17R2045 1762045 1760545 1760545 1760545 17020545 120045 126215
198*1 11 1 Y 0 i 11 g 1if

=t 1 Ra | 2 % g W5 & 2 I
200%3 3 B | 3 33 3 3

201 *4 14 4 ! 4 4

202 *5 5B | 5 55 5

203 6 1 A 66 6
204%7 A | | ] |

205 *

206 *

207 * 12345 12318345 1 5 17RI5 17R20545 17R2545

51 z 5 17RE5 17RAEA5 1 z
208*1 | L[t 11 1
00 Iy il BT A1
210*3 3 3 3
211 %4 4 4 4
212*5 ! ssH I 5
213*6 6 6 6
214*7 17 7 1 7

215*

Tulemme nakemaan, ettd erotteluanalyysi luokittelee nama tapaukset niiden
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epamaaraisyydesta huolimatta "oikein".
Kannattaa my6s panna merkille, ettéa alkuperaiset 385=nuuttujaa ovat
0-1-arvoisia, joten niiden yhteisjakauma on kaukana multinormaalisesta.

Tarvittava aineisto syntyy seuraavasti:

23 1 SURVO 84C EDI TOR Sun Apr 24 15:07:37 1994 C:\M MEN2\ 300 100 0
X

0
11 *FILE CREATE HIL,128,60
12 *Kirjainten H,I,L bittikartat
13 *FIELDS:
14*1N1K
15*2N1X11
16*3N1X21
17*4N1X31
18*5N 1 X41
19*6 N1 X51
20*7N1X61
21*8N1X71
22*9N1X12
23*10 N 1 X22
24*11 N 1X32

47*34 N1 X55
48*35 N 1 X65
49*36 N 1 X75
50 *END

51*

Aluksi luodaan Survon havaintotiedoshilL ja siihen ryhmaa (kirjainta)
osoittava muuttuja seka kirjaimen bitteja osoittavat muuttujat seuraavan
matriisin mukaisesti:

><11 ><12 X13 ><14 ><15

><71 ><72 X73 ><74 ><75

Tiedostoon asetetaan 300 tyhjaa havaintoa (rivi 52), ne taytetaan nollilla (rivi
55) ja muuttujarK arvot maarataan siten, ettd 100 ensimmaista havaintoa saa
arvon 1 (H), 100 seuraavaa arvon 2 (1) ja loput 100 arvon 3 (L):

1 1 SURVO 84C EDI TOR Sun Apr 24 15:18:43 1994 C:\M MEN2\ 300 100 0
52 *FILE INIT HIL,300
53K
54 *MASK=-
55 *TRANSFORM HIL BY 0

57 *VAR K=1 TO HIL / IND=ORDER, 1,100
58 *VAR K=2 TO HIL / IND=ORDER, 101,200
59 *VAR K=3 TO HIL / IND=ORDER,201,300
60 *

Kustakin kirjaimesta tehddan 100 havaintoa, jotka vastaavat alussa kuvattua
ihannemalliaVARkomennoin:
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62 *IND=K,1 H-kirjaimet

63 *X11=1 X21=1 X31=1 X41=1 X51=1 X61=1 X71=1
64 *X42=1 X43=1 X44=1

65 *X15=1 X25=1 X35=1 X45=1 X55=1 X65=1 X75=1
66 *VAR X11,X21,X31,X41,X51,X61,X71 TO HIL

67 *VAR X42,X43,X44 TO HIL

68 *VAR X15,X25,X35,X45,X55,X65,X75 TO HIL

69 *

71 *IND=K,2 I-kirjaimet

72 *X13=1 X23=1 X33=1 X43=1 X53=1 X63=1 X73=1
73 *VAR X13,X23,X33,X43,X53,X63,X73 TO HIL
74*

76 *IND=K,3 L-kirjaimet

77 *X11=1 X21=1 X31=1 X41=1 X51=1 X61=1 X71=1
78 *X72=1 X73=1 X74=1 X75=1

79 *VAR X11,X21,X31,X41,X51,X61,X71 TO HIL

80 *VAR X72,X73,X74,X75 TO HIL

81+

Kirjaimiin lisatdan voimakas "kohina" muuttamalla jokainen ykkosbitti nol-
laksi todennakoisyydella 0.3 ja nollabitti ykkéseksi samalla todennakoisyy-
della. Tama tapahtuu suoraan seuraad®IBNSFORMomennolla:

83 *Satunnaistaminen:

84 *Musta piste muuttuu valkoiseksi todennakdisyydella 0.3 .

85 *Valkoinen piste muuttuu mustaksi todennékéisyydella 0.3 .

86 *MASK=-

87 *TRANSFORM HIL BY MIX

88 *MIX=if(X=1)then(int(0. 7+rand(1001)))else(|nt(0 3+rand(1001)))
89 *

Tassa on naytteena kustakin 100 havainnon osaotoksesta ensimmainen tapaus:

90 *Ensimmaiset havainnot kustakin osaotoksesta:

91*

92 * H | L

93* 12345 12345 12345
94 *
95*
96 *
97 *
98 *
99 *
100 *
101* _

s |I

3
4
5
7

LOURWNR
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Varsinainen analyysi alkaa laskemalla osaotoksista keskiarvot, hajonnat ja
korrelaatiokertoimet. Ne siirretaan matrl|S|t|edost0|ﬂbMM1R2MMZR3MM3

103 *Kesklarvot hajonnat ja korrelaatiot ryhmlttam
104 *MASK=-

105 *CORR HIL / IND=K,1

106 *MAT R1=CORR.M  /*R1~R(HIL) S35*35
107 *MAT M1=MSN.M  /*M1~MSN(HIL) 35*3
108 *CORR HIL / IND=K,2

109 *MAT R2=CORR.M [ *R2~R(HIL) S35*35
110 *MAT M2=MSN.M  /*M2~MSN(HIL) 35*3
111 *CORR HIL / IND=K,3

112 *MAT R3=CORR.M | *R3~R(HIL) S35*35
113 *MAT M3=MSN.M  /*M3~MSN(HIL) 35*3
114* _

Erotteluanalyysiin kaytetaan tassa udiBBSERI-sukroa. Saman tehtavan
toteuttaa Markku Korhosen laatinfSCRoperaatio, joka myds luokittelee
havainnot automaattisesiliBCR operaatio toimii suoraan havaintoaineiston
perusteella ja on aitona C-ohjelmana huomattavasti nopeamDEGERI -
sukro. Kaytamme kuitenkin jalkimmaista, koska se on katevampi opetus- ja
kokeilutilanteissa.

IDIBSBRI -sukro edellyttaa, etta ryhmittain on valmiiksi laskettuna korrelaa-
tiomatriisit ja NBBMNnatriisit. Naihin viitataanCORR ja MBBNasmennyksilla
ja niistéa on helppo rakentaa erotteluanalyysinja B-matriisit. Itse komento
ei tarvitse mitdan parametreja. Tuloksena saadaan komennon alapuolelle (seu-
raavassa rivit 120-130) lyhyt yhteenveto ominaisarvoista, niiden erottelu-
osuuksista, kanonisista korrelaatioista ja likimaaraisgstéstista.

116 *Erotteluanalyy5|

117 *CORR=R1,R2,R3

118 *MSN=M1,M2,M3

119 */DISCRI

120* Eig.val. % Can.corr Chi"2 df P

121*1 3.166677 63.00 0.871780 693.7899 70 0.9999

122*2 1.859658 37.00 0.806417 294.1966 34 1

123 *

124 *MAT LOAD DISCRL.M,END+2 / Discriminant coefficients

125 *MAT LOAD DISCRXR.M,END+2 / Correlations variables/discriminators
126 *Correlations, means and standard deviations of discriminators
127 *for each of the 3 groups are saved in matrix files corresponding
128 *to CORR and MSN files with their names preceded by letter ‘D’.
129 *Discriminant scores are computed by

130 *LINCO <data_file>,DISCRL.M(D1,D2,...)

131* _

Tassa sovelluksessa molemmat mahdolliset erottelumuuttujat ovat hyvin sel-
vasti merkitsevia.

IDIBSBRI -sukro tallettaa erottelumuuttujien painokertoiehatriisitiedos-
toksi DISCIRALM seka erottelumuuttujien ja alkuperdisten muuttujien véliset
korrelaatiokertoimet matriisitiedostokMISCTRXRM . Naiden tulostamista
vartenDIBEERI kirjoittaa valmiit komennot (tassa riveilla 124-125). Paino-
kertoimetA talletetaan skaalattuina siten, eit§a=1 , miss&=W/(N-g). Tal-
I6in niiden suuruudet eivét riipu havaintojen lukumaarasta.



7.2 Erotteluanalyysi 131

Lisaksi/DIBEBRI on laskenut ja tallettanut ryhmittdin erottelumuuttujien
keskinaiset keskiarvot, hajonnat ja korrelaatiokertoimet matriisitiedostoihin,
jotka vastaavafCORR ja MBBMasmennyksissd mainittuja. Nimien eteen on
vain lisétty D-kirjain erottamaan ne alkuperdisista.

Painokerroinmatriisi ja vastaava korrelaatiomatriisi nayttavat rinnakkain

aseteltuina seuraavilta:

132 *Matriisit siirrettynd vertailua varten vierekkain:

133 *MATRIX DISCRL.M MATRIX DISCRXR.M
134 *Discriminator_loadings  Correlations_between_variables_and_discrimin
135 %1 %1l %2 /Il Discrl Discr2

136 *X11  -0.35555 0.24780 X11 -0.38354 0.16640
137*X21  -0.54086 0.24606 X21 -0.34263 0.13033
138*X31  -0.45305 0.33676 X31 -0.41697 0.10264
139*X41  -0.69289 0.06400 X41 -0.56177 0.03394
140*X51  -0.55529 0.16237 X51 -0.44303 0.06797
141*X61 -0.81668 0.60068 X61 -0.46883 0.18555
142 *X71  -0.48370 0.05659 X71 -0.36816 0.06457
143*X12  -0.09118 -0.04808 X12  -0.08029 -0.06371
144 *X22  -0.16507 0.12567 X22 -0.04667 0.07512
145*X32  0.23745-0.04745 X32  0.11380-0.02771
146 *X42  -0.31848 -0.89135 X42  -0.35916 -0.41927
147 *X52  -0.01521 0.29840 X52 -0.04185 0.10664
148 *X62  -0.31208 0.17670 X62 -0.13463 0.08283
149 *X72  -0.12488 0.64358 X72 -0.11760 0.39718
150 *X13 0.51404 -0.27779 X13 0.37493 -0.17416
151*X23  0.41393 0.03554 X23  0.38348 -0.18736
152*X33  0.21736-0.14527 X33  0.29500 -0.09205
153*X43  0.28752-0.68820 X43  0.09318 -0.42103
154 *X53  0.46922-0.37748 X53  0.38948-0.21111
155*X63  0.49321-0.39669 X63  0.43650 -0.21643
156 *X73  0.36013 0.63809 X73  0.24761 0.36625
157 *X14  -0.11975 0.43458 X14  -0.10870 0.08346
158*X24  -0.12968 0.13070 X24 -0.04206 0.05951
159*X34  0.25972 0.20172 X34  0.05730 0.02628
160 *X44  -0.38441-0.22126 X44  -0.34636 -0.25552
161*X54  0.05037 0.12873 X54 -0.06648 0.01133
162 *X64  0.14475 0.08950 X64  -0.02740 0.03279
163*X74  -0.11917 0.82410 X74  -0.00594 0.51892
164 *X15  -0.62872 -0.45895 X15 -0.33918 -0.37232
165*X25  -0.46845 -0.34602 X25 -0.32159 -0.35600
166 *X35  -0.34143-0.24901 X35 -0.27432-0.22658
167 *X45  -0.31265-0.78521 X45 -0.30460 -0.40728
168 *X55  -0.25020 -0.66127 X55 -0.28930 -0.33741
169 *X65  -0.49599 -0.65055 X65 -0.30939 -0.38457
170*X75 -0.70186 0.24134 X75 -0.47302 0.22995
171* _

Jo ndista tuloksista on mahdollista paatella jotain kummankin erottelumuuttu-
jan luonteesta. Tulkinta helpottuu laskemalla erottelumuuttujien arvot ja tut-

kimalla niiden jakaumia eri tavoin.

173 *Erottelumuuttujien D1,D2 laskeminen ja talletus:
174 *LINCO HIL,DISCRL.M(D1,D2)
175*

Huolimatta alkuperaisten 35 muuttujan dikotomisuudesta erottelumuuttujat
nayttavat ryhmittdin tarkasteltuina likipitden normaalisti jakautuneilta. Tassa
on esimerkiksi otettu ensimmaisen erottelijan luokitettu jakauma ensimmaéi-
sesséa ryhmassa (H) ja todettu sen yhteensopivuus normaalijakaumaan.
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176 *1. erottelumuuttujan normaalisuus 1. ryhméséé:

177 *GHISTO HIL,D1,CUR+1 [ DD4-83@BR)FHIFNOERMAINDBEK, 1
178 *Frequency distribution of D1 in HIL: N=100

179*

180 *Class midpoint f % Sum % e e f X2
181* <=-700 0 00 0 00 11
182* 675 4 40 4 40 28
183* -625 8 8.0 12 12.0 6.7 106 12 0.2

184* -575 11 11.0 23 23.0 125 125 11 0.2
185* -525 18 18.0 41 41.0 18.1 181 18 0.0
186* -475 21 21.0 62 62.0 20.3 203 21 0.0
187* -425 16 160 78 78.0 175 175 16 0.1
188* -3.75 13 13.0 91 91.0 11.7 11.7 13 0.2
189* -325 5 5.0 96 96.0 6.0

190* -2.75 4 4.0 100100.0 2.4

191* >-250 0 0.0 1001000 09 93 9 00
192 *Mean=-4.785000 Std.dev.=0.967613

193 *Fitted by NORMAL(-4.785,0.9363) distribution

194 *Chi-square=0.696 df=4 P=0.9518

195*

Histogram of D1 in HIL

25

15

10

10 -8 -6 -4 -2

IDIBSRRI -sukron muodostamien erottelumuuttujien korrelaatiomatriisien ja
NMEBMNmatriisien avulla on edullisinta luokitella sekad erotteluanalyysissa jo
mukana olleita havaintoja seka mahdollisia uusia havaintoja, jotka ovat aikai-
semmista riippumattomia. On odotettavissa, etta "vanhojen" havaintojen koh-

dalla luokittelutulos on lilan optimistinen, koska ne itse vaikuttavat erottelijoi-

hin.
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Luokittelu tapahtuu uudell@lILASSI-operaatiolla, joka kayttaa korrelaatio-
ja MBBMnatriiseja ryhmien kuvaajina. Tama komento on siis mahdollinen
my6s muille kuin erotteluanalyysilla muodostetuille matriiseille. Aluksi on
maariteltava ja valittava sopivat luokittelutuloksia kuvaavat muuttujat.

CLASSI sallii luokittelun yhtaikaa Mahalanobis-etaisyyksien ja Bayesin
periaatteen mukaan. Edellisessa tapauksessa muuttuja aktivoidaan joko D- tai
d-kirjaimella ja jalkimmaisessa tapauksessa B- tai b-kirjaimella. Isot kirjaimet
tarkoittavat yhteisen kovarianssimatriisin kayttéa, pienet taas ryhmakohtais-
ten. CLASH! tallettaa myds luokittelutodennakdisyydet (tai -etdisyydet tapa-
uksissa D,d) P-kirjaimilla aktivoituihin muuttujiin, joita tulee olla sama maaréa
kuin vertailtavia ryhmia. Jos kaytetaan yhta useampaa luokittelusaantéa saman-
aikaisesti, nama todennakoisyydet talletetaan sen kriteerin mukaan, joka on
jarjestyksessa b,B,d,D ensimmaisena.

Tassa tapauksessa kaytetdaan kaikkia luokittelusaantdja rinnakkain. Toden-
nakoisyydet tulevat olemaan siis Bayesin periaatteen mukaisia, kun ne laske-
taan ryhmittaisten kovarianssien pohjalta

199 *FILE UPDATE HIL -
200 *
201 *FIELDS:

202* 39 ND- 1Mahall Mahalanobis-etéisyys, samat kovarianssit

203 * 40 Nd- 1Mahal2 Mahalanobis-etéisyys, ryhmittdiset kovarianssit
204* 41 NB- 1Bayesl Bayes-todennakoisyys, samat kovarianssit

205* 42 Nb- 1Bayes?2 Bayes-todennakdisyys, ryhmittaiset kovarianssit
206 * 43NP- 4PH H-todennakoisyys

207 * 44NP- 4Pl I-todennékéisyys

208 * 45NP- 4 PL L-todennéakdisyys

209 *END

210 *SURVO 84C data file HIL: record=128 bytes, M1=64 L=64 M=38 N=300
211+

CLASSI edellyttaa samanlaisi@ORR ja NBBMasmennyksia kuifb[BSERI -
sukro. Nyt kannattaa viitafalBEEBRI :n antamiin matriiseihin, jolloin luokitte-

lu tapahtuu erottelumuuttujien avulla, vaikka niita ei olisi valmiiksi laskettuna
havainnoittain. Tassa tapauksedd3BASSI laskee erottelumuuttujien arvot
luokittelun aikana kerroinmatriisiISCRLIM avulla, johon viitataan rivin
216 COEHARtasmennyksella.

213 *Havaintojen luokittelu erottelumuuttujien D1,D2 avulla:
214 *CORR=DR1,DR2,DR3

215 *MSN=DM1,DM2,DM3

216 *COEFF=DISCRL.M

217 *CLASSIHIL  _

218+

Eras tapa selvittdd erotteluanalyysin onnistuneisuutta on verrata alkuperaista
ryhmittelya (muuttuja) luokittelussa saatuihin tuloksiin (tdssa esim. muuttu-
jaanBayes2 ). Se tapahtuu yksinkertaisesti taulukoimalla ko. muuttujat vastak-
kain:
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219 *Luokittelun tarkistus:

220 *TAB HIL,CUR+3  _

221 *VARIABLES=Bayes2 K Bayes2=0,1(H),2(1),3(L) K=0,1(H),2(1),3(L)
222 %

223 *TABLE HIL1 A,B,F N=300

224A Bayes2 H | L

225 *K ek

226 *H 95 0 5

227 198 1

228 BL 6 391

229 *Chi_square=509.0 df=4 P=0.0000
230 *Virheluokituksia 100*16/300=5.3 %
231*

Naemme, ettd 100 H-kirjaimesta 95 on luokiteltu oikein ja 5 on luokiteltu L-
kirjaimiksi. Yhteensa 16 kirjainta 300:sta eli 5.3 % on luokiteltu vaarin. Tassa
tapauksessa kaikki nelja luokitustapaa johtavat tdsmalleen samoihin tuloksiin,
mik& ilmenee seuraavasta taulukoinnista:

P2BT .
232 *Luokittelujen yhtéapitavyyden toteaminen:

233 *VARIABLES=Mahal1,Mahal2,Bayes1,Bayes2
234 *Mahal1=0,1(H),2(1),3(L) Mahal2=0,1(H),2(1),3(L)
235 *Bayes1=0,1(H),2(1),3(L) Bayes2=0,1(H),2(l),3(L)
236 *TAB HIL,CUR+2

237 *TABS HIL2,2,CUR+1
238 *TABLE HIL2S E,F,F
239E Mahall H
240 * Mahal2 H |
241 *Bayes1 Bayes2 **rir*
242*H  H
243* |
244* L
245* H
246* |
247* L
248*L H 0000
249* |

250F L 0000
251*
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Kuten jo edelld todettiin, alkuperéisen aineiston luokittelu antaa lilan myon-
teisen kuvan luokittelun onnistumisesta, koska luokittelukriteerit perustuvat
samaan aineistoon. Taman vuoksi olisi hyva saastad, mikali mahdollista, osa
aineistosta pelkkaa luokittelua varten.

Tassa tapauksessa uusia, riippumattomia liséhavaintoja on tehtavissa vaikka
kuinka paljon. Olemme luoneetkin toisen samanrakenteig&@3havainnon
aineistonHIlL2 kayttden satunnaislukugeneraattogiad(@00 1) asemasta
generaattorimad(@00100Q)) . Tassa tapauksessa havaintojen luokittelu on-
nistuu seuraavasti:
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123 *Rinnakkainen, riippumaton aineisto luotu generaattorilla rand(10011001)
124 *ja luokitettu samojen erottelumuuttujien mukaan:

125 *TAB HIL2,CUR+3  _

126 *VARIABLES=Bayes2,K Bayes2=0,1(H),2(l),3(L) K=0,1(H),2(1),3(L)
127 *

128 *TABLE HIL21 A,B,F N=300

129A Bayes2 H | L

130 *K Hkrex

131*H 88 2 10

132# 192 7

133 BL 10 4 86

134 *Chi_square=417.2 df=4 P=0.0000

135 *Virheluokituksia 100*34/300=11.3 %

136 *

Kuten oli odotettavissa, virheluokitusten maaréa on suurempi ja tassa tapauk-
sessa noin kaksinkertainen verrattuna alkuperéaisen aineiston luokitteluun. Tata
11.3 prosentin virheluokitusarviota on pidettdva uskottavana arviona erotte-
luanalyysin tarkkuudelle.

Aikaisempi 30 havainnon nayte (osa aineidlE2 ), jonka annettiin luki-
jalle silmamaaraisesti luokiteltavaksi on tassa esitetty uudelleen niin, ettéa kun-
kin tapauksen alle on merkitty, mistd kirjaimesta on kysymys ja milla
Bayes? -todennakdoisyydelld se on tdhan (oikeaan) ryhmaan luokiteltu. Jokai-
nen voi laskea oman virheluokitusprosenttinsa. Jos vaaria valintoja on alle 4
kappaletta, voi pitda itseaan erotteluanalyysia parempana luokittelijana.

Nama 30 tapausta on valittu siten, ettd useimmat ovat erotteluanalyysin
mielesta taysin selvia. Kaikissa tapauksissa valintatodennakoisyys on ollut yli
0.6 . Nain silmamaarainen arviointi lienee helpompaa tasta naytteesta kuin se
olisi koko aineistosta.

187*12345 12 115345 1

188 *1

189 *2

190 *3 33

191*4

192*5

193 *6 6

194 *7

195 *L0. 8 0.§®980 10.5299

196 *

197 * 12345 12 115345 1 51

198 *1 11

199 *2 2 ! 2 2
200 *3 3 3

201 *4 4 !

202*5 5

203 *6

204 *7 &D)

205 *L0. 9@9999 L0000 LO

206 *

207+ 12345 12318345 1 z 5 1265 1
208 *1

209 *2 ! !! 1
210*3

211*4

212*5

213 %6

214*7 7
215 *H0.986 LOJz gzua oIl |! 00L
216 *

; wﬁ

511
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Kahden erottelumuuttujan kanssa on mukava piirtdd kuvia erotteluavaruu-
desta. Esim. seuraava Survo-kaavio tekee kuvan, jossa havaintojen paikalla on

niiden jarjestysnumerot.

16 1 SURVO 84C EDI TOR Mbn Apr 25 18:11:48 1994 C.\M MEN2\ 100 100 O

2 *Ryhmien piirto erotteluavaruuteen (99%:n hajontaellipsit)
3 *VAR NR:2=ORDER TO HIL

5 *HEADER=Havainnot_erotteluavaruudessa

6 *GPLOT HIL,D1,D2 / MODE=VGA POINT=[SMALL],NR IND=K,1
7 *XSCALE=-7(2)3 YSCALE=-5(2)5 OUTFILE=A

8 *CONTOUR=0.99

10 *GPLOT HIL,D1,D2 / MODE=VGA POINT=[RED][SMALL],NR IND=K,2
11 *XSCALE=-7(2)3 YSCALE=-5(2)5 OUTFILE=A INFILE=A
12 *CONTOUR=0.99 HEADER=

14*GPLOT HIL,D1,D2 [ MQOBEVGEAPMNNFEERERNHBMAL]NRRINNBKLS 3
15 *XSCALE=-7(2)3 YSCALE=-5(2)5 OUTFILE=A INFILE=A
16 *CONTOUR=0.99 HEADER=

Tama kuva paperille siirrettyna (ilman véareja) nayttaisi seuraavalta:

Havainnot erotteluavaruudessa
D2
+5
+3
+1 -
-1
mnm g, 106
120 73755188
146
-3 115
-5 \ \ \ \
-7 -5 -3 -1 +1 +3
D1
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Kunkin ryhman ymparilla on 99%:n hajontaellipsoidi. Erottelumuuttujat ovat
miltei korreloimattomia ellipsien muodoista paétellen. Alla vasemmalla on
H-kirjaimien ryhma (numerot 1-100), siitd oikealle I-kirjaimet (numerot
101-200) ja ylinna keskella L-kirjaimet (numerot 201-300).

Nédemme, ettd ensimmainen erottelumuuttuja erottelee H- ja I-kirjaimet, toi-
nen taas L-kirjaimet edellisista.

Osa havainnoista on myos piirretty bittikarttoina tdhan samaan erotteluava-
ruuteen:

Osa HiL-aineistosta erotteluavaruudessa
D2
:‘ . :o H
..8.... 8“:.
3 ] 1 .0 ...:o
3,
g 0 e e 3.0
!. .: e o S i . °®
ssese i: :3 i. -. ::.‘. o..o. ocee
i' : ool S0 3.3: oo::
1 e L . ."’ . 4
;'. : ’u.. :‘f: [ ]
XA . it . .3 (R
o : ..l..’: .: : :.: ..i. . ... “
‘;o-. 8. % ..8 4 <3338 og %l %
o oo 50' s !: o o '.3-: o a0
1 o 8 el poe ot LR
1 ’g # £ * egre o S o
% goge o
1 o o3 $°
frg B e i K
xR
3 | B of
T iy 5
% T
$a3
X
5
-5 I I I I
-7 -5 -3 -1 1 3
D1

Epamaaraiset, vaikeasti luokiteltavat "kirjaimet" ovat kuvan keskella. Puh-
taimmat |6ytyvat kuvion reunoilta. Kunkin ryhman osalta todennakdisimméat
havainnot ovat tallaisia:
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18 "*'Parhalten tunnistetut havamnot kussakin ryhrﬁéssé:

19+ 147
k:

20 12345 12345 12345
2.
'
25*
26*
27+
Vaikka esimerkkimme kertoo jotain hahmontunnistuksen ongelmista, se ei ole
realistinen. Kaytadnngssa eroteltavia kirjaimia tai muita objekteja saattaa olla
kymmenittain eika vain kolme. Myos virhetodennakoisyyksien tulisi olla huo-

mattavasti alle sen, mitd esimerkissa esiintyy. Toisaalta on huomattava, etta
"kohina" on esimerkissamme ollut tarkoituksellisesti poikkeuksellisen suurta
niin, ettei silmamaaraisesti liene mahdollista paasta samaan tarkkuuteen kuin
erotteluanalyysilla. Siis huolimatta aineiston tilastollisista vajavuuksista erot-
teluanalyysi toimii hAmmastyttavan hyvin.

~w~ouaPwnk
woul wNE
I

I NoubhwNR

28*

Taydentavia huomautuksia edelliseen esimerkkiin

Erottelutarkkuutta on mahdollista parantaa kayttamalla suurempaa perusai-
neistoa. Esimerkissamme naita havaintoja sli@. Nyt on tehty samat tar-
kastelut %5000 havainnon aineistolla kayttden satunnaislukugeneraattoria
rand(®B08B) . Talloin luokittelu perusalnelstosta antaa tuloksen

222 *TAB HILI CUR+3 . _

223 *VARIABLES= Bayes2,K Bayes2=0,1(H),2(1),3(L) K=0,1(H),2(1),3(L)
224 *

225 *TABLE HIL'1 A,B,F N=15000

226 ABayes2 H | L

227 *K Howrkrx
228*H 4590 88 322
229* 86 4711 203

230 BL 372 214 4414

231 *Chi_square=22843 df=4 P=1.0000

232 *Virheluokituksia 100*1285/15000=8.57 %
233*

eli virheluokituksia (8.57 %) on suhteelliseetiemmarkuin alkuperéisessa
kokeessa, jossa niita saatiin vain 5.3 % . Tama johtuu siita, etta aikaisempi
erotteluanalyysi taipui likaa oman aineistonsa suuntaan, mita ei paase tapah-
tumaan samassa maarin suurilla otoksilla.

Niinpa kaytettdessa edellisista riippumatontd B0 havainnon aineistoa
(generaattoraad(§B083B0B8g) ), luokittelutulokseksi saadaan
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3RKR B f 5 (1] h
24 % itettu samojen erottelumuuttujien mukaan:
125*TAB HIL!2,CUR+3  _
126 *VARIABLES=Bayes2 K Bayes2=0,1(H),2(1),3(L) K=0,1(H),2(1),3(L)
127 *
128 *TABLE HIL!21 A,B,F N=3000
129 A Bayes2 H |
130 *K Herex
131*H 912 18 70
132% 23 938 39
133 BL 59 56 885
134 *Chi_square=4524 df=4 P=1.0000
135 *Virheluokituksia 100*265/3000=8.83 %
136 *

139

eli virheluokitusten osuus (8.83 %) on noussut vain aavistuksen ja on pienem-
pi kuin alkuperéaisessé kokeessa riippumattomalla aineistolla saatu 11.3 %.

Tarkemmat erottelutulokset antavat myds luotettavammat arviot 30 havainnon
naytteelle, jossa muutamien havaintojen luokittelutodennakdisyydet muuttuvat
selvasti. Silméamaaraisia arvioita tulisi verrata tdssa saatuihin luokituksiin.

Esim. kolmannen rivin toinen havainto osoittautuu hyvin epamaaraiseksi,
vaikka se alunperin on ollut L.

5

51 5
257 *1
258 *2
259*3
260 *4
261*5
262 *6
263 *7
264 *L1. 696 11.0000

265* 0.110

51
5 I
999 8&5! 7
266 *
51
1 11t
2
3

1

. H
267 * 12345 12318345 10REA5 1DREAS 10RAEAS 10RMEAS 10RIEAS 1 5 10RAEA5
2080 B LR I g 1 i g 1 |
2692 | 2P ! 2 2P 2 !2
2703 3 3 1 3 33 3
271144 | 4 4 | 4 4
27125 | "5 5 115 550 5
2734 ] ’ 66 6
27447 7 &m !) 7
275 *10.9917 H0 p@r997 1110000 L B3 LOIAE 851 1003636 0. HOHe2626
276 * H0.101 10.339 H0.132 L0.146 | 10.07.

277 * H0.118
278 *

279 * 12345 12383345 1, 51 i 51
280 *1 11

281*2 E ! ! !
282*3 3

283 *4

4
284 *5
285 *6 6
286 *7 7 7
287 *H0.9/3 10.30 % 11, 0 10. I! :

288*  HO.34 L0.443 H0.411 HO0.227
289*  L0.284
290 *

51 51 5
11
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8. Ryhmittelyanalyysi

Ryhmittelyanalyysi (Cluster Analysis) kohdistuu tilastollisiin aineistoihin,
jotka ovat useasta eri perusjoukosta saatujen otosten (ryhmien) yhdistelmia.
Tarkoituksena on paljastaa oikea ryhmien lukumaara ja luokitella havainnot
naihin ryhmiin. Ryhmittelyanalyysissa ei ole ryhmistd mitdédn ennakkotietoa
kuten erotteluanalyysissa, joten tehtava on hankalampi.

Koska paakomponentti- ja faktorianalyysissa tavallaan ryhmitellaan muut-
tujia, ryhmittelyanalyysi on jossain maarin rinnastettavissa myés naihin
menetelmiin. Analyysin lahtékohtana on talldin havaintomatriisin transpoosi
tai jokin sen muunnos. Puhutaan esim. kaannetysta faktorianalyysista.

Kaikki varsinaiset ryhmittelyanalyysin menetelméat kayttavat jonkinlaista
ryhmien (ja yksittdisten havaintojen) vélisen etdisyyden mittaa. Tarkoituksena
on panna sellaiset havainnot yhteen, jotka ko. mitan suhteen ovat riittdvan
l&heisia.

Useimmat ryhmittelymenetelmét ovat luonteeltaan heuristisia; niiltd puut-
tuu selkea teoreettinen tausta. Suosittuja ovat hierarkiset menetelmét. Talléin
esim. aluksi jokainen havainto muodostaa oman ryhménsa ja etsitddn ne
havainnot, jotka ovat kaikkein laheisimpia ja yhdistetdan ne kahden havainnon
ryhmaksi. Taman jalkeen uusitaan sama menettely, jolloin syntyy toinen kah-
den havainnon ryhma tai jokin havainto yhtyy ensimmaiseen kahden havain-
non ryhmaan. Tata menettelya toistetaan jatkuvasti, jolloin joka kerralla ryh-
mien lukumaara vahenee yhdelld. Kun nain jatketaan, lopulta kaikki havainnot
kasautuisivat yhdeksi ryhmaksi. Tarkoitus on kuitenkin keskeyttda menettely
sellaiseen vaiheeseen, jossa esim. ryhmittelyn hyvyytta kuvaavassa kriteerissa
tapahtuu selvd muutos. Hierarkinen ryhmittely voi tapahtua myos toisinp&in
lahtemalla jakamaan kaikkien havaintojen muodostamaa ryhmaa vaiheittain
pienempiin.

Kokonaan toisenlainen on menettely, jossa etukateen tiedetdan tai arvioi-
daan oikea ryhmien lukuméara g ja jaetaan havainnot aluksi umpimahkaan g
ryhmaan. Kayttamalla mittaa, joka kuvaa ryhmien homogeenisuutta, pyritéan
parantamaan tilannetta havaintojen siirroilla ryhmasta toiseen. Yksinkertai-
simmillaan menettely on sellainen, ettd kdydaan havaintoja systemaattisesti
lapi ja koemielessa yritetdan siirtda tarkasteltavaa havaintoa toisiin ryhmiin.
Heti kun siirto parantaa ryhmien homogeenisuutta, annetaan sen toteutua ja
jatketaan menettelyd seuraavasta havainnosta. Lopullinen ratkaisu saavute-
taan, kun minkdan havainnon siirto ei enda paranna ryhmien homogeenisuutta.
Tama ei takaa valttamatta, ettd saavutettaisiin paras ratkaisu, koska satunnai-
nen alkuryhmitys usein vaikuttaa siihen, mihin lopulta paadytaan. Hyvan rat-
kaisun loytamiseksi koko menettely on talldin syyta toistaa riittdvan monta
kertaa lahtien aina uudesta satunnaisryhmityksesta ja valita tuloksista paras.
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8.1 Tilastollinen ryhmittelyanalyysi

Tidssd yhteydessd kuvaamme vain ns. tilastollista ryhmittelyanalyysia, jossa
noudatetaan viimeksi mainittua ryhmittelymenettelyd kiyttden ryhmien homo-
geenisuuden mittana ns. Wilksin lambda-kriteeria L. Erotteluanalyysissa
kiytettyjen merkintdjen mukaan on

L=|W|/|T|
ja yhtédloiden A’WA-=I ja A’TA=A+I perusteella on

p
L= ] +))
I

eli log L on vakiotekijda vaille erotteluanalyysissa esiintyneen ryhmien kes-
kiarvovektoreiden samuutta kuvaava testisuure. L mittaa ryhmien homogeeni-
suutta siten, ettd se tulee sitd pienemméksi mitd homogeenisempia ryhmiit
ovat ja mitd paremmin ne erottuvat toisistaan.

Multinormaalisissa ryhmissé, joilla on samat kovarianssit, Wilksin lambda-
kriteeri on ilmeisesti paras mahdollinen. Sen kéyton esteend olivat pitkéén las-
kutekniset hankaluudet, koska jokaisen havainnon siirtokokeilun yhteydessa
matriisi W ja sen determinantti muuttuu. Pekka Korhonen onnistui vuonna
1977 kehittdimédidn Hannu Viliahon regressioanalyysiin liittyvien, askeltavia
algoritmeja koskevien tutkimusten pohjalta vaiheittaisen menettelyn, jolla ko.
determinantin arvo voidaan paivittdd mahdollisimman viéhin laskutoimituksin
havainnon siirtyessd ryhmistéd toiseen. Aikaisemmin oli tyydytty helpommin
laskettavaan mutta periaatteessa huonompaan standardoituun minimivarians-
sikriteeriin tr(WT!) .

Ennen ryhmittelyd kannattaa yleensd vdhentdd muuttujien lukuméérasd esim.
pddkomponentti- tai faktorianalyysin avulla samoista syistd, jotka mainittiin
erotteluanalyysin luokittelutehtdvin yhteydessd. Tdmd my0Os nopeuttaa ryh-
mittelyanalyysin suoritusta ja antaa ndin paremmat mahdollisuudet etsid rat-
kaisua usealla alkuryhmityksella.

Jos oikeata ryhmien méiréa ei etukiteen tiedetd, joudutaan liséksi kokeile-
maan eri g:n arvoja. Oikea ryhmien mééréd pidtelldsin lambda-arvojen perus-
teella.

Survossa ryhmittelyanalyysi tehddin Wilksin lambda-kriteerid kiyttiden
CLUSTER-operaatiolla. Ryhmien méird osoitetaan GROUPS-tdsmennykselld.
Oletusarvo on GROUPS=2. Ryhmittelyn perustana olevat muuttujat aktivoidaan
A-kirjaimilla ja ryhmittelyn tulos G-kirjaimella. Muodostuneet ryhmét osoite-
taan indeksein 1,2,...,g, jotka tallentuvat G-muuttujaan. Ryhmittely voidaan
toistaa erilaisista satunnaisista alkuryhmityksisti ldhtien. Toistokertojen luku-
méidrd annetaan TRIALS-tdsmennykselld. T4lloin G-muuttujia voi nimeté useita,
jolloin CLUSTER pitdd kirjaa yhtd monesta parhaasta ratkaisusta, tallettaa
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niitd vastaavat ryhmitykset ja tulostaa eri ratkaisuja vastaavat lambda-arvot
sekd niiden frekvenssit.

Alkuryhmityksien arvonnassa kiytettdvd satunnaislukugeneraattori nime-
tddn RND- (tai SEED-) tdsmennykselld. Alkuryhmityksen voi osoittaa myos
I-kirjaimella aktivoidulla muuttujalla, jolloin tdmidn muuttujan arvojen tulee
olla 1,2,...,¢ . Muut arvot tulkitaan puuttuviksi. Jos alkuryhmityksessd on
puuttuvia arvoja, ao. havainnot luokitellaan alustavasti liittimélld ne ldhim-
pddn ryhmiin ortogonalisoidussa havaintomatriisissa euklidisen etdisyysmitan
mukaan. Niin soveltaja voi tarvittaessa ohjata ryhmittelyé valitsemiensa avain-
havaintojen ympdrille.

8.1.1 Esimerkki 1

Kokeilemme aluksi ryhmittelyanalyysia erotteluanalyysin yhteydessid kuvat-
tuun HIL-aineistoon. Téssd tapauksessa tieddimme jokaisen havainnon alkupe-
rdisen ryhmén. Tarkoituksena on vain katsoa, kuinka hyvin ryhmittelyanalyysi
l6ytdd ne.

Ei tietenkiin ole jarked kdyttdd alkuperdisid dikotomisia muuttujia, joita on
35, sellaisenaan ryhmittelyyn, vaan teemme ensin faktorianalyysin ja laskem-
me faktoripistemdirét, jotka sitten otamme ryhmittelyn pohjaksi. Osoittautuu,
ettd kunnollisia faktoreita 10ytyy vain kaksi. Kolmannen mukaanotto ei paran-
taisi ryhmittelytulosta.

Seuraavassa kaaviossa on esitetty faktorianalyysin eri vaiheet Varimax-rat-
kaisua myoten.
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1 *

2 *MASK=-AAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAA
3 *CORR HIL

4 *FACTA CORR.M, 2

5 *ROTATE FACT.M,2,CUR+1_

6 *Rotated factor matrix AFACT.M=FACT.M*TFACT.M
7 * F1l F2 Sumsqr
8 *X11 0.390 -0.093 0.161
9 *x21 0.261 -0.015 0.069
10 *X31 0.386 -0.002 0.149
11 *X41 0.524 0.037 0.276
12 *X51 0.392 0.009 0.154
13 *X61 0.340 -0.006 0.116
14 *X71 0.303 -0.062 0.096
15 *X12 0.065 0.065 0.008
16 *X22 0.032 -0.096 0.010
17 *X32 -0.076 0.033 0.007
18 *x42 0.305 0.326 0.199
19 *X52 0.026 -0.026 0.001
20 *X62 0.111 -0.020 0.013
21 *X72 0.157 -0.267 0.096
22 *X13 -0.348 0.090 0.129
23 *X23 -0.395 0.248 0.218
24 *X33 -0.304 0.056 0.096
25 *X43 -0.060 0.317 0.104
26 *X53 -0.376 0.118 0.156
27 *X63 -0.410 0.104 0.179
28 *X173 -0.161 -0.291 0.111
29 *X14 0.090 0.022 0.009
30 *X24 0.008 -0.023 0.001
31 *X34 0.004 0.009 0.000
32 *X44 0.255 0.334 0.177
33 *X54 0.107 -0.018 0.012
34 *X64 0.045 -0.022 0.003
35 *X74 0.066 -0.493 0.247
36 *X15 0.205 0.403 0.204
37 *X25 0.244 0.341 0.176
38 *X35 0.197 0.207 0.082
39 *X45 0.269 0.267 0.143
40 *X55 0.239 0.272 0.131
41 *X65 0.200 0.297 0.128
42 *X75 0.411 -0.167 0.197
43 *Sumsqr 2.426 1.429 3.855

Lasketaan sitten faktoripistemdirdt (F1,F2) ja midritellddn tiedostoon HIL
kolme uutta muuttujaa (G1,G2,G3) ryhmittelytuloksia varten.

47
48
49
50
51
52
53
54
55
56
57
58

16 1 SURVO 84C EDITOR Sat Apr 30 18:05:22 1994 C:\M\MEN2\ 100 100 0
*

* /FCOEFF AFACT.M

*Use FCOEFF.M for factor scores by LINCO <data>,FCOEFF.M(F1,F2,...)
*LINCO HIL,FCOEFF.M(F1,F2)

*

*FILE UPDATE HIL.
*

*FIELDS: (active)
* 49 NAG 1 Gl
* 50 NAG 1 G2
* 51 NAG 1 G3
*END

Ryhmittelyanalyysi tapahtuu seuraavasti:
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18 1 SURVO 84C EDITOR Sat Apr 30 18:09:27 1994 C:\M\MEN2\ 100 100 0
B

60 *VARS=F1(A),F2(A),Gl(G),G2(G),G3(G)

61 *CLUSTER HIL,CUR+2_ / TRIALS=10 RND=rand(19941994) GROUPS=3
62 *

63 *Stepwise cluster analysis by Wilks’ Lambda criterion

64 *Data HIL N=300

65 *Variables: F1, F2

66 *Best clusterings found in 10 trials are saved as follows:

67 * Lambda freq Grouping var
68 * 0.08614 9 Gl

69 * 0.08615 1 G2

70 *

Rivilld 60 on kuvattu muuttujien valinta ja niiden tehtidvét analyysissa. Ko-
mentorivilld 61 on lisdtdsmennyksend koetoistojen médrd 10, satunnaisluku-
generaattori ja ryhmien lukumiira 3.

Kymmenessé yrityksessd on 10ytynyt vain kahdenlaisia ratkaisuja, joista
lievasti parempi on tullut esiin 9 kertaa. TAm4 viittaa siihen, ettei tulos téstd
parane, vaikka koe uusittaisiin useampiakin kertoja.

Seuraavat taulukoinnit osoittavat, kuinka hyvin ryhmittelyanalyysi on tunnis-
tanut alkuperdisen ryhméjaon:
1 1 SURVO 84C EDITOR Sat Apr 30 19:54:02 1994 C:\M\MEN2\ 120 100 0

72 *TAB HIL,CUR+2

73 *VARIABLES=Gl,K K=0,1(H),2(I),3(L) G1=0,1,2,3
74 *TABLE HIL1 A,B,F  N=300

75 A Gl 1 2 3

76 *K **

77 *H 95 1 4

78 *I 4 94 2

79 BL 12 5 83

80 *Chi_square=447.0 df=4 P=0.0000
81 *Virheluokituksia 100*28/300=9.3 %
*

83 *TAB HIL,CUR+2

84 *VARIABLES=G2,K K=0,1(H),2(I),3(L) G2=0,1,2,3

85 *TABLE HIL1 C,D,F N=300

86 C G2 1 2 3

87 *K * %

88 *H 4 1 95 G2-ryhmityksessd ryhmien

89 *I 2 94 4 numerointi "sattumalta" pdinvastainen
90 DL 86 5 9

91 *Chi_square=461.1 df=4 P=0.0000
92 *Virheluokituksia 100%25/300=8.3 %
*

On aika hammastyttavad, ettd tdssd sovelluksessa ryhmittely onnistuu suurin
piirtein yhtd hyvin kuin erotteluanalyysin jidlkeinen luokittelu. Osittain tima
johtuu siité, ettd aineisto on suhteellisen siisti ja ryhmat erottuvat melko hyvin
toisistaan.

Lambda-kriteerin mielessd molemmat ratkaisut ovat yhtd hyviid. Sama kos-
kee luokittelutarkkuutta. Taulukoimalla ryhmittelyt G1 ja G2 vastakkain nih-
dddn, miten ne eroavat toisistaan:



8.1 Ryhmittelyanalyysi 145
14 1 SURVO 84C EDITOR Sat Apr 30 20:04:04 1994 C:\M\MEN2\ 120 100 0
E B
94 *TAB HIL,CUR+2.

95 *VARIABLES=G2,Gl G2=0,1,2,3 G1=0,1(H),2(I),3(L)
96 *TABLE HIL1 E,F,F  N=300

97 E G2 1 2 3

98 *Gl **

99 *H 3 0 108

100 *I 0100 0

101 FL 89 0 O

102 *Chi_square=582.4 df=4 P=0.0000

Nédemme, ettd ryhmittelyt ovat ldhes identtiset. G1-ryhmittelyn 3 H-kirjainta
on tulkittu G2-ryhmittelyssid L-kirjaimiksi ja ilmeisesti G2-ryhmittely on tidssa
suhteessa oikeassa. Nami erimielisyyttd aiheuttavat havainnot nidkyvéit seu-
raavassa kuvassa ympyroityind.

Diagram of HIL
F2
2 1
Ty
11 1 1
’
2 Hgq
5 2 21 R 1111111 P
1111 1
52 %2 » ) 111111111 p
2 222 1111 11
2 52 2 1 B NN
222222 a2 25 14 1111 11 1
- 222¥2 22 2 }11111 1y
2 22 2, " 3 oAt
2 3% 2 3 3 3111 T oy
2 £ 2 2 3 T
£z 22222%2%333 g% %)
3 3
2 2 22222§ 343 53 %33 3 ®
2 ° 33 33&33 3
2 g@ 3 3 333 8
* 3 P I
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3 33
s 3
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8.1.2 Esimerkki 2
Tilastollisessa ryhmittelyanalyysissa voi saada jdrjettomidkin tuloksia, ellei
pidi huolta siitd, ettd ryhmittely toistetaan riittdvdan monta kertaa eri alkuryh-
mityksistéd ldhtien.

25 1 SURVO 84C EDITOR Sun May 01 10:06:14 1994 C:\M\MEN2\ 100 100 0
*

*FILE CREATE N2,32,10,64,7,100
*FIELDS :

*1 N 4 X

*2 N 4 Y

*END

*

*VAR X,Y TO N2

*X=if (ORDER<51)then(X1)else(X2) Y=if (ORDER<51)then(Y1l)else(Y2)

10 *X1=Z1 Yl=r*Z1l+s*7Z2 r=0.8 s=sqrt(l-r*r)

11 *X2=71+2 Y2=r*Z1+s*72-2

12 *Zl=probit (rand(1051994)) Z2=probit (rnd(1051994))

I P
14 *VAR G1:1,G2:1,G3:1 TO N2_

15 *G1=0 G2=0 G3=0

16 *

OO0 ~JO U WN

Tidssd on luotu kaksi 50 havainnon otosta 2-ulotteista normaalijakaumista,
joilla on sama korrelaatiokerroin 0.8 ja samat hajonnat (1,1) mutta eri odotus-
arvovektorit eli ensimmaisessd ryhmissé (0,0) ja jalkimmaisessa (2,-2). Erilli-
selld VAR-operaatiolla on médritelty kolme I1-tavuista muuttujaa (G1,G2,G3)
ryhmittelytuloksia varten.

17 1 SURVO 84C EDITOR Sun May 01 10:16:18 1994 C:\M\MEN2\ 100 100 0
LB e e ettt ettt e e
17 *MASK=AAGGG TRIALS=10 GROUPS=2 RND=rand(51994)

18 *CLUSTER N2,CUR+1.

19 *Stepwise cluster analysis by Wilks’ Lambda criterion

20 *Data N2 N=100

21 *Variables: X, Y

22 *Best clusterings found in 10 trials are saved as follows:

23 * Lambda freq Grouping var
24 * 0.04715 5 Gl

25 * 0.14904 5 G2

26 *

Tilastollinen ryhmittelyanalyysi on antanut kaksi erilaista ratkaisua, kumpaa-
kin tdssd tapauksessa 5 kertaa. Lambda-kriteerin mukaan ensimmaéinen on sel-
vésti parempi. Jos esitetddn kummankin ryhmittelyn tulokset kuvallisesti esim.
GPLOT-kaaviolla,

13 1 SURVO 84C EDITOR Sun May 01 10:21:35 1994 C: \M\MEN2\ 100 100 0

28 *GPLOT N2,X,Y. / HEADER=Gl-ryhmittely
29 *POINT=Gl (G2 antaa huonon luokittelun)
30 *
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G1-ryhmittely

2

23 52
22
A
2 52,222
52
2222% 2

2
§2222

1
2 2 1 1y

G2-ryhmittely

2

Gl-ryhmittely antaa odotetusti oikean tuloksen. G2-ryhmittely "néikee" muut-
tujien riippuvuuden toisinpdin. Ndin tapahtuu, jos satunnaisessa alkuryhmi-
tyksessd havainnot asettuvat téllaista nikemystd suosivaksi. Askeltavalle ha-
vaintojen siirrolle ei jdd mitddn mahdollisuuksia irtaantua tédstd virheellisesti

asetelmasta.

Téamin vuoksi on téarkedtd, ettd ryhmittely toistetaan riittivdn monta kertaa,
jottei syntyisi pelkéstddn epdolennaisia ratkaisuja.
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9. Moniulotteinen skaalaus

Moniulotteisella skaalauksella (multidimensional scaling) tarkoitetaan menet-
telyd, jolla n havainnon valisid eroja koskevien etdisyys-, samanlaisuus- tai
erilaisuustietojen perusteella havaintoja vastaavat pisteet yritetdan sijoittaa
"kartalle" eli tavallisesti 1- , 2- tai korkeintaan 3-ulotteiseen avaruuteen siten,
etta nadiden pisteiden keskinaiset etaisyydet vastaavat annettuja etaisyystietoja.

Tavallisesti l&ahtokohtana on nxn-etéisyys- tai erilaisuusmatriisi D, joka on
ontto siten, ettd lavistgjaalkiot ovat nollia (eli havainnon etaisyys itseensé on
0). Muut alkiot ovat ei-negatiivisia. Yleensd D on symmetrinen, mutta esim.
epdlineaarisessa skaalauksessa saatetaan kasitella myods epasymmetrisia tilan-
teita. Samoin etaisyystiedot voivat olla puuttuvia tiettyyn rajaan asti.

Jos lahtotiedot koskevat vertailtavien havaintojen samanlaisuutta, ne tulee
muuntaa erilaisuutta kuvaaviksi esim. vahentamalla ne vakiosta tai siirtymalla
kadanteisarvoihin jne. Yleensakin tarvittaessa etaisyysmatriisi olisi hyvéa ensin
transformoida alkioittain sellaiseen muotoon, ettd on syytd uskoa arvojen
kuvaavan havaintopisteiden valisia euklidisia etaisyyksia. nxn-neliématriisia,
jonka alkiot on tulkittavissa n pisteen valisiksi euklidisiksi etaisyyksiksi
p-ulotteisessa (p<n) avaruudessa, sanomme euklidiseksi matriisiksi.

Jos moniulotteinen skaalaus halutaan tehda havaintoaineistosta, jossa on usei-
ta asiaan vaikuttavia muuttujia, etéisyysmatriisi D tulee ensin laskea naiden
muuttujien perusteella esim. havaintojen euklidisina tai Mahalanobis-etéi-
syyksina. Tata varten Survossa on erityill8I-operaatio, joka muodostaa
etdisyysmatriiseja lukuisien erilaisten etaisyysmittojen mukaan. Mitta-arvoja
laskettaessa muuttujat voidaan seka standardoida etté painottaa. Etéaisyysmitat
on esitelty tarkemmin esim. teoksessa Cox-Cox (1994).

Joskus halutaan tutkia myds muuttujien valisia “"etaisyyksia". Silloin on
etaisyysmatriisien laskentaan kaytettavissa SUBISTY-operaatio.

Moniulotteinen skaalaus liittyy monimuuttujamenetelmiin erityisesti siten,
ettd ns. klassisessa skaalauksessa ongelma palautuu etéisyysmatriisin tietylla
muunnoksella paakomponenttianalyysiin. Klassista skaalausta on ensimmai-
sena kasitellyt Richardson v.1938 ja se on tullut yleisemmin tunnetuksi Tor-
gersonin tutkimusten (1952) kautta.

Klassinen skaalaus ei kuitenkaan aina toimi tyydyttavasti etenkaan, jos etai-
syysmatriisia ei saada muokatuksi euklidiseksi. Monissa sovelluksissa havain-
tojen etaisyyksien arvioiminen on siind méaarin vaikeaa, ettd mittaus on vain
jarjestysasteikollista. Tahan perustuu mm. Shepardin ja Kruskalin 1970-luvulla
kehittama ordinaaliskaalaus, jossa etdisyyksille etsitdén iteratiivisesti paras
aineistokohtainen monotoninen muunnos niin, ettd havaintojen esittaminen
vahaulotteisessa avaruudessa onnistuu.
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Voidaan tietenkin kysyi, miksi edes etdisyyksien jarjestyksesta tulisi viltta-
mittd pitdd kiinni. Kokemusten mukaan (Chatfield, Collins s. 210) ainakin
yhtd hyvin kuin ordinaaliskaalaus toimii suora pienimmén neliGsumman kei-
no, jossa annetulle etdisyysmatriisille etsitddn havaintojen koordinaattiesitys
niin, ettd havaittujen ja koordinaattiesityksesti laskettujen etdisyyksien (mah-
dollisesti painotettu) nelidsumma minimoituu. Taémi menettely on periaattees-
sa yksinkertaisin mutta laskennallisesti raskain.

9.1 Klassinen skaalaus

Tarkastelemme asiaa aluksi toisin pdin olettaen, etti n pisteen koordinaatit
p-ulotteisessa avaruudessa muodostavat nXp-matriisin (konfiguraation) X.
Kéytdimme pisteiden r ja s (r,s=1,2,...,n) viliselle etdisyydelle merkintédd d,; .
Talloin timin etdisyyden neli6 voidaan lausua matriisin B=XX" alkioiden

p

brs = Z xrjxsj
J:

avulla muodossa
14
(1) d;?v = Z (xrj - xsj)2 = brr + bss - 2brs :
J:

On selvéd, ettd jos tunnetaan etdisyydet D=[d, ], matriisi X ei médrdydy yksi-
kisitteisesti. On esim. lupa siirtdd koordinaatistoa siten, ettd havaintopisteiden
keskiarvo osuu origoon eli

n

Zxr]: 0,j=12,..p.

=

Tistd seuraa, ettd matriisin B sekd vaaka- ettd pystyrivisummat ovat nollia eli

n n
me:Oa S:1927""n, me:O, r:1,2,...,n.
= &

Niiden ja yhtdlon (1) nojalla saamme

n n
Zdi: T+nb,,, des=nb,,+ T
= §=

Jja

n n
Z des =2nT,
=1 §=

missd T=tr(B) .

Edelleen yhtélon (1) ja kolmen viimeisen yhtidlon perusteella saadaan
_Zbrszdfs _dr2 _d2\+d2 4

missi drzA , d?s ja d.z‘ tarkoittavat r. rivin, s. sarakkeen ja kokonaiskeskiarvoa
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etdisyyksien d, nelidistd.

Matriisi B syntyy néin ollen etdisyysmatriisista D korottamalla D:n alkiot toi-
seen potenssiin, jakamalla saatu matriisi luvulla -2 ja lopuksi keskistimélld se
ensin rivien suhteen ja sitten sarakkeiden suhteen.

On ilmeistd, ettd vilttdméton ja riittdva ehto sille, ettd etdisyysmatriisi D on
euklidinen, on se, ettd B on ei-negatiivisesti definiitti, koska B=XX" .

Konfiguraatiomatriisi X ei midrdydy D:n (ja siis myos B:n) avulla yksikésit-
teisesti. Paitsi keskistystd (X:n sarakesummat = 0) tulokseen jdi faktoriana-
lyysin tapaan (ortogonaalinen) rotaatiomahdollisuus. Jos T on pXp-ortogonaa-
linen matriisi, myds Y=XT kelpaa ratkaisuksi, silld YY’'=XTT’'X’=XX"=B .

Jos rinnastamme matriisin B kovarianssimatriisiin, ratkaisu X voidaan valita
siten, etti X=P")(B) eli B:n p ensimmaisti pddkomponenttia antaa tuloksen.

9.1.1 Esimerkki 1

Survossa klassinen skaalaus tehddén sukrolla /CSCAL. Ndytdimme kuitenkin
ensin (ilman sukroa) vaiheittain matriisikdskyilld, miten tdmi skaalaus toimii
kdytidnnossd. Tarkastelemme puhdasta kaksiulotteista, 6 pisteen muodostamaa
tilannetta,

1 *

2 *MATRIX X
3 */// Al A2
4 *1 0 4
5 *2 5 17
6 *3 5 3
7 *4 5 0
8 *5 10 3
9 *6 10 5
10 *

11 *MAT SAVE X.
12 *

joka kuviona niyttdd seuraavalta:
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6-pistetta 2-ulotteisessa avaruudessa

A2
12
10
8

2
6

6

4 1

3 5
2
0 4
2

2 0 2 4 6 8 10 12

Al

Kuvasta on helppo laskea pisteiden vélisten etdisyyksien neliot (Pythagoraan
lauseella). Talletetaan ndmd matriisina D2 . Sama tehdddn my0s automaatti-
sesti DIST-operaatiolla, joka ilman lisdtdsmennyksid antaa itse etdisyydet.

12 1 SURVO 84C EDITOR Wed Jun 08 08:28:32 1994

12
13
14
15
16
17
18
19
20
21
22
23

*

*MATRIX D2
x/// X1 X2
*X1 0 34
*X2 34 0
*X3 26 16
*X4 41 49
*X5 101 41
*X6 101 29

*

*MAT SAVE D2_

*

X3
26
16

0

9
25
29

X4
41
49

9

0
34
50

X5
101
41
25
34
0

4

D:\M\MEN2\ 240 100 0

X6
101
29
29
50
4

0

Yritimme nyt tdmin etdisyyksien nelididen matriisin pohjalta miirita konfi-
guraatiomatriisin X.

Téatd varten médrddmme ensin matriisin B kertomalla matriisin D2 luvulla
-1/2 ja keskistamalla sekid pysty- ettd vaakarivien suhteen. Se tapahtuu Survossa
yksinkertaisesti matriisioperaatiolla CENTER, sitten transponoimalla ja lopuk-
si uudelleen CENTER-operaatiolla:
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17

1 SURVO 84C EDITOR Wed Jun 08 08:40:35 1994

D: \M\MEN2\ 240 100 0

23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39

*

/

~NNN~

5.

11
-1
-11
-5

0.

*A~(-0.5)*D2 S6*6

*B~CENTER( (-0.5) *D2) 6*6
*B~CENTER((-0.5) *D2) ' 6*6
*B~CENTER (CENTER( (-0.5) *D2) ") 6*6

X2 X3 X4 X5
9722 4.6389 3.6389 -24.5278
.8056 -1.5278 -11.5278 -5.6944
.5278 1.1389 3.1389 -3.0278
.5278  3.1389 14.1389 -1.0278
.6944 -3.0278 -1.0278 17.8056
9722 -4.3611 -8.3611 16.4722

*MAT A=-0.5*D2
*MAT B=CENTER(A)
*MAT B=B'

*MAT B=CENTER (B)

*

*MAT LOAD B,CUR+1_
*MATRIX B

*CENTER (CENTER( (-0.5) *D2) )
*/// X1
*X1 34.1389
*X2 5.9722
*X3 4.6389
*X4 3.6389
*X5 -24.5278
*X6 -23.8611
*

-23.
L9722
-4.
-8.
16.
19.

X6
8611

3611
3611
4722
1389

Teemme nyt B:lle "pdikomponenttianalyysin" laskemalla ominaisarvot L ja

-vektorit S.
39 *
40 *MAT SPECTRAL DECOMPOSITION OF B TO S,L
41 *MAT LOAD L, ##.#######4##44#4#, CUR+1_
42 *MATRIX L
43 *L(CENTER (CENTER((-0.5)*D2) "))
44 */// eigenval
45 *evl 70.897096827461920
46 *ev2 27.269569839204750
47 *ev3 -0.000000000000000
48 *evid -0.000000000000001
49 *evb -0.000000000000003
50 *ev6 -0.000000000000006
51 *

Kuten oli odotettavissa, B:1l4 on vain kaksi positiivista ominaisarvoa. Loput
ovat kauniisti nollia laskutarkkuuden rajoissa. Matriisi B on siis tidssd tapauk-
sessa ei-negatiivisesti definiitti ja alkuperdinen etdisyysmatriisi euklidinen.

Jotta saisimme matriisia B vastaavan konfiguraatiomatriisin X (seuraavassa
X2) joudumme kuten pddkomponenttianalyysissa kertomaan ominaisvektorit
vastaavien ominaisarvojen nelidjuurilla:

18

1 SURVO 84C EDITOR Wed Jun 08 09:17:53 1994

D:\M\MEN2\ 240 100 0

51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68

*

/

*L~DV (T (L_by_sqrt (X#))) D2*2

/ *X2~S(*,1:2)*DV(T(L_by_sqrt (X#))) 6*2

0.
3.
-0.
-3.
-0.
1.

ev2
55610
36275
63432
63213
82547
17307

*MAT L=L(1:2,*)

*MAT TRANSFORM L BY sqrt (X#)
*MAT L=DV (L)

*MAT S=S(*,1:2)

*MAT X2=S*L

*

*MAT LOAD X2, CUR+1.

*MATRIX X2
*S(*,1:2) *DV (T (L_by_sqrt (X#)))
*/1/ evl

*X1 5.81633

*X2 0.70529

*X3 0.85821

*X4 0.97290

*X5 -4.13813

X6 -4.21459

*

Tulos (B:n keskistyksestd johtuen) on valmiiksi keskistetty niin, ettd painopis-
te tulee origoon. Jos teemme vastaavan keskistyksen alkuperiiselle konfigu-



9.1 Moniulotteinen skaalaus 153
raatiomatriisille X, emme saa suoraan samaa esitysti:
18 1 SURVO 84C EDITOR Wed Jun 08 09:21:49 1994 D:\M\MEN2\ 240 100 0
*

68
69
70
71
72
73
74
75
76
77
78
79
80

*MAT XC=CENTER (X)

A2
33333
33333
66667
66667
66667
33333

*MAT LOAD XC,CUR+1_
*MATRIX XC

*CENTER (X)

*/1/ Al

* 1 -5.83333 0.
* 2 -0.83333 3.
* 3 -0.83333 -0.
* 4 -0.83333 -3.
* 5 4.16667 -0.
* 6 4.16667 1.
*

/ *XC~CENTER(X) 6%*2

Pistekonfiguraatio on kuitenkin tdsmilleen alkuperdinen. Se on vain kierty-
nyt péddakseliesitykseen. Tamid vastaavuus saadaan helposti vahvistetuksi
symmetrisen transformaatioanalyysin avulla:

1 SURVO 84C EDITOR Wed Jun 08 09:27:42 1994

80
81
82
83
84
85
86
87
88
89
90
91
92
93
94
95
96
97
98
99
100

*

* /TRAN-SYMMETR X2, XC
*MAT LOAD L.M, ##.###, END+2

*MATRIX L.M
*Transformation_matrix

*///
*evl

*ev2
*

Al
-0.999 -0.0
-0.038 0.9

*MATRIX E.M
*Residual_matrix

*/1/
*X1
*X2
*X3
*X4
*X5
*X6
*

A2
38
99

Al

/ Transformation matrix
*MAT LOAD E.M, ##.######4### #4444, END+2_ / Residual matrix

0.000000000000000 O.

-0.00000000
-0.00000000

0000001
0000000

0.
-0.

0.000000000000001 -0.
-0.000000000000004 -0.

0.00000000

0000002

0.

A2
000000000000000
000000000000001
000000000000000
000000000000004
000000000000001
000000000000000

D:\M\MEN2\ 240 100 0

Sama skaalaustehtivi suoritetaan Survossa etdisyysmatriisista suoraan sukrol-
la /CSCAL seuraavasti. Etdisyysmatriisi D lasketaan tdssd DIST-operaatiolla
"havainnoista" X.MAT (yleensi lahtokohtana on aito havaintoaineisto).
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23 1 SURVO 84C EDITOR Sun Nov 06 12:38:03 1994 MEN2\ 240 100 0

00 ittt et ettt et e
101 ~*

102 *DIST X.MAT,D / Etdisyysmatriisi D suoraan "havainnoista" X.MAT
103 *

104 */CSCAL D, 2

105 *Classical multidimensional scaling for D:

106 *MAT LOAD CSCAL.M,END+2_/ Scale values (2 dimensions)

107 *MAT LOAD CSEIGEN.M,END+2 / Eigenvalues

108 *MAT LOAD CSCENT.M,END+2 / Eigenvalues (percentages)

109 *MAT LOAD CSDIST.M,END+2 / Reproduced distances

110 *GPLOT CSCAL.M,DIM1,DIM2 / POINT=[SMALL],CASE

111 *LSCAL D,CSCAL.M,END+2 / Least Squares Scaling

112 *

113 *MATRIX CSCAL.M

114 *CS_scales

115 */// DIM1 DIM2

116 *X1 5.81633 0.55610
117 *X2 0.70529 3.36275
118 *X3 0.85821 -0.63432
119 *X4 0.97290 -3.63213
120 *X5 -4.13813 -0.82547
121 *X6 -4.21459 1.17307
122 *

Sukrokomennossa (rivi 104) viitataan vain etdisyysmatriisiin (D) ja haluttuun
dimensioon (2). Sukro /CSCAL kirjoittaa tulostiedot komentorivin alapuolelle
(tdssd riveille 105-111). Ne sisdltdaviat valmiita komentoja, joilla saadaan
nikyviin halutut tulokset. Esim. rivin 106 komennolla tulostetaan konfiguraatio-
matriisi, joka on tismilleen sama kuin edelld matriisikédskyilld laskettu.

Muissa matriisitiedostoissa ovat ominaisarvot (CSEIGEN.M) ja nédiden pro-
sentuaaliset ja kumulatiiviset "selitysosuudet". Jos etdisyysmatriisi ei ole euk-
lidinen, myos téstd tulee huomautus omalle rivilleen. Télloin selitysosuudet
lasketaan ominaisarvojen itseisarvoista. Matriisitiedostossa CSDIST.M ovat
konfiguraatiomatriisista tai itse asiassa suoraan matriisista B kaavalla (1) las-
ketut etdisyydet, joita voi jilkikéteen verrata todellisiin etdisyyksiin esim. las-
kemalla matriisitulkilla erotuksen D — CSDIST.M . Téssd tapauksessa se on
turhaa, koska yhteensopivuus oli tdydellinen ja ko. erotus on nollamatriisi.

Mukana on liséksi valmis GPLOT-komento, jolla piirretidéin analyysin tuot-
tama "kartta". Analyysia voi jatkaa (rivin 111) LSCAL-komennolla, joka ldh-
tien klassisen skaalauksen tuloksesta etsii iteroimalla pienimmén neliGsum-
man ratkaisua. Tdmékin on tidssd yhteydessid aiheetonta, koska paras mahdol-
linen tulos on jo saavutettu.



9.2 Moniulotteinen skaalaus 155

9.2 Pienimmaiin neliocsumman skaalaus

Silloin kun etédisyysmatriisi ei ole puhtaasti euklidinen tai kun etdisyystiedoissa
on puutteita tai suurempaa epdvarmuutta, klassinen skaalaus ei valttimatti
anna hyvii tuloksia. Klassisen skaalauksen tulos on kylld optimaalinen esim.
pienimmén nelidsumman kriteerin mielessd, kun asiaa tarkastellaan edelli esi-
tetyn etdisyysmatriisin muunnoksen B kautta, jolloin palaudutaan paikompo-
nenttianalyysiin. Tdmi tulos ei kuitenkaan ole optimaalinen alkuperdisessi
etdisyysmetriikassa, eli verrattaessa annettuja etdisyyksid klassisen skaalauksen
tuloksista laskettuihin saattaa esiintyd ylldttdvan suuria poikkeamia. Kuiten-
kin kidytdnnossd erds tdrkeimpid tarkistimia skaalauksen onnistumiselle on
hyvi vastaavuus etdisyyksien kesken.

Pienimmin neliosumman skaalauksessa onkin tavoitteena yksinkertaisesti
minimoida havaittujen ja estimoidusta konfiguraatiosta laskettujen etdisyyk-
sien poikkeamien (painotettu) nelidsumma eli minimoitava suure on muotoa

f(X) = Z Wrs[drs - -\/(xrl - xsl)2 + (Xr2 - x‘v2)2 +...+ (xrp _-xyp)z ]2 B
r#S

missd painot w,, ovat tavallisesti joko ykkosid tai w,=1/d,; . Minimointi
tapahtuu kaikkien X-matriisin alkioiden X; suhteen, joita on np kappaletta. Jos
pyritddn mahdollisimman yksikisitteiseen ratkaisuun, niilld muuttujilla on
p+p(p-1)/2 side-ehtoa, joista p liittyy keskistys- ja p(p-1)/2 rotaatiomahdolli-
suuteen.

Funktion f(X) rakenteesta ja em. side-ehdoista johtuen tehtdvid ei kdytdn-
nossi ole helppo, silld varsinkin ristiriitaisia etdisyystietoja siséltdvissid sovel-
luksissa funktiolla f{X) on lukuisia paikallisia minimikohtia ja satulapisteiti,
jotka hankaloittavat globaalin minimikohdan 16ytdmistd. Luonnollisesti hyvét
alkuarvot auttavat ja tavallisesti ldhdetddn liikkeelle klassisen skaalauksen
tuloksesta.

Survossa pienimmin nelidsumman skaalaus tehdidén LSCAL-operaatiolla, jonka
rakenne on

LSCAL <etdisyysmatriisi>,<ldhtokonfiguraatiomatriisi>,L .

Tdmi operaatio sallii etdisyyksien painotuksen ohella (tismennys WEIGHT=
<painojen w, matriisi>) useita vaihtoehtoisia tapoja seki etdisyysmetriikan
(tdismennys METRICS=Lp, oletuksena L2) ettd yhteensopivuuskriteerin (tismen-
nys CRITERION=Lp, oletuksena L2) valintaan.

On my6s mahdollista muuntaa etdisyyksid d, additiivisella vakiolla, jonka
lopulliseksi arvoksi tulee se, joka yhdessd X:n kanssa minimoi funktion f{X).
Jos additiivista vakiota halutaan k#yttds, sen alkuarvo annetaan tdsmennyksel-
14 CONSTANT.

Puuttuvat etdisyydet osoitetaan negatiivisilla arvoilla (esim. -1). Jos pistei-
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den lukumaéérd n on suuri, puuttuvia tietoja voi olla runsaastikin. Ainoa olen-
nainen vaatimus on se, ettd tietoja on niin paljon, ettd konfiguraatiosta tulee
jaykka.

LSCAL-operaatio kdyttdd optimiratkaisua etsiessddn Nelderin ja Meadin 1963
esittimédd polytope-algoritmia, jossa minimoitavan funktion riippuessa m
muuttujasta, m+1 pisteen muodostamaa simpleksid kuljetetaan ja muunnetaan
simpleksin kérkipisteissi saatujen arvojen mukaisesti. Koska timid menetelméi
ei kidytd mitddn funktion derivaattoihin perustuvaa tietoa, se ei aivan helposti
lankea esim. satulapisteisiin ja se saattaa harpata yli paikallisten minikohtien.
Heikkoutena on hitaus varsinkin suurilla muuttujamégrilld. Alkuperidisti
simpleksii muodostaessaan se kdéyttdd STEP-tdsmennykselld ilmoitettua
askelpituutta. Oletus on STEP=1. Koska usean askeleen jidlkeen simpleksi
saattaa surkastua, LSCAL palaa tarvittaessa alkuperdiseen askelpituuteen ja
jatkaa parhaasta tdhén asti 10ydetysti pisteesti.

Ohjelman rajoituksena on np<90 eli 1-ulotteinen skaalaus voidaan tehdid 90
pisteelld, 2-ulotteinen 45 pisteelld ja 3-ulotteinen 30 pisteell.

Tuloksena saadaan konfiguraatiomatriisi LSCAL.M, joka on pystyriveittdin
keskistetty ja rotatoitu pddakselimuotoon. Verrattaessa eri aineistoilla saatuja
tuloksia keskenéén on silti syytd kdyttdd /TRAN-SYMMETR -sukroa.

Ohjelma laskee lisiksi estimoitujen etdisyyksien matriisin LSDIST.M, jota
voi suoraan verrata alkuperdiseen etdisyysmatriisiin ja tarkkailla erityisesti
suuria poikkeamia. Puuttuvat etdisyydet nikyvét edelleen LSDIST . M-matriisis-
sa samoina negatiivisina lukuina, joten esim. erotusmatriisia laskettaessa ne
tulevat nolliksi.
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9.2.1 Esimerkki 1 (jatkoa)
"Vaikeutamme" 6 pisteen esimerkkidimme asettamalla eréit etdisyydet tunte-
mattomiksi seuraavasti:

1 1 SURVO 84C EDITOR Fri Jun 10 17:22:21 1994 D:\M\MEN2\ 300 100 0

132 *MAT D(6,4)=-1

Tunnetuiksi jddvit seuraavaan kuvaan paksummalla viivalla merkityt yhtey-
det.

6-pistetta 2-ulotteisessa avaruudessa
A2

12

10

\
\/

g

/]

2 0 2 4 6 8 10 12
A1l

Tissd tapauksessa klassista skaalausta ei voi kdyttidid, koska se edellyttdd kaik-
ki etdisyydet annetuiksi. Jos esim. yrittdd sijoittaa tuntemattomien etdisyyk-
sien paikoille jonkinlaisia arvauksia ja sitten iteroimalla klassista skaalausta
tarkentaa tulosta, se ei ndytd onnistuvan.

Pienimmin neliosumman skaalaus sen sijaan toimii tietojen puuttumisesta
huolimatta.
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23 1 SURVO 84C EDITOR Fri Jun 10 17:31:25 1994 D: \M\MEN2\ 300 100 0

133 *

134 *MATRIX X0
135 */// X1 X2
136 *1
137 *2
138 *3
139 *4
140 *5
141 *6
142 *
143 *MAT SAVE X0

144 *

145 *LSCAL D,X0,CUR+1

146 *Least-squares scaling for 6*6 dissimilarity (distance) matrix D:
147 *Initial criterion value 77.9255 Dimension=2

148 *Final criterion value 2.03062e-018 nf=1401

149 *MAT LOAD LSCAL.M,END+2_ / Solution in 2 dimensions

150 *MAT LOAD LSDIST.M,END+2 / Estimated distances

151 *GPLOT LSCAL.M,X1,X2 / POINT=[SMALL],CASE

152 *

153 *MATRIX LSCAL.M

154 *LS_scaled

155 */// X1 X2

WO JO O
AN oL

156 * 1 -5.81633 0.55610
157 * 2 -0.70529 3.36275
158 * 3 -0.85821 -0.63432
159 * 4 -0.97290 -3.63213
160 * 5 4.13813 -0.82547
161 * 6 4.21459 1.17307
162 *

Lihtokonfiguraatioksi on valittu matriisi X0, joka vain etdisesti muistuttaa
oikeata (matriisi X riveilld 2-9). Rivilld 145 on kéynnistetty LSCAL-komento,
joka viittaa nyt puuttuvia tietoja sisdltdvain etdisyysmatriisiin D ja ldhtokonfi-
guraatioon X0.

LSCAL-operaation suoraan antamat tulokset ovat riveilld 146-151. Riviltid
147 nékyy, ettd tunnettujen etdisyyksien ja niitd vastaavien alkuasetelmasta
laskettujen etédisyyksien erotusten nelidsumma on 77.9255 . Tdmi kokonais-
poikkeama on huvennut 1401 neliosummakokeilun jilkeen kdytdnnodssd nol-
laan (2.03062e-018) eli on saatu rakenne, jossa etdisyydet sopivat tdydellisesti
yhteen annettujen etédisyyksien kanssa.

Kuten riveiltd 153-161 voi todeta, konfiguraatio on sama kuin klassisella
skaalauksella tiydellisistd etdisyystiedoista (riveilld 58-67) saatu. Tdysin mer-
kityksetontd on ensimmaéisen dimension etumerkkien kdédntyminen.

Annettu rakenne ei kuitenkaan ole puuttuvista tiedoista johtuen aivan jaykka,
silld piste 1, koordinaatteina (0,4) voidaan peilata pisteitd 2,3 ja 4 yhdistidvin
suoran toiselle puolelle pisteiden 5 ja 6 viliin pisteeksi (10,4) etdisyyksien
lainkaan muuttumatta.

Niinpd, jos kéytetddn tdménsukuista ldhtoasetelmaa XA, saadaan tdméi
vaihtoehtoinen kuvio:
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1 SURVO 84C EDITOR Fri Jun 10 17:59:11 1994 MEN2\ 300 100 0
*
*MATRIX XA
x/// X1 X2
*1 11 2
*2 6 8
*3 4 4
*4 6 1
*5 9 2
*6 11 4
*

*MAT SAVE XA
*

*LSCAL D, XA, CUR+1.

*Least-squares scaling for 6*6 dissimilarity (distance) matrix D:
*Initial criterion value 45.1309 Dimension=2

*Final criterion value 1.07581e-019 nf=1423

*MAT LOAD LSCAL.M,END+2 / Solution in 2 dimensions

*MAT LOAD LSDIST.M,END+2 / Estimated distances

*GPLOT LSCAL.M,X1,X2 / POINT=[SMALL],CASE

*

Kuvassa konfiguraatio (LSCAL . M) nédyttidd seuraavalta

6-pistetta 2-ulotteisessa avaruudessa
A2
5
2
3 —
1 -
3 6
-1 - 1
5
4
-3 -
-3 \ \ \ \
-5 -3 -1 1 3 5
A1

eli vastaa odotettua.

Kohdefunktiolla on myds huonompia paikallisia minimikohtia, kuten nikyy
seuraavasta yrityksesti:
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1 SURVO 84C EDITOR Fri Jun 10 18:11:03 1994 D:\M\MEN2\ 300 100 0
*
*MATRIX XB
*/// X1 X2
*1 1 6
*2 2 5
*3 3 4
*4 4 3
*5 5 2
*6 6 1
*

*MAT SAVE XB
*

*LSCAL D, XB, CUR+1_

*Least-squares scaling for 6*6 dissimilarity (distance) matrix D:
*Initial criterion value 128.955 Dimension=2

*Final criterion value 0.338316 nf=1572

*MAT LOAD LSCAL.M,END+2 / Solution in 2 dimensions

*MAT LOAD LSDIST.M,END+2 / Estimated distances

*GPLOT LSCAL.M,X1,X2 / POINT=[SMALL],CASE

*

Lahtomatriisilla XB syntyy tulos, joka ei aivan tdsméd annetun etdisyysmatrii-
sin kanssa. Poikkeamat ovat tasaisesti nollan ympdrilld eli kyseessd on suh-
teellisen hyvi approksimaatio:

200
201
202
203
204
205
206
207
208
209
210
211

1 SURVO 84C EDITOR Fri Jun 10 20:07:45 1994 D:\M\MEN2\ 300 100 0

*

*MAT E!=D-LSDIST.M
*MAT LOAD E,CUR+1.

*MATRIX E

*/// X1 X2 X3 X4 X5 X6
*X1 0.00000 -0.13504 -0.04414 0.17122 0.00000 0.00000
*X2 -0.13504 0.00000 0.12281 0.00000 0.00000 -0.12644
*X3 -0.04414 0.12281 0.00000 -0.16736 -0.11947 0.11742
*X4 0.17122 0.00000 -0.16736 0.00000 0.15742 0.00000
*X5 0.00000 0.00000 -0.11947 0.15742 0.00000 -0.08797
*X6 0.00000 -0.12644 0.11742 0.00000 -0.08797 0.00000
*

Kun piirretdén saatu konfiguraatio LSCAL.M,

6-pistetta 2-ulotteisessa avaruudessa
X2
6
4 —
B 2
2 4
6
O —
1
2 15 3
4 —
-6 \ \ \ \ \
-4 -2 0 2 4 6 8
X1
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havaitaan, ettd ratkaisu on muodostunut "nyrjayttdmilld" piste 4 "suoran"
1,3,5 "yli". Koska pisteet 1,3 ja 5 eivit ole aivan samalla suoralla, ratkaisu voi
olla vain likimé4réinen.

Tami esimerkki kaikessa yksinkertaisuudessaan osoittaa, millaisia ongelmia
moniulotteisessa skaalauksessa tulee vastaan, kun etdisyystiedot ovat puut-
teellisia tai ristiriitaisia.

9.2.2 Esimerkki 2
Toisena esimerkkind tutkimme, kuinka hyvin onnistuu Suomen erdiden paik-
kakuntien sijoittelu kartalle tiedossa olevien maantie-etdisyyksien avulla. Tei-
den mutkikkuus saattaa tdssi tapauksessa vaikeuttaa tehtdvai niin, ettei pistei-
td saakaan puhtaasti sjoitettua 2-ulotteiselle kartalle.

Autoilijan tiekartassa (1989) on erdiden paikkakuntien maantie-etdisyydet
taulukkona, josta on muodostettu seuraava matriisi:

16 1 SURVO 84C EDITOR Sat Jun 11 12:29:42 1994 D: \M\MEN2\ 200 100 0
*

*MATRIX SUOMI

*/// Hels Jyvk Kari Kilp Kuus Nuor Oulu Rova Tamp Torn Turk Vaal Vaas
*Helsinki 0 272 1262 1206 814 1334 612 837 174 744 164 184 419
*Jyvkyla 272 0 988 933 553 1060 339 563 148 471 304 279 282
*Karigasn 1262 988 0 402 546 144 650 425 1137 549 1283 1268 968
*Kilpisj 1206 933 402 0 620 602 594 428 1081 461 1228 1212 912
*Kuusamo 814 553 546 620 0 617 215 191 702 315 848 744 533
*Nuorgam 1334 1060 144 602 617 0 721 497 1209 621 1355 1339 1040
10 *Oulu 612 339 650 594 215 721 0 224 487 132 633 617 318
11 *Rovanmi 837 563 425 428 191 497 224 0 712 124 858 842 543
12 *Tampere 174 148 1137 1081 702 1209 487 712 0 620 155 276 241
13 *Tornio 744 471 549 461 315 621 132 124 620 0 766 750 450

OOk WN

14 *Turku 164 304 1283 1228 848 1355 633 858 155 766 0 345 331
15 *Vaalimaa 184 279 1268 1212 744 1339 617 842 276 750 345 0 516
16 *Vaasa 419 282 968 912 533 1040 318 543 241 450 331 516 0
17 *

18 *MAT SAVE SUOMI_

19 *

Teemme klassisen skaalauksen /CSCAL-sukrolla:
1 SURVO 84C EDITOR Sat Jun 11 12:33:42 1994 D:\M\MEN2\ 200 100 0

19 *

20 */CSCAL SUOMI, 2.

21 *Classical multidimensional scaling for SUOMI:

22 *MAT LOAD CSCAL.M,END+2 / Scale values (2 dimensions)
23 *MAT LOAD CSEIGEN.M,END+2 / Eigenvalues

24 *MAT LOAD CSCENT.M,END+2 / Eigenvalues (percentages)
25 *MAT LOAD CSDIST.M,END+2 / Reproduced distances

26 *GPLOT CSCAL.M,DIM1,DIM2 / POINT=[SMALL],CASE

27 *LSCAL SUOMI,CSCAL.M,END+2 / Least Squares Scaling
28 *Distance matrix SUOMI is not Euclidean!

29 *

Riviltd 28 huomaamme, ettd etdisyysmatriisi ei ole euklidinen. Tdméa nikyy
B-matriisin ominaisarvoista:



162 Monimuuttujamenetelmit  12.6.1994/S.Mustonen 9.2

29 *

30 *MAT CSCENT=CSCENT.M’ / Transponoidaan, jotta matriisi ndkyisi kokonaan
31 *MAT LOAD CSCENT,CUR+1./ toimituskenté&ssa.
32 *MATRIX CSCENT

33 *Eigenvalues_(in_percentages)’

34 */// Per_cent Cumulat.

35 *DIM1 84.649 84.649

36 *DIM2 5.889 90.539

37 *DIM3 3.854 94.393

38 *DIM4 1.803 96.195

39 *DIMS 0.382 96.5717

40 *DIM6 0.143 96.720

41 *DIM7 0.010 96.730

42 *DIM8 -0.000 96.730

43 *DIM9 -0.013 96.743

44 *DIM10 -0.181 96.924

45 *DIM11 -0.524  97.448

46 *DIM12 -0.973 98.420

47 *DIM13 -1.580 100.000

48 *

Ensimmiinen dimensio on todella vahva. Huomaamme kohta, ettd se vastaa
likimain pohjois-eteld-suuntaa. Toinen dimensio on huomattavasti heikompi ja
sitd ldhentelee kolmas. Tdmi on seurausta siitd, ettd Suomessa idén ja ldnnen
viliset tieyhteydet esim. vesistoistd johtuen ovat mutkaisemmat kuin pohjois-
eteld-suunnassa. Toinen luonnollinen pédiddimensio ikdinkuin hajoaa useam-
malle komponentille. Kuitenkin kahden ensimmiisen ulottuvuuden yhteinen
selitysosuus (90.5 %) on varsin tyydyttiva.

Viisi viimeistd ominaisarvoa ovat negatiivisia. Yksi B:n ominaisarvo on
(keskistyksistd johtuen) aina tarkalleen 0. T#ssé tapauksessa se on kahdeksas.

Jos katsomme, miltd niyttdvit etdisyyksien poikkeamat alkuperdisen etii-
syysmatriisin SUOMI ja konfiguraatiosta laskettujen (CSDIST.M) vililla,

21 1 SURVO 84C EDITOR Sat Jun 11 12:57:33 1994 D: \M\MEN2\ 200 100 0
48 *

49 *MAT E!=SUOMI-CSDIST.M / *E~SUOMI-CS_distances S13*13

50 *MAT LOAD E, ###, CUR+1_

51 *MATRIX E

52 */// Hel Jyv Kar Kil Kuu Nuo Oul Rov Tam Tor Tur Vaa Vaa

53 *Helsinki 0 -1 -0 3 39 3 -6 -5 46 -2 126 115 90
54 *Jyvkyld -1 0 -2 -8 43 -4 -5 -5 -1 -4 11 10 212
55 *Karigasn -0 -2 0 -4 40 -24 1 2 -1 10 1 21 25
56 *Kilpisj 3 -8 -4 0 5 29-28-31 5-22 17 2 35
57 *Kuusamo 39 43 40 5 0 60 -2 31 45 90 49 -7 55
58 *Nuorgam 3 -4-24 29 60 0 -15-22 -3 -26 -0 31 14
59 *Oulu -6 -5 1-28 -2-15 0 -2 -5 -7 -2 8 23
60 *Rovanmi -5 -5 2 -31 31 -22 -2 0 -4 -8 -2 12 23
61 *Tampere 46 -1 -1 5 45 -3 -5 -4 0 1 11 132 40
62 *Tornio -2 -4 10-22 90 -26 -7 -8 1 0 5 7 32
63 *Turku 126 11 1 17 49 -0 -2 -2 11 5 0 238 -12
64 *Vaalimaa 115 10 21 2 -7 31 8 12 132 7238 0 183
65 *Vaasa 90 212 25 35 55 14 23 23 40 32 -12 183 0
66 *

on todettava, ettei klassinen skaalaus ole toiminut kunnolla etenkéin Eteli-
Suomen kohdalla. Esim. Helsingin ja Turun vilinen etdisyydessi, 164 km, on
virhettd 126 km eli ko. etidisyys olisi ndiden tulosten mukaan vain 38 km!
Parhaiten skaalauksen epdonnistuminen nikyy Kkartalta, joka on piirretty
rivin 26 GPLOT-komentoa vastaavalla Survon piirroskaaviolla. Luonnollista
karttaesitysté tavoiteltaessa on syytd vaihtaa dimensioitten jérjestys:
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Klassinen skaalaus
DIwvi
800
Nuor
Kari
400 —
Rova
200 —
Torn Kuus
Oulu
0 |
-200 —
Vaas
Jyvk
-400 —
Tamp
Vaal
els
-600 i TU‘M
-400 -200 0 200
DIM2

Koko eteldisin Suomi on kutistunut ja pohjoinen leventynyt. Erés syy lienee
mm. Nuorgamin ja Kilpisjdrven vilinen kohtuuttoman hankala tieyhteys.

On aihetta kokeilla, pystyykod pienimmén nelidsumman skaalaus parantamaan
tatd tulosta. Kdynnistimme siis LSCAL-operaation niin, ettd ldhtokonfiguraa-
tio on klassisen skaalauksen tuottama CSCAL.M.
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26 1 SURVO 84C EDITOR Sat Jun 11 15:14:15 1994 D: \M\MEN2\ 200 100 0

68 *LSCAL SUOMI,CSCAL.M,CUR+1_

69 *Least-squares scaling for 13*13 dissimilarity (distance) matrix SUOMI:
70 *Initial criterion value 461546 Dimension=2

71 *Final criterion value 78536.8 nf=12334

72 *MAT LOAD LSCAL.M,END+2 / Solution in 2 dimensions

73 *MAT LOAD LSDIST.M,END+2 / Estimated distances

74 *GPLOT LSCAL.M,DIM1,DIM2 / POINT=[SMALL],CASE

75 *

Rivilld 68 aktivoidun LSCAL-komennon suoraan antamat tulokset ovat riveil-
1a 69-74. Riveiltd 70 ja 71 voi todeta, ettd virheneliosumma on pienentynyt
klassisen skaalauksen mukaisesta alkutilanteesta niin paljon, ettd lopullinen
nelidsumma on vain noin 17% siitd. Ratkaisu on ollut melko raskaan tyon taka-
na, silld minimoitava kohdefunktio (neliGsumma) on jouduttu laskemaan
periti 12334 kertaa, miki nykyisilld laitteistoilla sujuu kylld nopeasti.

Laskennan aikana LSCAL tulostaa véliaikaiseen ikkunaan tietyin vilein
kohdefunktion laskentakertojen lukumééridn (nf), pienimmén siihen asti saa-
vutetun nelidsumman (£) ja suhteellisen muutoksen edellisestd neliosummasta.
Kayttédjalla on tilaisuus keskeyttdd toiminta painamalla pistettd tai jos suppe-
neminen kohti ratkaisua tuntuu hidastuvan simpleksin luhistuessa, aloittaa
tuoreella viritykselld parhaasta siihenastisesta kohdasta napilla N. Muuten ite-
rointikertoja sditelevit tismennykset MAXNF ja EPS. Edellisen oletusarvo
on 10000 ja se ilmoittaa, kuinka monta kertaa kohdefunktio lasketaan ilman
simpleksin piivitystd. Simpleksi pdivitetdin myds silloin, kun suhteellinen
muutos on alle EPS-tdasmennykselld ilmoitetun rajan, jonka oletusarvo on 1e-5
(siis 1075). Jos simpleksin piivityksen jilkeen tulos ei parane tietyn laskenta-
miirdn aikana, laskenta pééttyy automaattisesti. Téalloin on ilmeistd, ettd aina-
kin paikallinen diriarvo on saavutettu.

Téssd esimerkissd tulos on saavutettu oletusarvoilla ja ilman manuaalisia
vilivaikutuksia. Yli 12000 kohdefunktion laskentakerrasta ldhes 9000 on
mennyt alkuperiisen simpleksin mukaiseen iterointiin. Vasta tdlloin on EPS-
raja alitettu. Simpleksi olisi voitu uudistaa (N-napilla) jo selvisti aikaisemmin,
jolloin selvitdédn jopa puolella nyt kuluneesta laskentatyostd. My®os jos valitaan
MAXNF=3000, saadaan sama tulos jo 7003 kohdefunktion laskentakerralla.
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Kun nyt tarkastellaan havaittujen ja estimoitujen etdisyyksien erotuksia,

21 1 SURVO 84C EDITOR Sat Jun 11 15:57:02 1994 D:\M\MEN2\ 200 100 0
*

75

76 *MAT E!=SUOMI-LSDIST.M / *E~SUOMI-LS_distances S13*13

77 *MAT LOAD E, ###, CUR+1_

78 *MATRIX E

79 */// Hel Jyv Kar Kil Kuu Nuo Oul Rov Tam Tor Tur Vaa Vaa
80 *Helsinki 0 -1-11 -8 32 -2 -13 -10 14 -14 5 10 15
81 *Jyvkyla -1 0 -12 -26 37 -6 -15 -13 -18 -22 -20 -13 42
82 *Karigasn -11 -12 0 4 26 -9 -3 -5 -7 4 -9 18 -4
83 *Kilpisj -8 -26 4 0 -21 51 -27 -20 20 -12 45 -34 176
84 *Kuusamo 32 37 26 -21 0 59 -28 -11 26 41 15 7 -41
85 *Nuorgam -2 -6 -9 51 59 0 -14 -24 -9 -26 -16 45 -27
86 *Oulu -13 -15 -3 -27 -28 -14 0 0 -4 -15 -6 -13 -23
87 *Rovanmi -10 -13 -5 -20 -11 -24 0 0 -2 -8 -4 1 -4
88 *Tampere 14 -18 -7 20 26 -9 -4 -2 0o 5 -3 -1 -3
89 *Tornio -14 -22 4 -12 41 -26 -15 -8 5 0 11 -25 23

90 *Turku 5-20 -9 45 15 -16 -6 -4 -3 11 0 12 -16
91 *Vaalimaa 10 -13 18 -34 7 45 -13 1 -1-25 12 0 16
92 *Vaasa 15 42 -4 76 -41 -27 -23 -4 -3 23 -16 16 0
93 *

havaitaan tuloksen jarkevoityneen kauttaaltaan. Esim. Helsingin ja Turun
vilinen etdisyys heittdd vain 5 km. Suurin virhe on Vaasan ja Kilpisjirven
keskindisessi etdisyydessd (76 km). Tulos on kuvassakin paljon parempi:
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9.2

Pienimman nelidsumman skaalaus
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9.2.3 Esimerkki 3

Aikaisemmisssa esimerkeissd kohteet ovat edustaneet fysikaalista todellisuut-
ta, jolloin ei ole epdilystikéadn siitd, etteikd moniulotteisella skaalauksella saa-
taisi jarkevansuuntaisia tuloksia.

Todellisissa sovelluksissa tavoitteena on 10ytdd mielekkiitd rakenteita jopa
tdysin abstrakteista ilmidistd. Lidhtokohtana on esim. yhden tai useamman
henkilon subjektiiviset arviot havaintokohteiden keskindisistd samanlaisuuk-
sista, erilaisuuksista tai etdisyyksisti.

Pyysin Olli Mustosta valitsemaan 10 huomattavaa sédveltdjad musiikin eri
aikakausilta ja vertaamaan niitd tdysin intuitiivisesti heididn koko tuotantonsa
ja tyylinsd pohjalta. Sovimme, ettd hdn kayttdd asteikkoa O - 100 siten, ettéd
mitd enemmdin hén katsoo sdveltdjien eroavan toisistaan, sitd suuremman pis-
temddrdan hin antaa. Noin puolen tunnin harkinnan jilkeen hén esitti seuraa-
van etdisyysmatriisin:

29 1 SURVO 84C EDITOR Sun Jun 12 09:07:20 1994 D:\M\MEN2\ 200 100 0
1*

2 *MATRIX MUS

3 */// Bach Hayd Moza Beet Schu Brah Sibe Debu Bart Sost

4 *Bach 0 50 30 20 40 40 40 50 30 30

5 *Haydn 50 0 10 15 30 70 90 50 80 40

6 *Mozart 30 10 0 20 25 40 70 50 80 50

7 *Beethven 20 15 20 0 10 20 25 80 60 40

8 *Schubert 40 30 25 10 0 15 60 50 70 60

9 *Brahms 40 70 40 20 15 0 20 70 70 70

10 *Sibelius 40 90 70 25 60 20 0 35 35 20
11 *Debussy 50 50 50 80 50 70 35 0 15 40

12 *Bartok 30 80 80 60 70 70 35 15 0 20
13 *Sostakov 30 40 50 40 60 70 20 40 20 0
14 *

15 *MAT SAVE MUS

16 *MAT MUST=MUS’ / Pitempien riviotsikoiden

17 *MAT CLABELS FROM MUST TO MUS. / kopiointi sarakeotsikoiksi
18 *

Sdveltdjit esiintyvit taulukossa suurin piirtein aikajérjestyksessd. O.M. kéytti
asteikkoa 5 yksikon vilein, koska hin katsoi, ettei ole edellytyksié tarkempaan
arviointiin. Suurin etédisyys 90 esiintyy Sibeliuksen ja Haydnin vililld. Matrii-
sista MUS tehtiin 2-ulotteinen klassinen skaalaus:



168 Monimuuttujamenetelmit  12.6.1994/S.Mustonen 9.2

22 1 SURVO 84C EDITOR Sun Jun 12 09:23:02 1994 D: \M\MEN2\ 200 100 0

18 *

19 */CSCAL MUS, 2

20 *Classical multidimensional scaling for MUS:

21 *MAT LOAD CSCAL.M,END+2 / Scale values (2 dimensions)
22 *MAT LOAD CSEIGEN.M,END+2 / Eigenvalues

23 *MAT LOAD CSCENT.M,END+2 / Eigenvalues (percentages)
24 *MAT LOAD CSDIST.M,END+2 / Reproduced distances

25 *GPLOT CSCAL.M,DIM1,DIM2 / POINT=[SMALL],CASE

26 *LSCAL MUS,CSCAL.M,END+2 / Least Squares Scaling

27 *Distance matrix MUS is not Euclidean!

28 *

29 *MAT CSCENT=CSCENT.M’ / *CSCENT~Eigenvalues_ (in_percentages)’
30 *MAT LOAD CSCENT,CUR+1.

31 *MATRIX CSCENT

32 *Eigenvalues_ (in_percentages)’

33 */// Per_cent Cumulat.
34 *DIM1 35.090 35.090
35 *DIM2 22.720  57.809
36 *DIM3 10.765 68.574
37 *DIM4 3.536  72.110
38 *DIMS 2.416 74.526
39 *DIM6 -0.000 74.526
40 *DIM7 -3.112 77.637
41 *DIMS8 -4.260 81.897
42 *DIM9 -4.405 86.302
43 *DIM10 -13.698 100.000
44 *

Kuten ominaisarvojen kiyttdytymisestd ndkyy, etdisyysmatriisi sellaisenaan ei
ole euklidinen. Kaksi ensimmaistd ulottuvuutta kuitenkin selittdvit ldhes 60%
koko vaihtelusta ja 77% "positiivisesta" vaihtelusta. Kohtalaiset negatiiviset
ominaisarvot viittavat siihen, ettei arviointi voinut olla aivan ristiriidatonta.
Sopivalla etdisyyksien epdlineaarisella muunnoksella (esim. ottamalla nelit-
juuri) matriisi tulisi lahemméksi euklidista, mutta téllaisiin toimiin ei tdssé ta-
pauksessa ryhdytty.

Todellisten ja skaalauksen perusteella saatujen etdisyyksien poikkeamat
ovat:

21 1 SURVO 84C EDITOR Sun Jun 12 13:41:43 1994 D: \M\MEN2\ 240 100 0
*

44

45 *MAT E!=MUS-CSDIST.M / *E~MUS-CS_distances S10*10
46 *MAT LOAD E, ###, CUR+1_

47 *MATRIX E

48 */// Bac Hay Moz Bee Sch Bra Sib Deb Bar Sos
49 *Bach 0 -2 -7 -8 11 1 1 14 -12 5
50 *Haydn -2 0-15-38 -10 -5 -1 -10 -3 -16
51 *Mozart -7-15 0 -8 10 -11 -4 -9 4 -1

52 *Beethven -8 -38 -8 0 -3 -2-29 16 -10 -13
53 *Schubert 11 -10 10 -3 0 -20 -2 -10 -1 10
54 *Brahms 1 -5-11 -2 -20 0-26 -5 -3 6
55 *Sibelius 1 -1 -4-29 -2 -26 0 -20 -3 -27
56 *Debussy 14 -10 -9 16 -10 -5 -20 0 -12 29
57 *Bartok -12 -3 4 -10 -1 -3 -3 -12 0 -7
58 *Sostakov 5-16 -1 -13 10 6 -27 29 -7 0
59 *
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Huolimatta joistain suurista eroista, kuvassa tulos néayttdd mielenkiintoiselta:

Saveltajat (Klassinen skaalaus)

DIM2
50

Haydn
Debussy

Sostakov
Bartok Mozart

Bach Schubert

Beethven
Sibelius

Brahms

-50 ‘

DIM1

Ensimmiinen ulottuvuus oikealta vasemmalle vastaa muuten varsin hyvin ai-
kaa vain silld huomattavalla poikkeamalla, ettd "ajaton" Bach asettuu keskelle.
Toinen dimensio on tulkittavissa ylhééltd alaspiin siirtymisend "kevyestd ras-
kaaseen" musiikkiin. Niinpd Wienildisklassikot (Haydn, Mozart, Schubert ja
Beethoven) muodostavat johdonmukaisen ketjun ja saavat jatkokseen vield
Brahmsin, joka Sibeliuksen kera sijoittuu "raskaimpaan sarjaan". Moderneim-
mat siveltdjit (Debussy, Shostakovits ja Bartok) muodostavat oman ryhménsa
ja on tdysin ymmadrrettdvid, ettd ndistd Shostakovits on ldhinnd Bachia. Sibe-
lius asettuu omaan yksindisyyteensi.

Tami asettelu ja tulkinta ei muutu, vaikka sovelletaan muita skaalaustapoja.
Esim. pienimmén nelidsumman skaalaus, kun k#ytetdéin additiivista vakiota
alkuarvolla CONSTANT=0, tuottaa klassisesta skaalauksesta ldhtien tulokset:
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21 1 SURVO 84C EDITOR Sun Jun 12 14:24:15 1994 D: \M\MEN2\ 240 100 0

L3,
62 *LSCAL MUS,CSCAL.M, CUR+1 / CONSTANT=0 MAXNF=3000

63 *Least-squares scaling for 10*10 dissimilarity (distance) matrix MUS:
64 *Initial criterion value 16106.7 Dimension=2

65 *Final criterion value 9551.86 nf=3388

66 *Distance transformation D+3.96678

67 *MAT LOAD LSCAL.M,END+2 / Solution in 2 dimensions

68 *MAT LOAD LSDIST.M,END+2 / Estimated distances

69 *GPLOT LSCAL.M,DIM1,DIM2 / POINT=[SMALL],CASE

70 *

71 *MAT E!=MUS-LSDIST.M / *E~MUS-LS_distances S10*10

72 *MAT C=CON(10,10,3.96678)

73 *MAT D=IDN(10,10,3.96678)

74 *MAT E=E+C / *E~E+CON S10*10

75 *MAT E!=E-D / *E~E+CON-IDN S10*10

76 *MAT LOAD E, ###, CUR+1_

77 *MATRIX E

78 */// Bac Hay Moz Bee Sch Bra Sib Deb Bar Sos
79 *Bach 0 10 -2 0 9 5 11 13 -9 10
80 *Haydn 10 0 1-20 -4 10 17 -6 7 -18
81 *Mozart -2 1 0 -2 4 -7 6 -7 10 -3

82 *Beethven 0 -20 -2 0 2 -2 -18 22 -2 -3
83 *Schubert 9 -4 4 2 0-10 7 -18 -4 6
84 *Brahms 5 10 -7 -2-10 0-17 -5 -1 18
85 *Sibelius 11 17 6 -18 7 -17 0 -18 -2 -4
86 *Debussy 13 -6 -7 22 -18 -5 -18 0 -7 16

87 *Bartok -9 7 10 -2 -4 -1 -2 -7 0 5
88 *Sostakov 10 -18 -3 -3 6 18 -4 16 5 0
89 *

Additiivisen vakion lopullinen arvo on hieman alle 4 ja poikkeamataulukko on
siistimpi kuin klassisessa skaalauksessa. Kuriositeettina mainittakoon, ettd
suurin poikkeama (22) on Debussyn ja Beethovenin vililla. Tédhidn O.M. totesi
vaikuttaneen sen, ettd Debussyn tiedetddn vihanneen Beethovenin musiikkia.
Niin hén sijoitti ndma sdveltdjdt kauemmaksi toisistaan, kuin mitd ilman titd
tietoa olisi tapahtunut.

Saveltajat (PNS-skaalaus)
DIM2
50
Haydn
Debussy
Mozart
Bartok
0 Sostakov Bach
Beetihaiubert
Sibelius Brahms
-50 i
-50 0 50
DIMA1
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10. Korrespondenssianalyysi

10.1. Maaritelma

Korrespondenssianalyysi (Correspondence Analysis) on sukua padkomponent-
tianalyysille, mutta siind kasitelladn yleensa frekvenssitaulukoita havainto-
matriisien asemasta. Korrespondenssianalyysia ovat harrastaneet erityisesti
ranskalaiset. Se voidaan johtaa useista erilaisista lahtékohdista. Yksinkertaisin
ja samalla luultavasti ensimmainen perustelu liittyy kaksiulotteiseen skaalaus-
ongelmaan, jonka ratkaisuineen esitti RA.Fisher vuonna 1940.

Fisher tarkasteli aineistoa, jossa on taulukoituna koululaisten (Caithness, Skot-
lanti) tukan ja silmien vari seuraavasti:

SILMAT
blue light medium dark X

TUKKA

fair 326 688 343 98 -1.219
red 38 116 84 48 -0.523
medium 241 584 909 403 -0.094
dark 110 188 412 681 1.319
black 3 4 26 85 2.452
Y -0.897  -0.987 0.075 1.574

Seka tukan etté silmien varin luokitus on ainoastaan nominaaliasteikollista.
Nayttaa kuitenkin silta, ettd tukan tummuusaste korreloi ainakin jonkin verran
silmien tummuuden kanssa. Tarkoituksena on kvantifioida ko. korrelaatio
antamalla seka tukan etta silmien vérille mittaluvyt X, X;, X, X5 ja Y,
Y,, Y, Y, siten, ettd muuttujien yllaolevasta luokitetusta aineistosta laskettu
korrelaatiokerroin tulee mahdollisimman suureksi.

Fisherin talla periaatteella laskemat mittaluvut on lisatty taulukkoon (sarake
X ja rivi Y) ja maksimaalinen korrelaatiokerroin on 0.4464 .

Johdetaan nama tulokset yleisesti tarkastelemalla mxn-frekvenssitaulukkoa F,
missa n=n :

Y, Y, Y, =
xl f11 f12 e f1n f1 .
XZ f21 f22 f2n f2 .
Xm fml fmZ fmn fm
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Koska asteikkoja X ja Y voi korrelaatiokertoimen sdilyessd muuntaa lineaari-
sesti, oletetaan keskiarvot nolliksi ja varianssit ykkosiksi eli

= 1 & = _1¢&
) X=5YfX=0, Y=5YfY=0
NIZ“ NJZ‘ N

21 ¢ 2 _ _ 1< 2 _
) sX_NZfi_Xi_l, sY_NijYj_l.
1= J=

Tilloin korrelaatiokerroin » on yksinkertaisesti

1 m n
B r=%x Z [ XY .
1=1j=
On siis maksimoitava lauseke (3) ehdoilla (1) ja (2).

Merkitidin

U[= '\/f;/N Xi’ l= 1923---5m9
“) .
V= VFIN Y, j= 12,0,

jolloin yhtil6istd (2) seuraa, ettd |[ul|=1 ja ||v|=1 . Télloin korrelaatiokerroin
voidaan kirjoittaa vektorien u ja v avulla muotoon

1 m n s b -
r=N ;J; (f;]/\/f;f]) Uivj = u DW:/ZFD;/ZV ,

missd D, on reunafrekvenssienf, ,f, , ..., f,
ja D, on reunafrekvenssien f, f5, ..., f,,
muodostama ldvistdjadmatriisi.

On siis maksimoitava w’Av , missd A on mXn-matriisi
2yl
A=D “FD,

ehdoilla |[u]l=1 ja |[v|]l=1 . Optimiratkaisut 16ytyvit silloin matriisin A singu-
laariarvohajotelmasta

(5) D,*FD,”=UDV’

eli singulaariarvot d,, d,, ..., d, vastaavat maksimaalisia korrelaatiokertoimia.
Yhtiloiden (4) perusteella optimaaliset asteikot ovat
X0 = VN D2ul.

yO= WND2yO  i=12,.n.
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Suurin singulaariarvo on d,=1 ja sitd vastaavat singulaarivektorit
u? =D!21,,
M _ 2
v = Dln 1,,

missd esim. 1, on m ykkOsen muodostama pystyvektori. Tdmi todetaan
osoittamalla, ettd Av(l):dlu(l) ja A’u(l):dlv(l) . Esimerkiksi

(D) _ 12 e _nl21 _ O _ (1)

Av'’=D “F1 =D, “D,1 =D, 1 =u"’=du".
Tama4 ratkaisu antaisi esim.

M — N

xV=+vVN1_,
mikad ei tiytd ehtoa (1).
Muut ratkaisut

@ ()N

d,u”, v, i=2..n

tayttavit ehdon (1), silld

J— 5 . J— —_— . . m -
0= vNu'Vu?”= VN1, D?(1WN)D)*x? =1 D, x? = ;fki){};).

Merkitsemaélld
X=[xPx® . x®],
Y=[yDy®  y® ],

voidaan kirjoittaa

X=VND;?U,
©
Y=VND"V.

Koska hajotelma (5) voidaan esittdd muodossa
(7) F=D?UDV'D”?,
saadaan

D'FY =D:'D2UDV’'D'>YN D>V = VN D;>UD = XD
eli
(8) D;)FY = XD

ja vastaavasti

9 D/'F’X=YD.
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Viimeiset kaksi yhtdlod osoittavat, miten X- ja Y-asteikot liittyvit toisiinsa.
Tdmi tulee vield selvemmiksi kirjoittamalla ko. yhtdlét komponenteittain
muodossa

n

\4
Sk
E
.
3

k
dap= 5 A, =120

\b

Asteikkoarvot ovat siis toistensa painotettuja keskiarvoja jaettuina singulaari-
arvoilla. Téstd johtuu menetelmén erds varhaisempi nimitys "Method of
reciprocal averages". On myo0s kiytetty nimitystd "Dual scaling". Néiden
yhtdldiden avulla ratkaisu voidaan laskea iteratiivisesti. Tehokkaampaa on
kuitenkin muodostaa tulokset suoraan singulaariarvohajotelman (5) kautta.

Frekvenssimatriisin F esityksestd (7) saadaan yhtiloiden (6) avulla
(10) F= 1—(D X)DMD Y) = L 3 d, (D _xP)D y®y
- NV m n - N;l K\ m ny >

joka on frekvenssimatriisin hajotelma 1-asteisten matriisien summaksi. Ndin
singulaariarvot d, , k=1,2,...,n eli maksimaaliset korrelaatiokertoimet ja niitd
vastaavat asteikot x¥ ja y® selittivit voimakkuusjirjestyksessi kaikki frek-
venssit. Ensimmaéinen dimensio (k=1) vastaa pelkkdid matriisin keskistysti ja
usein pari seuraavaa dimensioparia (k=2,3) selittdd tyydyttdvisti loput koko
frekvenssitaulukkoon sisdltyvéstd vaihtelusta.

Korrespondenssianalyysin tulosta havainnollistetaan tavallisesti kuvalla, jossa
dimensiot 2 ja 3 asetetaan vastakkain ja sekd rivit ettd sarakkeet esitetdin pis-
teind tdssd 2-ulotteisessa kuviossa siten, ettd koordinaatteina ovat ao. asteik-
koarvot. Tésséd kuvassa kuten yleensikin korrespondenssianalyysin tulostuk-
sessa asteikot painotetaan vastaavilla singulaariarvoilla eli kdytetddn asteik-
koarvoja XD ja YD .

Survossa korrespondenssianalyysin toteuttaa operaatio CORRESP. Se antaa
edelld mainittujen tulosten lisdksi monia muita johdannaisia, joita esitelldfin
korrespondenssianalyysia koskevassa kirjallisuudessa. Pddldhteend on kéytetty
CORRESP-modulia laadittaessa teosta Lebart, Morineau, Warwick: Multivari-
ate Descriptive Statistical Analysis (1984).
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10.1 Esimerkki
Kisittelemme Fisherin esimerkkii eri tavoin. Ensin teemme laskelmia Survon
matriisitulkilla kdyttaméittd CORRE SP-operaatiota.

Tassd on tutkittava frekvenssitaulukko muotoiltuna matriisiksi F:

1 1 SURVO 84C EDITOR Mon May 02 13:32:43 1994 C:\M\MEN2\ 200 100 0
1 *

2 *MATRIX F

3 */// BLUE LIGHT MEDIUM DARK

4 * Fair 326 688 343 98

5 * Red 38 116 84 48

6 * Medium 241 584 909 403

7 * Dark 110 188 412 681

8 * Black 3 4 26 85

9 *_

Seuraava matriisikiskyjen jono tallettaa matriisin ja tekee laskelmat edelld
esitettyjen kaavojen mukaisesti:

1 1 SURVO 84C EDITOR Mon May 02 13:35:51 1994 C:\M\MEN2\ 200 100 0|
9 *

10 *MAT SAVE F

11 *MAT DN=SUM(F) / *DN~SUM(F) 1%*4

12 *MAT FT=F’ / *FT~F' 4*5

13 *MAT DM=SUM(FT) / *DM~SUM(F’) 1*5

14 *MAT DN2=DN’ / *DN2~SUM(F) ' 4*1

15 *MAT N=SUM(DN2) / *N~SUM(SUM(F)’) D1*1

16 *MAT TRANSFORM DN2 BY 1/sqrt (X#)

17 *MAT DN2!=DV(DN2) / *DN2~DV(T(DN2_by_1/sqrt (X#))) D4*4
18 *MAT DM2=DM / *DM2~SUM(F’) 1*5

19 *MAT TRANSFORM DM2 BY 1/sqrt (X#)

20 *MAT DM2!=DV(DM2) / *DM2~DV(T(DM2_by_1/sqrt (X#))) D5*5

21 *MAT DM!=DV (DM) / *DM~DV (SUM(F’)) D5*5

22 *MAT DN!=DV (DN) / *DN~DV (SUM(F)) D4*4

23 *MAT A=DM2*F / *A~DM2*F 5%4

24 *MAT A=A*DN2 / *A~DM2*F*DN2 5%4

25 *MAT SINGULAR_VALUE DECOMPOSITION OF A TO U,D,V
26 *MAT SN=N / *SN~SUM(SUM(F)’) D1*1

27 *MAT TRANSFORM SN BY sqrt (X#)

28 *MAT X=DM2*U / *X~DM2*Usvd (DM2*F*DN2) 5%*4

29 *MAT X!=SN*X
30 *MAT Y=DN2*V
31 *MAT Y!=SN*Y
32 *_

*X~T (SN_by_sqrt (X#)) *DM2*Usvd (DM2*F*DN2) 5%4
*Y~DN2*Vsvd (DM2*F*DN2) 4*4
*Y~T (SN_by_sqrt (X#) ) *DN2*Vsvd (DM2*F*DN2) 4*4

~NNSN

Matriisitiedostojen nimet vastaavat merkintdjéd néin:

DM D,
DM2 D'
DN D,
DN2 D'
SN VN

Muut nimet ovat samoja kuin aikaisemmassa tekstissd. Tarkeimmiit tulokset
poimittuina Survon toimituskenttdin ovat
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1 SURVO 84C EDITOR Mon May 02 13:53:10 1994 C:\M\MEN2\ 200 100 0
33 *
34 *MAT LOAD D,CUR+1
35 *MATRIX D
36 *Dsvd (DM2*F*DN2)
37 */// sing.val
38 *svdl 1.000000
39 *svd2 0.446368
40 *svd3 0.173455
41 *svd4 0.029317
42 *
43 *MAT LOAD X,CUR+1l
44 *MATRIX X
45 */// svdl svd2 svd3 svd4
46 *Fair -1.00000 1.21871 -1.00224 -0.42713
47 *Red -1.00000 0.52258 -0.27834 4.02685
48 *Medium -1.00000 0.09415 1.20091 -0.11040
49 *Dark -1.00000 -1.31888 -0.59929 -0.34507
50 *Black -1.00000 -2.45176 -1.65136 1.57370
51 *

52 *MAT LOAD Y,CUR+1_
53 *MATRIX Y

54 */// svdl svd2 svd3 svd4
55 *BLUE -1.00000 0.89679 -0.95362 -2.18841
56 *LIGHT -1.00000 0.98732 -0.51000 1.08379
57 *MEDIUM -1.00000 -0.07531 1.41248 -0.18941
58 *DARK -1.00000 -1.57435 -0.77204 0.14822
59 *

ja ne vastaavat (2. pystyrivin osalta) tismélleen alkuperdisessd taulukossa esi-
tettyjd arvoja. Maksimaalinen korrelaatiokerroin on toinen singulaariarvo
0.446368 rivilld 39.

Samat tulokset voidaan laskea myds iteratiivisesti yhtdloiden (8) ja (9) mu-
kaan, miki lienee ollut Fisherin alkuperdinen laskentatapa ja siis erds periaat-
teessa yksinkertainen keino singulaariarvohajotelman muodostamiseen. Tassé
tapauksessa on ensin poistettava ensimmadisen (turhan) singulaariarvon osuus
keskistdmalld frekvenssimatriisi F muotoon

H=F-G=F-(D,1,)D,1,)/N.

m-m

Téssid tapauksessa suoritetaan seuraavat matriisikdskyt:

1 1 SURVO 84C EDITOR Mon May 02 14:14:42 1994 C:\M\MEN2\ 100 100 0
9*

10 *MAT SAVE F

11 *MAT DN=SUM(F) / *DN~SUM(F) 1*4

12 *MAT FT=F' / *FT~F' 4*5

13 *MAT DM=SUM(FT) / *DM~SUM(F') 1%5

14 *MAT DM2=DM / *DM2~SUM(F') 1%*5

15 *MAT DN2=DN *DN2~SUM(F) 1%4

16 *MAT TRANSFORM DM2 BY 1/X#

17 *MAT TRANSFORM DN2 BY 1/X#

18 *MAT G=MTM2(DM,DN) / *G~SUM(F’)’'*SUM(F) 5%*4

~

19 *MAT N=DM' / *N~SUM(F’)’ 5*1

20 *MAT N=SUM(N) / *N~SUM(SUM(F’)’) D1*1

21 *MAT TRANSFORM N BY 1/X#

22 *MAT G!=N*G / *G~T(N_by_1/X#)*SUM(F’)'*SUM(F) 5*4
23 *MAT H=F-G / *H~F-G 5*4

24 *MAT DM2!=DV (DM2) / *DM2~DV (T (DM2_by_1/X#)) D5*5

25 *MAT DN2!=DV (DN2) / *DN2~DV (T (DN2_by_1/X#)) D4*4

26 *MAT DMF=DM2*H / *DMF~DM2* (F-G) 5%*4

27 *MAT DNFT=MMT2 (DN2,H) / *DNFT~DN2* (F-G) ' 4*5

28 *_
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Tavoitteena on ollut laskea yhtdloiden (8) ja (9) kerroinmatriisit, joista matrii-
sikdskyissd kéytetddn merkintoja

-1
DMF D!F
DNFT D'F .
Iterointi tapahtuu tdmén jilkeen seuraavasti:
28 *
29 *MAT Y=IDN(4,1)
30 *
31 *MAT X!=DMF*Y / *X~DM2* (F-G) *IDN 5*1
32 *MAT X!=NRM(X) / *X~NRM(X) 5*1
33 *MAT Y!=DNFT*X / *Y~DN2* (F-G) ' *X 4*1
34 *MAT XT=X’ / *XT~X' 1%5
35 *MAT LOAD XT,END+1
36 *
37 * Fair Red Medium Dark Black
38 % 1 0.59553 -0.00273 -0.13455 -0.35562 -0.70765
39 % 2 0.42496 0.17812 0.00640 -0.42486 —0.77919
40 * 3 0.39950 0.17084 0.02694 -0.42718 -0.79247
41 * 4 0.39571 0.16961 0.02998 -0.42746 -0.79438
42 * 5 0.39513 0.16942 0.03044 -0.42750 -0.79466
43 * 6 0.39505 0.16939 0.03050 -0.42750 -0.79470
a4 * 7 0.39504 0.16939 0.03051 -0.42750 -0.79471
45 * 8 0.39503 0.16939 0.03052 -0.42750 -0.79471
46 *
47 *MAT LOAD NORM,CUR+1
48 *MATRIX NORM
49 *NORM(X)
50 */// 1
51 *Norm 0.199245
52 *
53 *sqrt(0.199245)=0.44636868169709
54 *_

Rivilld 29 on Y-vektorille annettu alkuarvoksi (1,0,0,0). Riveilld 31-35 on
yhti iteraatiota varten tarvittavat kdskyt. Riveilld 38-45 nikyvit 8 ensimmaéisen
iteraation tuottamat tulokset (tiivistettyind) X-vektorin osalta. Koska tulos ei
ole tissd vaiheessa endd muuttunut, iterointi on lopetettu.

Kullakin kierroksella X-vektori on normeerattu yksikkdvektorin mittaiseksi
(rivi 32), jolloin MAT NRM -komento antaa sivutuloksena alkioitten nelio-
summan nelidjuuren matriisina NORM . Koska iteroinnissa kumpaakin yhtélois-
td (8) ja (9) sovelletaan kerran, X-vektori tulee kerrotuksi singulaariarvolla d,
kahdesti. T&lldin ko. normin neliGjuuri on sama kuin d,, mikd tulee vahviste-
tuksi rivilld 53. Vektorin X normeeraus on tédssé erilainen kuin ensimméiisessa
laskutavassa. Alkiot ovat kuitenkin verrannollisia aikaisempiin.

Jos tdlld menettelylld haluttaisiin ma4réti lisdd singulaariarvoja ja asteikko-
ja, frekvenssitaulukosta vihennetdén aina edellisen asteikkoparin osuus yhti-
16n (10) mukaisesti ennen uusia iteraatioita.
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Teemme nyt analyysin CORRESP-operaatiolla, joka olettaa, ettd frekvenssi-
taulukko F on annettu Survon havaintotaulukkona toimituskentissé tai ha-
vaintotiedostona. Téssé tapauksessa alkutilanne voisi ndyttidd seuraavalta:

21 1 SURVO 84C EDITOR Mon May 02 17:35:35 1994 C:\M\MEN2\ 100 100 0
1 *
2 *DATA COLORS,A,B,N,M
3 M-—— AAA AAA AAA AAA CC.CCC CC.CCC rrr rrr rrr rrr
4 N Color BLUE LIGHT MEDIUM DARK Cl Cc2 BL LI ME DA
5 A Fair 326 688 343 98
6 * Red 38 116 84 48
7 * Medium 241 584 909 403
8 * Dark 110 188 412 681
9 B Black 3 4 26 85
10 *
11 *CORRESP COLORS, CUR+1.
12 *

Frekvenssitaulukon sarakkeet osoitetaan A-kirjaimella aktivoituina muuttujina
ja taulukon rivit (tdssd kaikki) aktiivisina havaintoina. Rivikohtaisia tuloksia
varten aktivoidaan lisdmuuttujia erilaisin kirjaimin. Tdssd C tarkoittaa asteik-
komuuttujia (X), joita on siis valittu 2. Kirjaimella r aktivoidut muuttujat, joita
tulee olla sama méaira kuin taulukossa on sarakkeita, on tarkoitettu residuaa-
lifrekvenssien talletukseen eli sithen osaan matriisin F hajotelmasta (10), jota
ensimmadiset kaksi dimensiota tdssi tapauksessa eivit selitd.

Muut tulostusmahdollisuudet ilmenevit CORRESP-operaation kuvauksesta
Survon neuvontajirjestelmissé ja em. Lebartin, Morineaun ja Warwickin kir-

jasta.
Kun CORRESP aktivoidaan, saadaan tulokset:
21 1 SURVO 84C EDITOR Mon May 02 17:50:43 1994 C:\M\MEN2\ 100 100 0
1 *
2 *DATA COLORS,A,B,N,M
3 M —— AAA AAA AAA AAA CC.CCC CC.CCC rrr rrr rrr rrr
4 N Color BLUE LIGHT MEDIUM DARK Cl Cc2 BL LI ME DA
5 A Fair 326 688 343 98 -0.544 -0.174 5 -6 1 -1
6 * Red 38 116 84 48 -0.233 -0.048 -10 11 -2 1
7 * Medium 241 584 909 403 -0.042 0.208 2 -2 0 -0
8 * Dark 110 188 412 681 0.589 -0.104 4 -4 1 -1
9 B Black 3 4 26 85 1.094 -0.286 -2 2 -0 0
10 *

11 *CORRESP COLORS,CUR+1_
12 *Correspondence analysis on data COLORS: Rows=5 Columns=4

13 *

14 * Canonical Eigen- Chi~2 Cumulative
15 * correlation value percentage
16 * 1 0.4464 0.1992 1073.33148 86.56
17 * 2 0.1735 0.0301 162.077452 99.63
18 * 3 0.0293 0.0009 4.63002608 100.00
19 * 0.2302 1240.04 (df=12 P=0)

20 *

21 *Column coordinates (CR_COORD.M)

22 * cl c2

23 *BLUE -0.400 -0.165

24 *LIGHT -0.441 -0.088

25 *MEDIUM 0.034 0.245

26 *DARK 0.703 -0.134

27 *

Varatut lisdsarakkeet ovat tdyttyneet rivikohtaisilla tuloksilla. Vastaavat sara-
kekohtaiset tulokset talletetaan matriisitiedostoiksi. Tédssid tapauksessa sarake-
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koordinaatit ovat matriisitiedostossa CR_COORD.M, joka tulostuu yhteenve-
totaulukon perédn riveille 21-26.

Yhteenvetotaulukossa riveilld 14-19 annetaan maksimikorrelaatiot d,,
k=2,3,4 ja toisena sarakkeena ndiden neliot (matriisin A’A ominaisarvot), jot-
ka usein tulkitaan selitysosuuksiksi, vaikka frekvenssien tasolla pikemminkin
singulaariarvoilla on tdmi luonne yhtdlon (10) mukaan.

Chi~2-sarakkeessa ovat luvut Nd,f . Niiden summa on itse asiassa tavan-
omainen X’-testisuure, joka noudattaa likimain Xz-jakaumaa (m-1)(n-1) va-
pausasteella, kun taulukoitujen muuttujien vélill ei ole lainkaan riippuvuutta.

Jadnnosfrekvensseistd (rrr-sarakkeet) useimmat ovat lidhelld nollaa. Jos pu-
natukkaisista ja vaaleasilmdiisisti siirrettdisiin 10 sinisilméisten luokkaan seké
vaaleatukkaisista ja sinisilmiisistd 5 vaaleasilmiisiin, jadnnokset tulisivat ta-
saisesti hyvin pieniksi. Tdmén voi tarkistaa tekemilld ao. muutokset frekvens-
sitaulukossa ja toistamalla analyysin. Muutos ei kuitenkaan vaikuta juuri lain-
kaan muihin tuloksiin.

Korrespondenssianalyysille ominainen kaksiulotteinen esitys, jossa sekd rivit
ettd sarakkeet esitetdin pééllekkiin edelld saatujen koordinaattien osoittamissa
paikoissa, luodaan kuvaruutuun kahdella GPLOT-kaaviolla:

1 SURVO 84C EDITOR Mon May 02 18:47:34 1994 C:\M\MEN2\ 100 100 0

29 *HEADER=Fisherin_esimerkki:_Koululaisten_tukan_ja_silmien_vari
30 *GPLOT COLORS,C1,C2 / POINT=[RED],Color OUTFILE=A
31 *SCALE=-1,0,1.5 MODE=VGA XDIV=179,380,80 YDIV=59,380,40

*

33 *GPLOT CR_COORD.M,C1,C2./ POINT=[BLUE],CASE HEADER= INFILE=A
34 *SCALE=-1,0,1.5 MODE=VGA XDIV=179,380,80 YDIV=59, 380,40
*
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Fisherin esimerkki: Koululaisten tukan ja SILMIEN vaéri
Cc2
1.5
mARRIUM
0 - e
raIE” Potsar
Black
-1 I
-1 0 1.5
C1

Tamaé kuvaustapa on sindnséd mielenkiintoinen ja antaa tidsséd sovelluksessa hy-
vin uskottavan késityksen ao. ominaisuuksien suhteesta. Kun kuitenkin muis-
tetaan, ettd tukan ja silmien viliset maksimaaliset korrelaatiot olivat vain 0.45
ja 0.17, rohkeita tulkintoja tulee valttia.
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Moniulotteisista kuutioista ja palloista

Moniulotteisen avaruuden hahmottaminen ei ole helppoa. Téstd huolimatta
kidytimme kuitenkin mielellimme 2- ja 3-ulotteisia mielikuviamme malleina
useampiulotteisissa tilanteissa. Namid mielikuvat toimivat hyvin useissa ta-
pauksissa, mutta joskus ne voivat olla aika harhaanjohtavia. On hyvii harjoi-
tusta yrittdd venyttdd omaa mielikuvitustaan ja intuitiivisesti yleistdd alempi-
ulotteisia ominaisuuksia samalla varoen tekemdstd liian rohkeita pddtelmia.

Tarkastelkaamme yksinkertaisena esimerkkind kuutiota ja palloa ja mietti-
kddmme, mitd ominaisuuksia on niiden yleistyksilld n-ulotteisessa avaruudessa.

Kuution osat

Aloitamme kuutiosta ja yritimme osaksi arvaillen pohtia, millainen olisi sen
yleistys 4-, 5- jne. -ulotteisessa avaruudessa. Kuutio koostuu tunnetusti 8 kir-
kipisteestd, joita yhdistdda 12 sarmidd. Kuutiolla on edelleen nimensid mukai-
sesti 6 neliomdistd sivutahkoa. Neliotd voi pitdd 2-ulotteisena kuutiona, sér-
mii 1-ulotteisena kuutiona ja (kérki)pistettd O-ulotteisena kuutiona. Néiin ol-
len kuutio koostuu alempiulotteisista "kuutioista" seuraavan taulukon mukai-
sesti:

nim 0 1 2 3 4 summa
0 1 1
1 2 1 3
2 4 1 9
3 8 12 6 1 27
4 16 X y 8 1 z

Taulukosta nédkyy kuinka monesta m-ulotteisesta kuutiosta koostuu n-ulottei-
nen kuutio. Merkitsemme titd lukumiirdd yleisesti K(n,m). On luonnollista
asettaa K(n,n)=1. Niin arvoilla n=0,1,2,3 taulukossa esitetyt luvut ovat kiis-
tattomia.

Sen sijaan arvolla n=4 on toistaiseksi esitettdvi vain arvauksia. On ilmeista,
ettd dimension kasvaessa yhdelld kirkipisteiden maard kaksinkertaistuu. Niin
ollen K(n,0)=2" ja siis K(4,0)=16. Samoin taulukon perusteella on arvatta-
vissa, ettd K(n,n-1)=2n eli K(4,3)=8.

Taulukkoon lasketusta summasarakkeesta voi péitelld, ettd ilmeisesti n-
ulotteisen kuution télld tavalla maédriteltyjen komponenttien yhteenlaskettu
lukumédrd on 3" eli z=81. Tuntemattomiksi jadvit endd luvut x=K(4,1) ja
y=K(4,2) joiden summa on x+y=81-16-8-1=56. Todetaan, ettd K(n,1)=K(n,0)n/2,
silld kustakin kérkipisteestd ldhtee n sdrmid. Siis x=K(4,1)=16%4/2=32 ja
y=K(4,2)=56-x=24.
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Niilld arvauksilla tdydennettynd taulukko néyttdd seuraavalta:

nfm 0 1 2 3 4 summa
0 1 1
1 2 1 3
2 4 4 1 9
3 8 12 6 1 27
4 16 32 24 8 1 81

Jos tdstd yrittdd saada vield yleisempid padtelmid, on ratkaisevaa havaita, ettéd
se muistuttaa (rivit 0 ja 1) jossain méaérin Pascalin kolmiota. Ei liene aivan
mahdotonta huomata téllGin, ettd luvulle K(n,m) pitee palautuskaava

K(n,m)=K(n-1,m-1)+2K(n-1,m)
eli siis ainoastaan kerroin 2 erottaa tdmén binomikertoimien palautuskaavasta.
On tdmin jidlkeen helppo havaita, ettd jakamalla taulukon luvut luvuilla
2" ne muuntuvat binomikertoimiksi C(n,m) eli siis

K(n,m)=C(n,m)2""™ .
Huom. Jos samalla tavalla analysoi n-ulotteisen simpleksin rakennetta (1-ulot-

teinen on jana, 2-ulotteinen on kolmio, 3-ulotteinen on nelitahokas), piddy-
tdan suoraan Pascalin kolmioon.

Tdmin esityksen perusteella taulukko tdydentyisi seuraavasti:

nim 0 1 2 3 4 5 6 7 8 summa
0 1 1
1 2 1 3
2 4 4 1 9
3 8§ 12 6 1 27
4 16 32 24 8 1 81
5 32 80 80 40 10 1 243
6 64 192 240 160 60 12 1 729
7 128 448 672 560 280 84 14 1 2187
8 256 1024 1792 1792 1120 448 112 16 1 6561

Niemme, ettd esim. 8-ulotteisen kuution tdytyy olla jo melko konstikas "kap-
pale".

Tehddksemme piittelymme pitdvammaksi on parasta siirtyd analyyttisempaan
tarkastelutapaan samaistamalla kuution n-ulotteisen avaruuden pisteeseen
(1,1,...,1) ja tdmin pisteen projektiopisteisiin koordinaattiakseleille, -tasoille
jne. Kuutiota rajoittavat kirkipisteet ovat siis (e;,e,,...,¢,), missd jokainen e;
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on joko 0 tai 1.

Niin maédritellyn n-ulotteisen kuution komponentteja (alempiulotteisia osa-
kuutioita) voidaan merkitd seuraavasti. Esim. kolmiulotteisessa tapauksessa
(x,0,0) tarkoittaa sitd osaa, joka syntyy kun x vaihtelee vililld (0,1) eli sdrmdi
joka yhtyy ensimmadiseen koordinaattiakseliin. (x,x,0) taas merkitsee nelioti,
joka on kahden ensimmiisen koordinaattiakselin muodostamassa tasossa ja
(x,x,1) edellisen nelion vastakkaista sivutahkoa kuutiossa. (x,x,x) on koko
kuutio.

n-ulotteisen kuution m-ulotteisen osakuution merkinnéssé on télloin m kap-
paletta x:id ja loput koordinaatit ovat nollia tai ykkosid. Koska "vapaiden"
koordinaattien x paikat voidaan valita binomikertoimen C(n,m) osoittamalla
tavalla ja loput n-m paikkaa merkiti joko O tai 1 tdstd riippumatta 2™ taval-
la, on

Kmn,m)=C(n,m)2"™" ,
miki vahvistaa aikaisemman arvauksen.

Lukujen K(n,m), m=0,1,...,n summaksi todennetaan 3" yksinkertaisesti so-
veltamalla binomikaavaa potenssiin (1+2)" .

Jo tdhidnastinen tarkastelu osoittaa, miten analyyttinen ote puree paremmin
kuin geometriset mielikuvat.

Neliulotteisen kuution 2-ulotteinen projektio

Kun piirrdamme kuvan kuutiosta tasoon, se merkitsee kuution (tavallisesti yh-
densuuntaista) projisointia tasoon ja kuva niyttda seuraavalta:

Tutkikaamme vastaavasti, miltd 4-ulotteinen kuutio néyttéisi tasolle projisoi-
tuna.

Toteutamme tdméan Survon avulla. Rakennamme aluksi 33 x 4 matriisin,
jonka riveind ovat 4-ulotteisen kuution kérkipisteet sellaisessa jarjestyksessd,
ettd yhdistimalld perdkkiiset pisteet kaikki 32 sdrméa tulevat lapikdydyiksi ja
piirretyiksi. Téllaista reittid, joka kdy ldpi kaikki verkon sdrmit ja paityy al-
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kupisteeseen sanotaan Hamiltonil@tiksi. Sellaisia 10ytyy yhtendisistd ver-
koista, joiden kaikkien pisteiden asteluvut ovat parilliset. Neliulotteisessa
kuutiossa jokaiseen kirkipisteeseen liittyy 4 sdrméé ja asteluku on siis 4. Reit-
ti kulkee kahdesti kunkin kirjen kautta. Tavallisessa kuutiossa Hamiltonin
reittid ei ole (kdrkien asteluvut =3), mutta neliossi (asteluvut=2) se saadaan
yksinkertaisesti kiertdmilld ympéri.

8 1 SURVO 84C EDITOR Mon May 25 10:59:39 1993 D:\MON\DIM\ 120 80 0
1 *

*Hamiltonin reitti 4-ulotteisessa kuutiossa:

*MATRIX H ///

*0
*0
*0
*0
*0
*0
10 *0
11 *0
12 *0
13 *0
14 *1
15 *1
16 *0
17 *0
18 *1
19 *1
20 *1
21 *0
22 *0
23 *1
24 *1
25 *1
26 *1
27 *1
28 *0
29 *0
30 *1
31 *1
32 *1
33 *1
34 *1
35 *1
36 *0
37 *

OO dUTdWN

OoOoOoOrRrHROOORRRFRRFRPROOOOHRRFRPFOORRFRRHFREPEPFREPEPPROODODOO
OCOFRFRFRFRFRFRPRFRPPRPPFRPPFRPOOOFRFRFPFPFPOOODOOOOHRRFOOOR,FOO
OO O0OOHHHFRFOOOOOORRFRFRFRFRPFFEPFRFPEPPFPOOORRFOOORRFO

Talletamme matriisin H, siirrimme keskipisteen origoon ja kierrimme kuviota
mielivaltaisesti kertomalla matriisilla H ortogonaalisen 4 x 4 -matriisin Q.
Niin syntyy kierretyn neliulotteisen kuution kérkid kuvaava matriisi K=HQ.
Matriisi Q on muodostettu tekemélld "mielivaltaiselle” matriisille T Gram-
Schmidt-hajotelma T=QR, missd Q on ortogonaalinen ja R kolmiomatriisi.
Kaikki timi saadaan Survossa aikaan seuraavasti:


Korjaus 19.8.2012/SM
Korjaus
Kyseessä on itse asiassa Eulerin kierros eikä vain Hamiltonin reitti. Jälkimmäisessä riittäisi käydä kerran kussakin kärkipisteessä. Kts. http://fi.wikipedia.org/wiki/Eulerin_polku
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D:\MON\DIM\ 120

80 0

37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57

1 SURVO 84C EDITOR Tue May 25 11:07:16 1993

*

*MAT
*MAT
*MAT
*

*MAT
*MAT
*

*MAT
*MAT

SAVE H

TRANSFORM H BY X#-0.5 / Keskistys (0,1) -> (-0.5,0.5)

CLABELS "X" TO H

T=ZER (4, 4)

/ Sarakeotsikot X1,X2,X3,X4

TRANSFORM T BY sin(31*I#*J#) / "Mielivaltainen" T

GRAM-SCHMIDT DECOMPOSITION OF T TO Q,R / T:n ortogonalisointi

LOAD Q, CUR+1

*MATRIX Q
*GS (T (T_by_sin (31*I#*J#)))

*MAT
*MAT
*

1
-0.25056
-0.45840
-0.58807
-0.61747

K=H*Q
CLABELS "dim"

2 3 4
-0.48181 -0.60885 -0.57825
-0.54993 -0.03826 0.69712
-0.07771 0.69287 -0.40997

0.67778 -0.38441 0.10756

/ Neliulotteisen kuution kierto
TO K- / Sarakeotsikot diml,dim2,dim3,dim4

Kuvion kaksiulotteiset projektiot koordinaattitasoille saadaan tavallisena
XY -piirroksena "unohtamalla" muut kaksi dimensiota (pystyrivid). Sarmét tu-
levat nikyviin yhdistamélld perdkkiiset pisteet suorilla viivoilla. Ilman kiertoa
kaikissa projektioissa nikyisi pelkkd nelio.

Seuraava kuva esittdd kaikki mahdolliset projektiot yhtend kuvamatriisina.
Tiettyjen vastinkuutioiden hahmottamiseksi kuvassa on kéytetty 3 eri viiva-
tyyppid. Kaikki tihdn esimerkkiin liittyvét tarkemmat tiedot 16ytyvét toimi-
tuskentistda KUUTIOA4.

1-4

3-4
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Pallot n-ulotteisina

Aloitamme paradoksaaliselta kuulostavalla esimerkilld, jonka kuulin prof.
Shirjayevilta ja jota hénen kertomansa mukaan jo esim. A.N. Kolmogorov
(todennékoisyyslaskennan venildinen uranuurtaja) oli kdyttdnyt luennoillaan.

Tarkastellaan neljdd yksikkoséteistd ympyrid, jotka sivuavat toisiaan ohei-
sen kuvan mukaisesti ja joiden keskelle on piirretty kaikkia neljdd sivuava
(paljon pienempi) ympyri:

On helppo todeta, etti pienen ympyrin siide on V2 -1 = 0.4142 . Kun vastaava
konstruktio toteutetaan kolmiulotteisesti asettamalla 8 yksikkosateistd palloa
kasaan, jdi keskelle tilaa pienemmaille pallolle, joka sivuaa kaikkia kahdeksaa.
Tdmén pallon siiteeksi saadaan V3 -1 = 0.7321 . Yleisesti on mahdollista péi-
telld, ettd vastaavassa n-ulotteisessa rakennelmassa pienen n-ulotteisen pallon
sdteeksi saataisiin Vn -1 . Siis esim. kun n=4, "pieni" pallo olisi samankokoi-
nen kuin sitd ympédrdivit ja arvolla n=9 sen sidde olisi kaksinkertainen.
Dimension n kasvaessa keskelld olevan pallon sidde kasvaisi rajatta. Missd on
vika?

Vikaa ei ole missadn. Kisityksemme n-ulotteisen pallon olemuksesta vain on
harhaanjohtava. Se on paljon "hennompi olento" kuin mitd saatamme kuvitella
2- ja 3-ulotteisten mielikuvien varassa. Ajatelkaamme rn-ulotteista kuutiota,
jonka sivun pituus on 2 ja sen sisille asetettua mahdollisimman suurta n-ulotteis-
ta palloa, jonka sdde on siis 1. Pallon suurin ulottuvuus on sen halkaisija =2,
mutta kuution suurin ulottuvuus on sen piélévistiji, jonka pituus on 2Vn (saa-
daan soveltamalla Pythagoraan lausetta n-1 kertaa). Pallo tayttad kuution hy-
vin vajaasti ja ndin jdi toisiaan sivuavien pallojen viliin tilaa paljon enemmin
kuin saatamme etukiteen kuvitella.

Kun n=2k, n-ulotteisen, R-siteisen pallon mitta (tilavuus) on TCR*7k! (joh-
detaan myohemmin) ja sen suhde ympir6ivin kuution mittaan (2R)* lihes-
tyy sangen pikaisesti nollaa, kuten nihdéén taulukosta:
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suhde

0.78540
0.30843
0.08075
0.01585
10 0.00249
12 0.00033

0N B~ NS

Seuraava kuvapari niyttdd, miten pallon sisdltd kasautuu sitd enemmén keski-
pisteen ldheisyyteen, mitd suuremmaksi ulotteisuus n kasvaa. Olemme arpo-
neet tasajakaumaperiaatteella 8-ulotteisen kuution sisdltd 100000 pistettd ja
valinneet ne, jotka ovat my6s tdmin kuution sisdédn asetetun 8-ulotteisen pal-
lon sisélld. Naitd pisteitd 10ytyi 1635 kappaletta (odotettu arvo olisi taulukon
mukaan 1585 keskivirheelld 39.5) eli uskottava mééara.

Jos nyt projisoimme tdmén 8-ulotteisen palloa hahmottavan pistekuvion ta-
soon, saamme seuraavanlaisen 2-ulotteisen jakauman. Vertailun vuoksi, vie-
reinen, oikeanpuolinen kuva ndyttdd nelion sisélle piirrettyyn ympyréén tasa-
jakauman mukaisesti arvotut 1635 pistettd.

8-ulotteisen pallon projektiossa pisteet eivit enédd jakaudu tasaisesti ympyril-
le, vaan ne keskittyvit voimakkaasti kohti keskustaa. Tdmékin osoittaa, kuin-
ka hinteld on moniulotteinen pallo verrattuna sitd ympar6ivdidn moniulottei-
seen kuutioon. Tutkiessamme seuraavaksi tasaista jakaumaa n-ulotteisessa
pallossa tulemme osoittamaan, ettd ndiden projektiopisteiden yhteisjakauman
tiheysfunktio on tissi tapauksessa f(x,y)=vakiol(l-x*-y?)’.
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Tasainen jakauma n-ulotteisessa pallossa

Todistaaksemme eréddt edelldamainitut tulokset tarkastelemme tasaista jakau-
maa R-séteisessd, n-ulotteisessa, origokeskisessd pallossa, joka midritelldsin
avaruudessa R" niiden pisteiden joukkona, joiden etdisyys origosta on kor-
keintaan R eli

(D { x=(x},x...,X,) Dx%+x§+ +xfl <R*}

Tarvitsemme jatkuvasti seuraavaa muunnosta, joka on tavallisten napa- ja pal-
lokoordinaattimuunnosten yleistys. Muunnoksen vilittavit yhtilot

x, =rcosf,
x, =rsin, cosd,

x; =rsind, sin¢,cosd,

x, = rsind,sin¢,sind, ... sin¢, ,cos¢, ,
x, =rsin,sin¢,sind, ... sin¢p, ,sin¢, , .

Tissd r on pisteen X etdisyys origosta
r=|x||= \/x%+x§+...+xi

jakulmat ¢, 9,,..., ¢, , médrdytyvit yhtiloistd
¢, = arctan( Vx?+]+xl.2+2+...+xfl /x), i=1,2,..n-1.

Tami muunnos kuvaa pallon (1) n-ulotteiseksi suorakulmioksi
{r,¢..9,, 00<r<R, 0<¢,<m..., 0<¢, ,<T0, 0<9, <211}

ja sen funktionaalideterminantti on

(X, X5y, X, )
D = 1°72 n
oo, 0,

Tami osoitetaan muodostamalla ko. determinantin alkiot, ja kehittdmilla de-
terminantti viimeisen pystyrivin mukaan (jossa vain kaksi viimeistd alkiota
poikkeaa nollasta). T#lloin saadaan

= r"'lsin"’zq)lsin”'3(132 sinzq)n_zsind)n_1 .

2

D,=rsin,sin¢, ... sind, , (coszd)n_an_1+ sin2¢n_2Dn_1)
=rsin¢,sing, ... sin¢, ,D, , .

Soveltamalla titd kaavaa n-1 kertaa ja ottamalla huomioon, ettd D,=r, saadaan
D, :1le lauseke (2).
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Laskemme nyt aluksi n-ulotteisen pallon mitan ("tilavuuden”) V, :

V,= | dx,dx, ... dx,

P<R
-R Tt Tt 21

- J [ J D, drdd, ...dp ,db
0 0 0 0
.R s m s 21

= [ mar j sin"2¢, do, j s, do, . . j sing, , b, j do
0 0 0 0 0

=2TR"/n S, ,S, 5. S, »

misséd on merkitty
I

S, = J sin"$ do .

0
Osittaisintegroinnilla todetaan, ettid

S:m—'ls

m m ~m2

ja S,=1m2, §,=2
ja tamin perusteella edelleen, ettd

S,S

m

1=2TUm .
Edelld saadusta tilavuuden V, lausekkeesta ja niistd yhtdloistd seuraa, ettd

V =R(n-1)/nS,,V, ,=RS,V, =R*S S ,V ,=21UnR*V_,.
Koska tunnetusti V,=2R ja V. =TIR?, saamme tistid suoraan yleiset lausekkeet
erikseen parillisille ja parittomille dimensioille. Esim. parillisilla arvoilla n=2k
on V,,=TtR*/k! .

Ryhdymme nyt tarkastelemaan tasaista jakaumaa yksikkositeisessi, n-ulottei-
sessa pallossa. Tutkimme tdmin jakauman m-ulotteista reunajakaumaa (sym-
metriasta johtuen kaikki samanulotteiset reunajakaumat ovat keskendén ident-
tisid) ja erityisesti kiinnostaa satunnaisen pisteen (X,,...,X,) m-ulotteisen pro-
jektion (X,,...,X, ) origosta lasketun etéisyyden

R, = VX .. +X>

m

jakauma.
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X} X))

1 VI-X3 .- X2

R

m

Esitimme nyt seuraavat viitteet:
2 2\ L 2 2
fX],...,Xm(xl,...,xm) Od-x-...-x,) 2, kunxj+.+x, <1,
-1 Jm
feOra-2, 0<sr<l.

Jalkimmdisestd seuraa suoraan, etti Rﬂf noudattaa Beta-jakaumaa parametrein
m/2 ja (n-m)/2+1 .

Osoitamme viitteet oikeiksi tavanomaisella induktiolla. Koska

. fxl,...,xn(xl,...,xn) = vakio
ja T T 271
-1
fo )= [ . J J D, db, ..dd ,db O/,
0 0 0
viitteet pitdvit paikkansa, kun m=n. Ndytimme nyt, ettd siitd, ettd ne pitdvit
paikkansa arvolla m, seuraa, ettd ne ovat voimassa my0s arvolla m-1. Merkit-
semélld u = V 1-xi-...x> |, saamme
u
0 22"—_2md Dn—m+1_12 2
le,...,Xm_l(xl,...,xm_l) (u™-x;,) x,, O u = (1-x-... -x;,)
0
mikd on vditettyd muotoa. Siirtymélld m-1-ulotteisella pallokoordinaatisto-
muunnoksella muuttujiin 7, ¢,,...,9,, , saamme
T T 21
n-(m-1 2 n-(m-1
fo (0O J } . J D, (1-A" 5 dp d,...dp, , O 2125
0 0 0

eli sekin on viitteen mukainen. Induktiopdittely osoittaa viitteet oikeaksi
kaikilla arvoilla m=n,n-1,...,2,1 .

n-(m-1)
2 9

Niin on vahvistettu ne toteamukset, jotka esitimme edellisessid luvussa. Kun
simuloimme tasaista jakaumaa hylkdysperiaatteella, 8-ulotteisessa tapauksessa
vain noin 1.5 % pisteistd osui pallon sisélle. Saatujen tulosten avulla ko. simu-
lointi voidaan toteuttaa huomattavasti tehokkaammin arpomalla suoraan kul-
mat §,,...,9, , tasaisesta jakaumasta vililld (0,10, kulma ¢, , tasaisesta jakau-
masta vililld (0,217 ja sdde r tasaisesti vililld (0,1) jakautuneen muuttujan u
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potenssina r=u'"".

Jos halutaan simuloida suoraan m-ulotteista reunajakaumaa, kulmat arvo-
taan kuten edelld ja sidde r nelidjuurena Beta-jakautuneesta satunnaisluvusta
parametrein m/2, (n-m)/2+1. Kun tiedetién, ettd vilin (0,1) tasaisesta jakau-
masta saadussa N havainnon otoksessa M:nneksi pienin havainto noudattaa
Beta-jakaumaa parametrein M, N-M+1, voidaan titd kdyttda hyviksi r-arvojen
generoinnissa, kun »n ja m ovat parillisia lukuja. Esim. tapauksessa n=8, m=2,
josta edelld oli kuva, r saadaan kolmesta satunnaisluvusta pienimmén nelio-
juurena.

Huomaa, ettei edes tapauksessa n=m=2 (tasainen jakauma ympyrissi), r ei
ole tasaisesti jakautunut, mutta 7 on.
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Singulaariarvo- ja muita hajotelmia matriiseille

Tami on lyhyt katsaus matriisihajotelmiin, joilla on sovelluksia tilastollisisssa
monimuuttujamenetelmissi. Singulaariarvohajotelma (Singular Value Decom-
position, lyhennettynd SVD) on merkityksestdin huolimatta jddnyt useimmis-
sa alan oppikirjoissa jatkuvasti vaille riittdvid huomiota, vaikka sen avulla hy-
vin monet tulokset ovat kaikkein helpoimmin johdettavissa. Tdma on sitdkin
himmastyttdvimpad, kun kuitenkin monet oppikirjat sen mainitsevat, mutta
eivit jostain syysta kaytd sitd tehokkaasti hyvaksi.

SVD:n historia on jonkin verran himérén peitossa. Kunnolla julkisuuteen se
lienee tullut vasta vuonna 1936 Eckartin ja Youngin artikkelissa Psychometri-
ka-lehdessd ja kulkeekin usein myds Eckart-Young-hajotelman nimella.

Ennen SVD:n ja siithen perustuvien tirkeiden matriisien ominaisuuksia kos-
kevien tulosten esittelyd kidydddn lyhyesti ldpi erddit muut matriisihajotelmat.
Tami katsaus ei pyri ehdottomaan matemaattiseen tarkkuuteen. Ainoastaan
sellaiset asiat pyritddn perustelemaan tarkemmin, joita ei valttimattd 16ydy
alan oppikirjoista.

Spektraalihajotelma
Olkoon A symmetrinen nxn-matriisi. Talloin

A =UAU’,
missd A on ominaisarvojen A; = A, = ... 2 A, muodostama ldvistdjamatriisi,
ja U on niitd vastaavien ominaisvektorien u”, u?..... u” muodostama
ortogonaalinen nXn-matriisi

U=[uPu? .. u"]
eli U’U=I ja UU’=I. Spektraalihajotelma kirjoitetaan usein myos summamuo-
dossa

A= )\lu(l)u(”’ + )\zu(z)u(z)’ +..4+ )\nu(")u(”)’.

Gram-Schmidt-hajotelma

Olkoon mxn-matriisi A, missd m=n, tiysiasteinen eli r(A)=n. Télloin
A=QR,

misséd Q on pystyriveittdin ortogonaalinen mxn-matriisi (Q’Q=I) ja R nxn-yla-

kolmiomatriisi.

Cholesky-hajotelma
Olkoon A nxn-positiivisesti definiitti matriisi (eli A>0). Tdmai tarkoittaa maé-
ritelmaéllisesti sitéd, ettd neliomuoto w’Au > 0 kaikilla » komponentin pysty-
vektoreilla uz0. Téstd on seurauksena mm. ettd A:n ominaisarvot ja sen
determinantti (= ominaisarvojen tulo) ovat positiivisia. Téall6in A:n Cholesky-
hajotelma on

A=LL",
missd L on yla- (tai vaihtoehtoisesti ala-) kolmiomatriisi, jonka kaikki ldvistéjé-
alkiot ovat positiivisia.
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Singulaariarvohajotelma
Olkoon A mXn-matriisi, missd m=>n. Ilman mitddn lisdoletuksia A voidaan
aina esittdd muodossa

A=UDV’,
missd
1. U on mXn-matriisi (siis samaa muotoa kuin A) ja pystyriveittdin ortonormaa-
linen eli U’U=I,
2. V on ortogonaalinen nXn-matriisi (eli V’V=I ja VV’=I),
3. D on ei-negatiivisten singulaariarvojen d, 2 d, = ... 2 d,, 2 0 muodos-
tama lavistdjamatriisi.

Todistus. Olkoon matriisin A aste r(A)=r (r<n). Tdlloin A’A on ei-negatiivi-
sesti definiitti ja silld on spektraalihajotelma
(1) A’A =VD?V’,

missd D? on nxn-ldvistdjamatriisi

D’ =

D?=diag(d}, d3, ...d», dizd}=..2d>>0.
Ortogonaalinen nxn-matriisi V ositetaan muotoon
V=[V, V,],

missd nXr-matriisi V, koostuu A’A:n positiivisia ominaisarvoja vastaavista
ominaisvektoreista ja nX(n-r)-matriisi V, nolla-ominaisarvoja vastaavista
ominaisvektoreista. Matriisi V on lisdksi ortogonaalinen eli

VvV =V'V=I.

Tilloin (1) voidaan kirjoittaa muodossa
A’A=V DV,

mistd seuraa myos, etti

(2) D=V ;A’AV,.

Olkoon mxr-matriisi U, médritelty siten, ettd

(3) U, =AV,D}".

Télloin matriisin U, sarakkeet ovat ortonormaalisia, silld (2):n perusteella
U;U, =D;'V;A’AV,D|' =D/ D{D{' =1.

Tunnetusti, kun m=n, on mahdollista muodostaa sellainen mX(m-r)-matriisi
U,, ettd
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U'=[U, U,]

on ortogonaalinen. Kun nyt (3) kerrotaan oikealta matriisilla D,V , saadaan
matriisille A esitys

A =UD,V;

=[U, G,]|D, 0| |V;

eli
4 A=UDV,

. e £ “e o ES .o . . o e .
missd D° on mXn-matriisi. Koska D :n m-n viimeistd vaakarivid ovat nollia,
A voidaan my0s esittdd muodossa

5)A=UDV’,

missid U koostuu U:n n ensimmiisestd pystyrivisti. Niin esityksessi (5) U,V
ja D tiyttivit viitteen ehdot. Myos "lavennettu” esitys (4), jossa U" on orto-
gonaalinen mxm-matriisi, on hyddyksi joissain tarkasteluissa.

Hajotelma voidaan kirjoittaa myds summamuodossa matriisien U ja V pysty-
vektoreiden avulla seuraavasti:

A= dlll(l)V(l)’ + dzll(Q)V(z)’ + ...+ dnu(”)v(")’ .

Hajotelmasta A=UDV’ seuraa suoraan, ettid
AA’=UDV’'VDU’ = UD’U’.
Siis u®, u®, ..., u™ ovat matriisin AA’ ominaisvektorit.

Edelld on oletettu, ettd matriisin A vaakarivien lukuméérd m on suurempi tai
yhtisuuri kuin pystyrivien lukuméiréd n. Piinvastaisessa tapauksessa SVD on
sama kuin mitd saadaan transponoimalla A:n SVD eli muotoa

A’ =VDU .

Singulaariarvohajotelmaa ei kdytdnnossd kannata muodostaa A’ A:n spektraali-
hajotelman kautta, vaan on sovellettavissa tehokkaampia laskentamenetelmié,
joissa esim. A ensin redusoidaan ns. bidiagonaalimuotoon ja timé edelleen
diagonalisoidaan iteratiivisesti. Survon matriisitulkissa ja matriisialiohjelmissa
on kidytetty G.H.Golubin ja C.Reinschin v. 1971 julkaisemaa algoritmia, joka
on nopea sekd numeerisesti erittdin tarkka ja stabiili.

Tulokset ovat yleensd yhté tarkkoja, mikd on koneessa liukulukujen esitys-
tarkkuus (PC:ssé siis noin 15-16 merkitsevdd numeroa). Ei siis synny juuri
kasautuvia pyoristysvirheitd. Matriisin vajaa-asteisuudesta tai likimaisista
lineaarisista riippuvuuksista ei ole mitdin haittaa. Vaikeita ovat vain sellaiset
patologiset tapaukset, joissa alkioiden suuruus vaihtelee kohtuuttomasti; esim.
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yhtaikaa esiintyy matriisin alkioita, jotka ovat suuruusluokkaa 10°° ja 10
Tillaisesta voi vilttyé kaikissa jarkevésti skaalatuissa tilastolllisissa sovelluk-
sissa.

SVD:n ominaisuuksia

Matriisin singulaariarvohajotelma tulee vastaan useissa monimuuttujamene-
telmissd. Erityisesti tietyt optimaalisuusominaisuudet ovat keskeisessd ase-
massa.

Lineaarisen kuvauksen yleinen rakenne

Tarkasteltaessa lineaarista kuvausta y=Ax havaitsemme ottamalla kdyttoon
A:n SVD:n, ettd y=UDV’x, mikd merkitsee sitd, ettd jokainen lineaarinen ku-
vaus voidaan ndhdéd yksinkertaisesti koordinaatiston kierron, akselien suun-
taisten venytysten ja kutistusten seké toisen koordinaatiston kierron yhdistel-
ménd. Tatd seikkaa hyodynnimme multinormaalijakauman perusominaisuuk-
sia tarkasteltaessa.

Bilineaarimuodon x’ Ay maksimointi
Seuraavasta tuloksesta on hyotyd mm. kanonisten korrelaatioiden ja korres-
pondenssianalyysin yhteydessa.

Funktion fix,y)=x"Ay, missd A on mXn-matriisi ja X ja y yksikkovektorin
mittaisia vektoreita, maksimiarvo on A:n SVD:n A=UDV’ suurin singulaariar-
vo d, ja maksimi saavutetaan kun x=u'! ja y=vV.

Todistus. Kiytetiin "lavennettua" esitysti (4) A=UD"V’, jolloin jokainen
x-vektori voidaan lausua muodossa

X = alu(') + azu(z) + ...+ amu<’”) =U'a, missia’a=1,

* . .
koska U -vektorit muodostavat m-ulotteisen avaruuden ortonormeeratun kan-
nan. Jokainen y-vektori voidaan esittdéd vastaavasti muodossa

y=b v +bv?P+ . +bv"”=Vb, missib’b=1.

T&ll6in on
fxy)=a’U’UD'V'Vb=a'D'b
=abd, +abyd, + ... +a,bd, ,
mikd maksimoituu ehdoilla a’a=b’b=1, kun
a,=1, a,=ay=...=a,=0
b,=1, b,=by=..=b,=0

ja maksimiarvoksi saadaan suurin singulaariarvo d,. Maksimin antavat X ja y
ovat u? ja v(D, kuten viitettiin.
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Tamad osoitetaan tarkasti soveltamalla Schwarzin epidyhtilod
(S (')t

kun s=a ja t=D"b, jolloin

(a,bd, +...+abd) =(@Db)*<(@a)b’D’Db) = bid* +... + b’d*

n'n'n n'n’

mikd painotetuksi keskiarvoksi tulkittuna on < d% .

Vastaavasti ndhddin suoraan, etti lisiehdoilla
xu? =0 jatai yv?=0, i=12,. k-1
eli
a;=0 ja/tai b;=0, i=12,..k1
f(x,y)=x’Ay saavuttaa maksiminsa, joka on d,, kun x=u® ja y=v kaikilla
arvoilla k=2,3,....n.

Askeinen tulos on analoginen yleisesti tunnetun yleisen neliomuodon maksi-
mointia koskevan kanssa: X’ Ax, missd A on symmetrinen neliomatriisi ja X on
yksikkovektorin mittainen vektori, saavuttaa maksiminsa, joka on A:n suurin
ominaisarvo, kun x on titd ominaisarvoa vastaava ominaisvektori. Todistus on
edellisen kaltainen.

Matriisin approksimointi alempiasteisella matriisilla

Erdissd monimuuttujamenetelmisséd joudutaan tilanteeseen, jossa esim. kova-
rianssimatriisille 2 joudutaan etsiméin tietynrakenteinen, alempiasteinen app-
roksimaatio. Néin tapahtuu mm. padkomponentti- ja faktorianalyysissa.

Tutkittaessa, miten hyvin esim. matriisi B vastaa matriisia A, kidytetdédn ero-
tusmatriisin A-B koon mittana sen alkioiden neliosummaa. Tétd neliosummaa

merkitiin ||A-BJP.

Yleisestikin matriisin A kokoa mitataan tilld ns. Frobeniuksen normilla

2 — 0\ ) — 2
IAIF = r(AA”) =r(A’A) = 5 5 a;; -
i
Vektoreilla ||x|| tarkoittaa yksinkertaisesti vektorin pituutta.
mxn-matriisin A singulaariarvohajotelmasta A=UDV’ seuraa, ettid yleisesti

A = tr(AA’) = (UDV’VDU’) = tr(D*V’U) = d + ... + d>.

n
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Jos nyt haluamme approksimoida matriisia A toisella m*n-matriisilla B, joka
on (alempaa) astetta r(B)=p<n, tuntuu luonnolliselta, kun ottaa huomioon A:n
SVD:n muodossa

A= dlu(l)v(l)’ + dzu(z)v(z)‘ + ...+ dnu(”)v(”)y ,
etta
(6) B= dlu“)v(”’ + dzu(z)v(z)’ + ...+ dpu(p)v(p)’

on hyvi ehdokas téllaiseksi matriisiksi.
Yritimmekin niyttdd toteen, etti Frobeniuksen normin mielessi [|A-B|f* saa-

vuttaa minimiarvon, joka on
2 2
dp+1 +..+d,,

kun B on edelld mainittu. Itse asiassa vastaavaan tulokseen piaddytddn monilla
muillakin matriisinormeilla. Todistuksemme seuraa linjoja, jotka Seppo Hassi
on esittinyt.

Toteamme aluksi, ettd jos S on ortogonaalinen nxn-matriisi, matriisin AS nor-
mi on sama kuin A:n, silld
IAS|> = tr(ASS’A’) = tr(AA”) = |A|P .

Osoitamme nyt ensin, ettd jos S ositetaan muotoon, S = [ S, S, |, missd S, on
nXp-matriisi ja siis pystyriveittdin ortogonaalinen eli S;SI=I, niin

() lIAS P <di+...+d;.

Kirjoitamme tarkastelun kohteena olevan normin nelién muotoon
IAS, | = tr(S;A’AS)) = tr(S; VD?V’S)) = tr(C’D*C) ,

missd C on nXp-matriisi
C=V’S,.

My®6s matriisi C on télldin pystyriveittdin ortonormaalinen eli
CcC=I.

Merkitédédn
C=[cPe® .. e,

jolloin

®) =g <1,i=1,.,n, (CC)=g,+..+g,=p.

Maksimointitehtivi palautuu tdlloin lausekkeen

tr(C’D*C) = tr(CC’D) = g, d? + ... + g,d>

maksimoinniksi ehdoilla (8). Téstd on helppo piételld, ettd ko. maksimi saa-
vutetaan, kun

g=-=8,=1,¢8,,=.=g,=0
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ja maksimiarvo on dl2 + ...+ d}f .

Olkoon nyt mxn matriisin B (r(B)=p) SVD

B=U,D,W’
ja tarkastellaan W:n ositusta W = [ W, W, |, missd W, on nXp-matriisi. Nyt
voimme péitelld, ettd

IA-BIF = [(A-BYWIF = [A-B)W, I + [(A-B)W, | = [A-B)W, |,

mutta
BW,=0,
koska B:n viimeiset n-p singulaariarvoa ovat nollia ja

IAW, | = JAW|P - JAW, |

Koska
IAW|P =d + ... + d2,

ja (7):n mukaan
IAW,|P<di +...+d>,
on siis
IA-BIF 2 AW, 2 &>, + ... + d;

ja tami alaraja saavutetaan, kun B:114 on esitys (6).
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